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adherencia a hábitos de vida saludables basado

en aplicaciones móviles
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Resumen

La adherencia a un estilo de vida saludable es un factor muy importante para alargar años

de vida y aumentar su calidad. Los principales hábitos de vida saludable son: la actividad

f́ısica, la dieta y la calidad del sueño. Hoy en d́ıa muchas personas utilizan un smartphone

y lo llevan encima todo el d́ıa. El objetivo de esta tesis es demostrar la viabilidad de la

evaluación de la adherencia a hábitos de vida saludables mediante aplicaciones móviles y

sensores ya sean del propio smartphone o conectados externamente. Para ello, se utiliza

el sensor de acelerometŕıa para evaluar la actividad f́ısica y el gasto calórico asociado.

En trabajos previos podemos encontrar clasificadores de actividad f́ısica a partir de los

datos de estos sensores pero las medidas las realizan en un entorno de laboratorio o con

el smartphone ubicado en una posición determinada. A partir de los datos de 26 sujetos

recogidos durante una semana se ha alcanzado un 75.6 % de F1-score de la clasificación

de actividades y un 3.18 % de error de estimación de gasto calórico.

Por otro lado, la variabilidad de la frecuencia card́ıaca (VFC) puede servir de indicador

de conductas relacionadas con la salud y la condición f́ısica. Se ha diseñado un sistema

para evaluar la VFC utilizando como sensor la cámara trasera del smartphone. Para

ello se ha utilizado la técnica de fotopletismograf́ıa. En trabajos previos se ha utilizado

esta técnica en smartphones para obtener el ritmo card́ıaco pero no se ha comparado

la variabilidad del ritmo card́ıaco latido a latido. El sistema propuesto utiliza la GPU

para procesar la imágenes en tiempo real. Los resultados obtenidos se han comparado

con el electrocardiograma y con un dispositivo de fotopletismograf́ıa de referencia. Para

ello, se ha evaluado la desviación estándar del error cometido en la detección del latido

card́ıaco y el grado de acuerdo de los ı́ndices de VFC. Esta evaluación se ha realizado en

23 sujetos y se han comparado los resultados obtenidos con dos modelos de smartphone.

La desviación estándar del error en la detección del latido card́ıaco obtenida entre el

smartphone y el electrocardiograma es de 5.4 ms, mientras que entre el dispositivo de

referencia de fotopletismograf́ıa y el electrocardiograma es de 4.9 ms.

Por otro lado, se ha desarrollado una aplicación para el análisis conjunto de la actividad

f́ısica y el ritmo card́ıaco. Se recogieron los datos de 11 personas utilizando esta aplica-

ción, divididas en dos grupos de 5 y 6 personas durante 3 y 6 semanas respectivamente.

A partir del análisis de los datos recogidos se ha encontrado que el nivel de la actividad

f́ısica desciende a lo largo del tiempo y que existe alguna asociación entre la constancia

en la práctica de la actividad f́ısica y los cambios en el estado de ánimo. Sin embargo,

estas asociaciones se han de tomar con precaución debido al reducido número de suje-

tos que han participado en este estudio. Por lo tanto, el sistema desarrollado supone

un punto de partida para evaluar la adherencia a un estilo de vida saludable de forma

unificada en una única aplicación.

Finalmente, una de las consecuencias de llevar un estilo de vida poco saludable es el

empobrecimiento de la calidad del sueño que puede provocar la somnolencia diurna.



vi

Esto puede resultar un grave peligro para la salud, por ejemplo si se produce mientras se

está al volante. Para prevenir esto, se ha propuesto y validado un sistema de detección

de somnolencia temprana a partir del análisis de la señal respiratoria basado en la

variabilidad del ritmo respiratorio. El algoritmo diseñado ha sido validado con 15 sujetos

y se ha obtenido una especificidad del 96.6 % y una sensibilidad del 90.3 %.



Abstract

The adherence to a healthy lifestyle plays a key role for increasing life expectancy and

living better. The main habits of healthy lifestyle are: physical activity, diet and sleep

quality. Nowadays, many people use a smartphone and carry it all day. The objective

of this thesis is to demonstrate the feasibility of the evaluation of the adherence to a

healthy lifestyle by means of smartphone applications and sensors, whether internal or

externally connected. On the one hand, the accelerometer sensor is used to evaluate

the physical activity and the associated energy expenditure. In previous research, we

can found classifiers of physical activity from data of this sensor but the measurements

were performed in a laboratory environment or with smartphone fixed to a specific

position. From the collected data during a week of 26 subjects, a 75.6% of F1-score

of the classification of activities has been achieved and a 3.18% of error in the energy

expenditure estimation.

On the other hand, the heart rate variability (HRV) can serve as indicator of behaviours

related to health and physical condition. A system has been designed to evaluate the

HRV using the rear camera of the smartphone as a sensor. For this purpose, the pho-

toplethysmography technique has been used. In previous research, this technique has

been used in smartphones in order to obtain the heart rate but it has not been assessed

the beat-to-beat HRV. The proposed system uses the GPU for image processing in real

time. The obtained results have been compared with the electrocardiogram and with a

reference photoplethysmography device. For that, the standard deviation of error made

for the beat detection and the level of agreement of HRV indices have been assessed.

This assessment has been performed with 23 subjects and the results obtained for two

different smartphone models have been compared. The standard deviation of error of

heart rate detection between smartphone and electrocardiogram obtained was 5.4 ms,

while between electrocardiogram and reference photoplethysmography device was 4.9

ms.

On the other hand, an application for the ensemble analysis of physical activity and heart

rate has been developed. Using this application, the data of 11 people was collected,

they have divided in two groups of 5 and 6 people during 3 and 6 weeks respectively.

From the analysis of the collected data, it has been found that the level of physical

activity decreases over the time and there is some association between the constancy of

the practice of physical activity and changes in mood. However, these association should

be taken with caution due to the reduced number of subjects which were involved in

this study. Therefore, the developed system is a starting point in order to evaluate the

adherence to a healthy lifestyle in a unified way with an single application.

Finally, one of the consequences of leading an unhealthy lifestyle is the decreasing of

quality of sleep that can cause daytime sleepiness. This can be a serious health risk,

for example if it occurs while driving. To prevent this, an early drowsiness detection
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system based on the analysis of respiratory signal and respiratory rate variability has

been proposed and validated. The designed algorithm has been assessed with 15 subjects

and a specificity of 96.6% and a sensitivity of 90.3% has been obtained.
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teriores a la detección del pulso. El filtrado paso banda y el método de
interpolación son los detallados en la sección 4.4.4. El diezmado filtra paso
bajo la entrada para evitar el aliasing y submuestrea el resultado. . . . . . 57
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Caṕıtulo 1

Introducción

1.1 Motivación

Desde hace algunas décadas se está produciendo un envejecimiento de la población mun-

dial como consecuencia del aumento de la esperanza de vida y la disminución de la tasa

de fecundidad. Este fenómeno abre nuevos retos en el campo de la promoción de la sa-

lud. Según las predicciones realizadas por la Organización Mundial de la Salud (OMS),

durante el peŕıodo 2000-2050 la proporción mundial de personas con más de 60 años de

edad se duplicará desde el 11 % hasta el 22 %, en números absolutos crecerá desde los

605 millones hasta alcanzar los 2.000 millones de personas [1]. Este hecho ha planteado

el reto de mejorar la calidad de vida de las personas de edad avanzada y de retrasar la

aparición de discapacidades propias de la edad, a este reto se le denomina como Enveje-

cimiento Saludable. Por otra parte, según la definición de salud establecida por la OMS,

una persona sana no es sólo aquella que no padece ninguna enfermedad, sino aquélla

que además goza de un completo bienestar, tanto f́ısico como psicológico y social. Por

ello, la adherencia a un estilo de vida saludable resulta especialmente beneficiosa para

la salud, porque no sólo contribuye a la prevención de enfermedades sino que aumenta

el bienestar del individuo.

La OMS define la adherencia como “el grado en el que la conducta de una persona,

en relación con la toma de medicación, el seguimiento de una dieta o la modificación

de hábitos de vida se corresponde con las recomendaciones acordadas con el profesional

sanitario” [2]. La adherencia a un estilo de vida saludable tiene manifestaciones y carac-

teŕısticas diferentes según las edades. Además de proporcionar beneficios a las personas

de edad avanzada, también tiene beneficios a corto plazo en cualquier etapa de la vida.

Por un lado, la etapa infantil es una etapa de desarrollo f́ısico y cognitivo de la persona,

donde es de gran importancia cuidar las condiciones que potencian este desarrollo y mi-

nimizan el riesgo de que pueda entorpecerse, puesto que las alteraciones en el desarrollo

tienen consecuencias negativas en el resto de las etapas de la vida. Además, en esta etapa
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es cuando se modelan las conductas de comportamiento y actitudes [3, 4]. Por tanto,

educar en hábitos duraderos que beneficien su bienestar y calidad de vida resulta una

eficaz medida preventiva [5, 6].

En la etapa adulta, el trabajo desempeñado tiene un impacto sobre la salud, debido

tanto a los riesgos asociados a las actividades que se llevan a cabo en el trabajo, como

al ambiente f́ısico y psicosocial del mismo. Además, en esta etapa, el individuo goza de

autonomı́a sobre el estilo de vida que desea llevar. Por tanto, es importante mantener

los hábitos adquiridos previamente y reorientar aquellos que puedan provocar mayor

riesgo para la salud. Por último, en la etapa de la vejez se trata de fomentar aquellos

hábitos que ayudan a disminuir el deterioro de las facultades f́ısicas y cognitivas y por

otra parte dotar al individuo de mecanismos de detección de anomaĺıas en la salud y de

alarma ante situaciones emergencia o cambios en la salud. Por lo tanto, la evaluación de

la adherencia a un estilo de vida saludable debe estar orientada a atender las necesidades

del individuo según su edad.

En estudios previos se afirma que llevar un estilo de vida no saludable durante un tiempo

prolongado está involucrado en el inicio y en el desarrollo de enfermedades en las que

se incluyen la diabetes, la hipertensión y la depresión [7–9]. En la literatura podemos

encontrar estudios que indican que estas enfermedades pueden ser prevenidas mediante

el mantenimiento de una dieta balanceada, práctica de actividad f́ısica moderada y

abstenerse de fumar [10–12].

Las enfermedades relacionadas con el estilo de vida no son solo uno de los mayores

factores que obstruyen una vida prolongada saludable, sino que también suponen un gran

gasto al sistema sanitario. Uno de los factores de riesgo más importante está asociado a

una dieta inadecuada y se estima que en España tiene un coste atribuible a casi 10.000

millones de euros. La baja actividad f́ısica es el segundo factor de riesgo atribuible por

su importancia económica con un coste de más de 5.000 millones de euros, seguido del

tabaco (1.572 millones) y el alcohol (523 millones) [13].

En concreto, la actividad f́ısica es uno de los pilares de la salud puesto que previene la

obesidad [14], enfermedades tales como diabetes tipo 2 [15], cáncer [16, 17], cardiopat́ıa

coronaria [18] y enfermedades mentales como la depresión y ansiedad [19, 20]. Además,

la actividad f́ısica está considerada como un comportamiento modificable.

Hoy en d́ıa, los smartphones que encontramos en el mercado llevan incorporados sensores

tales como acelerómetro, barómetro y GPS. Además ofrecen la posibilidad de conectarse

a otros sensores externos y su capacidad de almacenamiento de información es eleva-

da. A esto habŕıa que añadir la alta tasa de penetración de smartphones en los páıses

desarrollados y que los usuarios que disponen de un smartphone suelen llevarlo encima

todos los d́ıas y prácticamente durante todo el d́ıa. Esta combinación de elementos, per-

mite utilizar los smartphones para recoger información acerca del usuario fuera de un

laboratorio en ambientes representativos de la vida diaria. En el ámbito de la psicoloǵıa,
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Tabla 1.1: Aplicaciones mHealth: fortalezas y debilidades

Fortalezas Debilidades

Smartphones: 334.3 millones de ventas
(2018 Q1)

32500 aplicaciones mHealth (Nov 2017)

Evaluación Ecológica Momentánea ¿Situación de evaluación espontánea?

Sistemas no invasivos ¿Calidad de las aplicaciones? ¿Evidencias
cient́ıficas?

Fácil de llevar siempre Eficiencia dependiendo del modelo

Sensores propios: GPS, Bluetooth, ace-
lerómetro. . .

Dificultad de entenderlos

Grabaciones sincronizadas: datos cogniti-
vos, conductuales y fisiológicos

Complejidad de la aplicación. Demasia-
dos clicks

Grabaciones automatizadas y en segundo
plano

Bateŕıas pobres, baja capacidad de pro-
cesado (dependiente del modelo)

Puede facilitar comportamientos relacio-
nados con el estilo de vida saludables: mo-
tivación inicial

Rápida fatiga y aburrimiento. ¿Adheren-
cia?

el concepto de evaluación ecológica momentánea (EMA) se refiere a las estrategias de

monitorización para evaluar fenómenos en el momento que ocurren en condiciones na-

turales. El término ecológica significa que los datos capturados ocurren en el ambiente

natural del sujeto. El término momentáneo quiere decir que las evaluaciones se focalizan

en comportamiento actuales en lugar de concentrarse en el recuerdo o en el resumen

sobre un largo peŕıodo de tiempo. Por evaluación se entiende que múltiples evaluaciones

se recogen a lo largo del tiempo para proporcionar un perfil sobre el comportamiento a

través del tiempo. En nuestro caso, mediante el registro de datos en tiempo y entornos

reales y naturalistas, se puede recopilar información sobre el comportamiento de la AF

[21].

El uso de EMA en AF se ha incrementado debido a que puede proporcionar nuevos

conocimientos sobre los determinantes del comportamiento en AF [22, 23]. Además, los

teléfonos móviles son fáciles de usar y, por lo tanto, tienen la capacidad de recopilar datos

rápidamente de un gran número de personas y transferir esta información a servidores de

una manera discreta [24]. Por ello, los smartphones en combinación con comunicaciones

basadas en Internet y algoritmos de machine learning permiten la evaluación de distintos

comportamientos relacionados con la salud y permiten aportar información sobre su

salud a los usuarios. Los sistemas basados en plataformas móviles que ofrecen soluciones

en el ámbito de la salud se engloban bajo el término de mHealth [25]. En la tabla 1.1

podemos encontrar una serie de fortalezas y debilidades encontradas de las aplicaciones

mHealth.

En la literatura podemos encontrar trabajos que evidencian que las aplicaciones móviles
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pueden ayudar a los pacientes a alcanzar objetivos de salud y bienestar [26, 27]. Las

tecnoloǵıas de mHealth están siendo cada vez más empleadas para evaluar actividad

f́ısica en investigación cĺınica, epidemológica e intervención [28]. Aunque existen muchas

aplicaciones relacionadas con la actividad f́ısica, relativamente pocas han sido testadas

en estudios de investigación para determinar su efectividad en la promoción de la salud

[29].

La calidad de vida de una persona comporta tanto el bienestar fisiológico como el psi-

cológico. De hecho, la salud mental es un componente integral y esencial de la salud del

individuo que afecta al estado de ánimo. El estrés es un factor de riesgo de desórde-

nes mentales además de otras enfermedades no transmisibles [30]. El estrés psicológico

genera a menudo una respuesta en el sistema nervioso simpático, de hecho reduce la

variabilidad de la frecuencia card́ıaca (VFC) [31]. Por un lado, algunos estudios encon-

traron que un descenso en la VFC está asociado al estrés [32, 33]. Además, un nivel bajo

de VFC también está asociado a la depresión [34] y a la ansiedad [35]. Por otro lado,

una baja VFC también está correlada con un aumento de riesgo card́ıaco tales como la

cardiopat́ıa coronaria e infarto [36]. La VFC está regulada por múltiples mecanismos del

organismo. La VFC está considerada como un marcador de bienestar psicológico y f́ısico

y como un predictor de morbilidad y mortalidad [34, 37]. En resumen, una VFC más

baja acompaña a muchas enfermedades y una VFC más elevada acompaña a estados

saludables, resiliencia y funcionamiento óptimo [38].

A partir del análisis del tiempo entre latidos card́ıacos obtenido mediante el electrocar-

diograma, se puede obtener la variabilidad del ritmo card́ıaco. Alternativamente a partir

de la señal de la onda de pulso, se puede obtener el tiempo entre pulsos card́ıacos y aśı

evaluar la VFC.

Por otra parte, llevar un estilo de vida no saludable puede influir y favorecer el desajuste

de los ritmos circadianos y favorece la somnolencia diurna puesto que este estilo de vida

afecta negativamente a la calidad del sueño [39]. La falta de sueño o una mala calidad

del sueño pueden provocar somnolencia cuando se conduce un veh́ıculo, lo que supone un

aumento del riesgo de accidente. De ah́ı el interés en desarrollar sistemas que permitan

avisar al conductor cuando se está durmiendo al volante.

1.2 Objetivos

El objetivo de esta tesis es demostrar la viabilidad de la evaluación de la adherencia a

hábitos de vida saludables mediante aplicaciones móviles y sensores ya sean propietarios

del propio smartphone o conectados externamente. Este objetivo se puede desglosar en

los siguientes subobjetivos:
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• Diseñar un sistema para la evaluación del gasto calórico asociado a la actividad

f́ısica a partir de los datos obtenidos del móvil en condiciones naturales

• Obtener los indicadores de VFC a través de la señal de fotopletismograf́ıa regis-

trada utilizando la cámara del smartphone

• Integrar los sistemas en una única aplicación móvil para permitir el análisis com-

binado de la actividad f́ısica, VFC y estado de ánimo.

• Diseñar y validar un algoritmo para la detección de somnolencia al volante a partir

del análisis de la señal respiratoria

Por un lado en esta tesis se pretende contribuir a la estimación del gasto calórico reali-

zado durante la actividad f́ısica y el ejercicio f́ısico mediante la información captada por

un smartphone en condiciones naturales, utilizando principalmente el sensor de acelero-

metŕıa y utilizando modelos basados en aprendizaje automático para el reconocimiento

de las distintas actividades f́ısicas.

Además, se pretende obtener indicadores de VFC a través de la señal de fotopletismo-

graf́ıa capturada utilizando la cámara del smartphone. También se pretende analizar

la validez de los indicadores obtenidos en distintas posturas, patrones respiratorios y

modelos de smartphone.

Otro de los objetivos es integrar en una única aplicación la recogida de datos de ace-

lerometŕıa y la evaluación de la VFC mediante la medida del pulso. La finalidad de

esta integración es poder realizar un análisis combinado de ambas variables utilizando

un único dispositivo, en este caso el smartphone. El análisis de los datos obtenidos con

esta aplicación permitirá, no solo evaluar las variables de gasto calórico y la informa-

ción aportada por los indicadores de VFC, sino también la adherencia a estilos de vida

saludables.

Por otro lado, un objetivo de la tesis es proponer y validar un algoritmo para la detección

de episodios de lucha por no dormirse mientras se conduce a partir del análisis de la señal

respiratoria. La señal respiratoria será adquirida mediante un sensor externo basado en

una banda inductiva que mide el esfuerzo torácico.

1.3 Esquema de la tesis

El primer caṕıtulo de la tesis está dedicado a hacer una introducción, centrar la tesis en el

contexto de la evaluación de la adherencia a hábitos de vida saludable y fijar los objetivos

de la misma. El Caṕıtulo 2 contiene una revisión del estado del arte de la estimación

del gasto calórico a partir del reconocimiento de la actividad f́ısica realizada y de la

estimación de la variabilidad del ritmo card́ıaco utilizando la cámara del smartphone.
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En el Caṕıtulo 3 se detalla el método propuesto para la evaluación del gasto calórico

basado en el reconocimiento de la actividad f́ısica realizada a través de la información

obtenida del acelerómetro del smartphone. Se describen los algoritmos de machine lear-

ning utilizados, las medidas realizadas a partir del cuestionario conocido como Registro

Semanal de Actividad F́ısica (RSAF) donde se anotan las conductas de actividad f́ısica

en un entorno ecológico y momentáneo, con una resolución temporal de 15 minutos.

Los resultados se clasifican tanto nivel de actividades como de nivel de gasto calórico

asociado.

En el Caṕıtulo 4 se describe el sistema para la evaluación de la VFC basado en foto-

pletismograf́ıa utilizando la cámara trasera del smartphone. Se describe la aplicación

desarrollada, un primer conjunto de ensayos de validación del método de medida en

diferentes posturas y un segundo conjunto de ensayos con 23 sujetos en los que se evaluó

el grado de acuerdo del sistema propuesto basado en una aplicación móvil con respecto

al electrocardiograma y un dispositivo de fotopletismograf́ıa de referencia.

En el Caṕıtulo 5 se propone un sistema también basado en una aplicación móvil para

la evaluación conjunta de la actividad f́ısica, el ritmo card́ıaco y el estado de ánimo.

La actividad f́ısica se estima a partir de los datos del acelerómetro, el ritmo card́ıaco a

partir de la cámara trasera del smartphone y el estado de ánimo se registran en pantalla

mediante cuestionarios psicológicos implementados en la propia aplicación desarrollada.

Se describen las pruebas y los resultados obtenidos con un grupo de 11 sujetos.

En el Caṕıtulo 6 se explica cómo se ha desarrollado un sistema para la detección de

episodios de lucha por no dormirse al volante. Se explica el algoritmo propuesto que

está basado en el análisis de la variabilidad del ritmo respiratorio a partir de la señal

del esfuerzo torácico medido con una banda inductiva. También se detallan las medidas

realizadas para validar el algoritmo propuesto y los resultados obtenidos.

Por último, en el Caṕıtulo 7 se resumen las conclusiones a las que se ha llegado y se

proponen algunas ĺıneas de trabajo futuro.



Caṕıtulo 2

Estado del arte

2.1 Actividad f́ısica: acelerometŕıa y smartphone

En este apartado mostraremos los conceptos relacionados con el gasto calórico y los

distintos métodos de medida y por otro lado los sistemas basados en acelerometŕıa para

medir el gasto calórico asociado a la actividad f́ısica.

2.1.1 Métodos de medida del gasto calórico

El gasto calórico total (GCT) diario de una persona se puede calcular a partir del

metabolismo basal (MB), el gasto por actividad f́ısica (AF) y el efecto térmico de los

alimentos (ETA). Los principales métodos de medida son la calorimetŕıa indirecta, la

calorimetŕıa directa, el agua doblemente marcada, la monitorización del ritmo card́ıaco,

los autoinformes del propio sujeto y los sensores de movimiento [40].

El metabolismo basal es el gasto calórico diario que necesita el propio organismo para

llevar a cabo las funciones vitales del cuerpo. Representa entre el 60 % o 70 % del gasto

energético diario para la mayoŕıa de personas sedentarias y cerca del 50 % para aquellas

que son activas. La AF es el gasto producido al realizar las tareas diarias que implican

movimiento incluido el ejercicio f́ısico. El ejercicio f́ısico es aquel movimiento estructu-

rado, planeado y repetitivo realizado con la intención de mejorar o mantener el estado

de forma. El gasto calórico asociado a la AF es el componente más variable y puede

variar d́ıa a d́ıa [41]. En concreto, en individuos activos el gasto calórico asociado a la

actividad f́ısica puede corresponder a una o dos veces el basal mientras que en personas

sedentarias puede representar menos de la mitad del basal [42].

El efecto térmico de los alimentos es el gasto calórico que realiza el cuerpo para la diges-

tión, absorción, uso y almacenamiento de los nutrientes después de ingerir los alimentos.

7
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Cuando la persona está en balance energético, el gasto es igual al consumo, se estima

que el ETA es un 10 % del GCT diario [43].

El método que se conoce como agua doblemente marcada está considerado como el

método de referencia o gold estándar para evaluar el gasto calórico total. Este método

permite estimar de forma precisa el GCT en condiciones libres y en un peŕıodo de 7 a

14 d́ıas pero no permite distinguir espećıficamente el tipo de actividad f́ısica, duración,

frecuencia o intensidad. Está basado en la ingestión de isótopos estables, deuterium (2H)

y ox́ıgeno-18 (18O) mediante una bebida de agua y la monitorización de la eliminación

de estos isótopos por parte del organismo. La diferencia entre los ratios de eliminación de
2H y de 18O es equivalente a la producción de dióxido de carbono, que puede convertirse

en gasto calórico total. El hecho de que el individuo haya de ingerir isótopos radioactivos

y el posterior análisis y la recogida de orina hace que este método sea costoso y pueda

ser rechazado por la personas.

La calorimetŕıa directa mide el calor producido por una persona encerrada en un ha-

bitáculo cerrado en condiciones de control. Aunque es una medida que puede considerarse

muy precisa como medida del GCT, tiene el inconveniente de que requiere el confina-

miento de la persona en una cámara, esto resulta costoso y poco viable para la vida

diaria. La calorimetŕıa indirecta permite medir el consumo de ox́ıgeno a través de la

respiración mediante una máscara y un analizador de gases. Es un método preciso y que

permite la estimación del gasto calórico de la AF, pero es un sistema costoso, obstrusivo

y la instrumentación puede alterar los patrones de AF, por lo que resulta poco viable

para evaluar el gasto calórico en condiciones naturales.

Otro método de estimación del gasto calórico es a partir de la monitorización del rit-

mo card́ıaco. Este método está basado en la relación lineal entre el ritmo card́ıaco y el

consumo de ox́ıgeno [44]. Existen diferencias en esta relación para los distintos sujetos.

Este método sirve para medir la intensidad del ejercicio f́ısico y el gasto asociado al

ejercicio f́ısico pero no a la actividad f́ısica ligera [45–47]. Se puede medir con un sencillo

sensor que consiste en una banda que se coloca en el pecho y que transmite la actividad

card́ıaca. Es ampliamente utilizado en la práctica deportiva pero el ritmo card́ıaco tam-

bién está relacionado con un amplio rango de factores no relacionados con la AF; por

ello no sirve para medir el gasto calórico de las actividades diarias.

El gasto calórico asociado a la actividad f́ısica también se puede estimar utilizando

acelerómetros, que se basan en medir la aceleración de alguna parte del cuerpo [48].

La acelerometŕıa permite estimar la intensidad y duración del movimiento. Una de las

principales ventajas es la practicidad de su uso. La desventaja es que los estudios indican

que necesita calibrarse para cada usuario.

Otro método de medida es la estimación del gasto calórico mediante autoinformes del

propio sujeto. En estos cuestionarios se deben detallar las actividades realizadas durante

el d́ıa. Las actividades están codificadas según el tipo y el Compendio de Actividades
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F́ısicas ofrece una codificación de las mismas junto con el gasto calórico asociado expre-

sado en tasa metabólica equivalente (MET) [49]. 1 MET es el gasto en media de una

persona tumbada, es equivalente a 1 kcal/kg/hora. Cabe destacar que aunque esta con-

versión puede no ser exacta para todas las personas śı que es ampliamente utilizada para

distinguir entre intensidades de actividad f́ısica: de 1.0 a 2.9 actividad ligera, de 3.0 a 5.9

moderada y mayor o iguales que 6 se considera vigorosa [50]. El principal inconveniente

de este método es que es retrospectivo y requiere del recuerdo de la persona y el rellenar

cuestionarios puede ser viable para una estimación para un peŕıodo corto pero puede

resultar engorroso para el largo plazo.

Aunque el gasto calórico asociado a la actividad no es el mayor componente del GCT,

cabe destacar que es en el que más variaciones pueden producirse d́ıa a d́ıa y tiene una

dependencia conductual que puede ser modificable, y también afecta al metabolismo

basal en tanto que una mayor AF puede ayudar a bajar el peso y hacer descender el

MB. Sin embargo, el MB debe ser medido mediante sofisticadas técnicas basadas en ca-

lorimetŕıa o estimado a partir de ecuaciones como la de Harris-Benedic que cuenta tanto

con elementos modificables a medio y largo plazo como el peso y otros no modificables

como la edad, altura o sexo [51]. Por eso, esta tesis está centrada en la evaluación del

gasto calórico asociado a la actividad f́ısica a través de acelerómetros. A continuación,

haremos una revisión de los métodos existentes basados en acelerometŕıa.

Además, se pretende poder evaluar el cumplimiento de las recomendaciones de la OMS

en cuanto a la realización de actividad y ejercicio f́ısico para la promoción de una vida

activa y saludable. Estas recomendaciones están basadas en la duración y el tipo de

actividad realizada.

2.1.2 Medida del gasto calórico con los sensores del smartphone

Hoy en d́ıa, la mayoŕıa de smartphones llevan incorporado un acelerómetro. Por ello,

han aparecido numerosos trabajos acerca de la estimación del gasto calórico y detección

de actividades usando los propios smartphones de los usuarios.

En una gran cantidad de trabajos el conjunto de actividades estimadas es muy reducido

y han sido medidas en un entorno de laboratorio. Además, las tasas de detección de

actividad estaban calculadas para una ubicación concreta del smartphone: en la cadera

[52], en el bolsillo del pantalón [53, 54], en el pecho [55] o en la mano [56]. Además

en muchos trabajos el tiempo de medida es corto siendo como mucho de 30 min en

condiciones naturales [57, 58].

Por otro lado, podemos encontrar varios trabajos de detección de actividad con sensores

de acelerometŕıa externos ubicados en distintas partes del cuerpo [59–62]. Los datos

procedentes de cada sensor de acelerometŕıa se procesan para clasificar los distintos tipos

de actividad utilizando algoritmos de machine learning. Los resultados de la precisión en
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términos de detección de actividad según la ubicación del sensor vaŕıan según el tipo de

actividad, por ello no concluyen que exista una ubicación óptima del sensor para todas

las actividades.

También podemos encontrar trabajos basados en el análisis del número de cuentas. Una

cuenta es la señal de aceleración rectificada |x| integrada sobre un cierta cantidad de

tiempo. El inconveniente es que al usar simplemente las cuentas se pierde información

del patrón de movimiento que permite obtener otras caracteŕısticas. Además, cuando el

resultado del acelerómetro se expresa en cuentas, aparece el problema que la relación

entre cuentas y gasto energético es distinta dependiendo del tipo de actividades que se

lleva a cabo. Por ejemplo, en el caso de ir en bicicleta y andar. Cuando el acelerómetro se

coloca en la cadera o en el pecho, las cuentas aumentarán cuando aumente la intensidad

del ejercicio y de ah́ı aumentará el gasto calórico. Cuando la persona está andando,

las cuentas aumentarán más con el aumento de la intensidad que con el ciclismo. El

reconocimiento del tipo de actividad puede solucionar este problema, asignando distinto

gasto calórico para la intensidad de cada tipo de actividad [63].

Existe un trabajo en el que se compara el reconocimiento de intensidades de actividad

de smartphones que usan Android con el acelerómetro de ActiGraph. Este acelerómetro

es uno de los más usados en este tipo de investigación. Esta comparación está realizada a

partir de la conversión en cuentas de los datos procedentes del smartphone. Encontraron

que existe correlación entre los datos del ActiGraph y del Android, que están fuertemente

correlados entre ellos en los distintos smartphones. Además, que el hecho de llevar el

ActiGraph en la cadera y el Android en el bolsillo no tiene un impacto negativo en la

detección de intensidades de actividad [64].

Podemos encontrar algunos trabajos que utilizan el acelerómetro del smartphone para

reconocimiento de actividad f́ısica. Se obtienen unos resultados muy buenos con tasas

de acierto entorno al 90 %. Sin embargo cabe destacar que sólo están validados para

un conjunto pequeño de actividades diarias: subir y bajar escaleras, caminar, sentado,

de pie y tumbado [57, 65]. En otro trabajo se analizan otras actividades más complejas

como escribir o comer, aunque para ello utilizan dos sensores, uno ubicado en la muñeca

y otro en el bolsillo. Los datos de las actividades están recogidas durante sólo 5 minutos

en un entorno controlado [66].

Entre los distintos métodos de medida del gasto calórico, la acelerometŕıa es el método

menos intrusivo de todos y el que parece más adecuado para evaluar el gasto calórico en

condiciones naturales. Algunos trabajos utilizan métodos basados en machine learning

para identificar distintos tipos de actividades f́ısicas [53, 59]. En esta tesis se pretenden

evaluar los métodos combinados que son unos métodos más avanzados que los algoritmos

básicos tipo máquinas vectores de soporte, árboles de decisión, etc. Podemos encontrar

trabajos basados en machine learning pero una limitación es que utilizan base de datos

con sólo actividades básicas [16, 67].
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En entornos naturales no se debe asumir que la persona va a llevar el smartphone en una

posición fija y determinada. Al contrario, la persona puede llevar el móvil en distintas

partes del cuerpo: cadera, bolsillo y en la mano o puede llevarlo en un bolso o mochila. En

algunos trabajos que hablan de condiciones naturales se refieren a fuera del laboratorio

pero el smartphone va siempre ubicado en el bolsillo [58].

En esta tesis se pretende identificar los distintos tipos de actividad y utilizarlo para

realizar una estimación del gasto calórico. De esta manera, se puede realizar las me-

didas de evaluación del gasto calórico utilizando la acelerometŕıa. La identificación de

actividades y la estimación del gasto calórico asociado se pretenden realizar a partir de

medidas en condiciones naturales, independientemente de donde lleve la persona puesto

el smartphone. Se recogerán datos durante una semana, el periodo propuesto al utilizar

el Registro Semanal de Actividad F́ısica (RSAF) y que parece suficiente para recoger

datos de los d́ıas t́ıpicos y el fin de semana.

2.2 Variabilidad de la frecuencia card́ıaca

Un corazón saludable no se comporta como un metrónomo, de ah́ı el interés en evaluar

la variabilidad de la frecuencia card́ıaca. El término VFC, se refiere al fenómeno de los

cambios en los intervalos de tiempo entre latidos card́ıacos consecutivos [68]. La VFC está

generada por las interacciones entre el sistema nervioso autónomo (SNA) y el corazón

según la dinámica de los subsistemas simpático y parasimpático. Las oscilaciones de un

corazón sano son complejas. En un estado de reposo predomina el sistema parasimpático

(SNP) y en uno de estrés, ansiedad o ejercicio f́ısico el sistema simpático (SNS). El

SNP gestiona los cambios reflejos de la frencuencia card́ıaca (FC) debidos a señales

procedentes de los barorreceptores arteriales y del sistema respiratorio. El SNS es el

responsable de los cambios en la FC debidos a estrés f́ısico y mental [69].

La Task Force of the European Society of Cardiology and the North American Society

of Pacing and Electrophysiology establece diferentes peŕıodos de tiempo para evaluar la

VFC: 24h, 5 minutos o inferior a 5 minutos [37]. La evaluación del VFC se puede realizar

usando medidas en el dominio del tiempo, dominio de la frecuencia y no lineales [70].

La VFC se determina mediante el procesado de la señal del electrocardiograma (ECG),

los picos R del complejo QRS de la señal ECG se utilizan para obtener la duración de

un ciclo card́ıaco. Por ello, la VFC se obtiene a partir del análisis de la serie temporal de

intervalos RR a partir del ECG. La manera convencional de obtener el ritmo card́ıaco es

utilizar el ECG para capturar la actividad eléctrica del corazón mediante electrodos pe-

gados a la superficie de la piel. La señal que se obtiene es precisa y limpia. Sin embargo,

para medidas ambulatorias adquirir la señal del ECG implica utilizar electrodos y conec-

tarlos a un dispositivo especifico tipo Holter. Aunque es un sistema bastante preciso, es

un sistema sofisticado y su uso requiere de especialistas y puede resultar complejo para el
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público en general. Además, durante el ejercicio f́ısico se utilizan aparatos inalámbricos

como la banda Polar para medir la VFC de forma válida y fiable mediante el registro

de los intervalos RR [71].

La señal que se conoce como fotopletismograma (PPG), se captura mediante una técnica

óptica simple y de bajo coste que se utiliza para detectar cambios en el volumen san-

gúıneo. Se utiliza a menudo para realizar medidas en la superficie de la piel de forma no

invasiva. La forma de onda de PPG tiene una componente pulsátil que está atribuida

a los cambios śıncronos del corazón en el volumen sangúıneo a cada latido card́ıaco y

tiene superpuesta una ĺınea base con variaciones lentas con varios componentes de baja

frecuencia atribuidos a la respiración, actividad del sistema nervioso autónomo y la ter-

moregulación [72]. Esta técnica óptica consiste en que se emite una luz que es enviada

al tejido y su reflexión es recogida por un fotoreceptor. El bajo coste y la simplicidad

de esta tecnoloǵıa pueden ofrecer beneficios significativos para la atención sanitaria por

ejemplo en la atención primaria donde son deseables métodos no invasivos, precisos y

cuya técnica de diagnóstico sea simple de usar [73].

Con la finalidad de evitar el uso de electrodos se puede utilizar la señal de la onda de

pulso y a partir de la detección del pulso card́ıaco se obtiene la serie pulso a pulso que se

utiliza para evaluar la VFC. Este sistema es fiable, más barato y simple, aunque también

requiere usar un dispositivo externo para la recogida de datos.

Alternativamente, existen una serie de trabajos en los que se evalúa el pulso card́ıaco a

partir de la medida de cambios sutiles de coloración en la piel de la cara. Estos cambios

son registrados a través de grabaciones de v́ıdeo de la cara de la persona utilizando

la cámara frontal del smartphone [74–78]. En la literatura podemos encontrar estudios

en los que estos dos métodos basados en fotopletismograf́ıa son comparados con un

sensor que adquiere ECG y con un pulsiox́ımetro [79–81]. Estos estudios muestran que

se obtienen peores estimaciones del ritmo card́ıaco a partir de los cambios en la piel

usando la cámara frontal que a partir de los cambios en el dedo usando la cámara

trasera.

En esta tesis es de interés el uso de la cámara trasera del smartphone para realizar

medidas de pulso card́ıaco. En la literatura podemos encontrar algunos trabajos en los

que se utiliza un smartphone para evaluar el pulso card́ıaco. En ellos, la yema del dedo

se coloca sobre la cámara, se utiliza el flash de luz emitida por diodo (LED) como

emisor y la cámara como fotodetector. Algunos trabajos previos se limitan a analizar

el ritmo card́ıaco medio y no la VFC [82]. Algunos que śı miden la VFC, no utilizan

el smartphone como sensor si no que sólo utilizan el smartphone para conectarle un

dispositivo que mide el pulso [83].

Podemos encontrar algún trabajo que evalúa la variabilidad del ritmo card́ıaco pero a

partir del análisis de grabaciones de v́ıdeo. Este método no permite realizar un procesado
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en tiempo real, porque requiere de la grabación de toda la medida y después procesarla

[84].

Sobre los parámetros de VFC sólo vamos a tratar aquellos que están más relacionados

con un estilo de vida saludable y que se utilizan en medidas de 5 minutos: SDNN,

RMSSD y LF/HF. El SDNN es la desviación estándar de los intervalos entre latidos.

RMSSD es la ráız cuadrada de la media de la suma de las diferencias al cuadrado

de los intervalos RR sucesivos. Este parámetro nos informa de las variaciones a corto

plazo de los intervalos RR y puede ser utilizado para observar la influencia del SNP

sobre el sistema cardiovascular. La medida del espectro de frecuencias de la VFC se

obtiene a partir de una transformación matemática, habitualmente la Transformada de

Fourier, que permite descomponer la enerǵıa de la señal RR en diferentes componentes

espectrales. La proporción LF/HF es la relación entre baja frecuencia (LF) situada

entre 0.04 Hz y 0.15 Hz y la alta frecuencia (HF) situada entre 0.15 Hz y 0.4 Hz. De esta

proporción podemos estimar la influencia vagal relacionada con la relajación y la HF y,

la influencia del SNS que está relacionada con el estrés y el LF. Según algunos estudios si

predomina la influencia del SNS de manera permanente puede ser causa de transtornos

de salud, depresiones o sobreentrenamiento y puede afectar al equilibrio biof́ısico de la

persona. Debido a la controversia en la interpretación del LF de forma aislada, se utiliza

la proporción de LF/HF para estimar de manera más efectiva la actividad del SNS [69].

En resumen, el sistema nervioso autónomo juega un papel importante en las funciones

fisiológicas y en la patogénesis de muchos trastornos médicos. La medida de la VFC

proporciona un método no invasivo fácilmente aplicable de evaluación de las funciones

autónomas [85]. Una alta VFC caracteriza a una persona sana con mecanismos autóno-

mos eficientes y una buena capacidad adaptación del SNA [86, 87]. En la mayoŕıa de

estudios que evaluaron la asociación de la VFC con el estrés, mostraron que está asociado

con una baja VFC [32, 88].

En el mercado de las aplicaciones móviles podemos encontrar numerosas aplicaciones

para medir el ritmo card́ıaco, concretamente en 2013 se pod́ıan encontrar un total de

94 para los sistemas operativos de Android y iOS [89]. La mayoŕıa de ellas no están

respaldadas por ningún estudio de validación y los algoritmos utilizados no son públi-

cos. Podemos encontrar la aplicación Cardiio para iPhone (https://www.cardiio.com),

hay algunos trabajos que la respaldan aunque solamente está validada la estimación

del nivel de ritmo card́ıaco medio [90, 91]. La aplicación FibriCheck (https://play.

google.com/store/apps/details?id=com.qompium.fibricheck&hl=en_US) que está

disponible para Android también está validada pero sólo a nivel de ritmo medio [92].

Además, existe un estudio en el que se valida la aplicación Instant Heart Rate de Azumio

(https://www.azumio.com/s/instantheartrate/index.html) tanto para Android co-

mo para iPhone con respecto a un monitor de ritmo card́ıaco a partir del ECG tipo Polar

FT7. En este estudio se obtiene una alta correlación del ritmo medio entre la banda Po-

lar y la aplicación para iPhone y Android. Sin embargo, no se hace ningún tipo de

https://www.cardiio.com
https://play.google.com/store/apps/details?id=com.qompium.fibricheck&hl=en_US
https://play.google.com/store/apps/details?id=com.qompium.fibricheck&hl=en_US
https://www.azumio.com/s/instantheartrate/index.html
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evaluación de los ı́ndices de VFC [93]. La aplicación Heart Rate Plus también ha sido

analizada comparándola con un pulsiox́ımetro. En este estudio han obtenido un alto

ı́ndice de correlación y una repetibilidad elevada del ritmo medio pero tampoco han

analizado la VFC [94].

En un trabajo de metaanálisis recientemente publicado [95], encontraron una serie de

estudios [90, 94, 96–101] que evalúan la PPG del smartphone con respecto al ECG o

un dispositivo de referencia de PPG utilizando el método más apropiado para comparar

el acuerdo entre dos métodos, el método Bland-Altman. Todos estos trabajos evalúan

el grado de acuerdo del ritmo medio, pero sólo en dos de ellos se analiza el grado de

acuerdo de la VFC [96, 98]. Acerca del estudio de Bolkhovsky et al. [96], se analizan

el RMSSD, SDNN y LF/HF en un dispositivo iPhone y otro Android, sin mostrar los

resultados de los gráficos del método Bland-Altman y los resultados no parecen muy

fiables porque las unidades de los valores mostrados de los ı́ndices no concuerdan con el

rango normal de valores. En otro estudio se utiliza un iPhone, se analizan el SDNN y

RMSSD, aunque se ha hecho el análisis Bland-Altman y se muestra el gráfico del SDNN,

en los resultados sólo se muestran los datos correlación y no el grado de acuerdo [98].

Adicionalmente, en un trabajo más reciente se comparan smartphone, PPG y ECG a

partir del ritmo medio y el RMSSD, obteniendo una correlación casi perfecta del ritmo

medio y un grado de acuerdo aceptable para el RMSSD [102]. En la literatura podemos

encontrar un trabajo en el que se analiza la variabilidad del pulso card́ıaco utilizando

un smartphone de tipo iPhone que permite adquirir a 240 Hz [103]. En este análisis śı

estudian el grado de acuerdo y obtienen buenos resultados. En nuestro caso nos interesa

utilizar dispositivos tipo Android cuya frecuencia de muestreo es menor, alrededor de 30

Hz, y evaluar si esto supone una limitación importante. En resumen, existe una ausencia

de validación robusta de la adquisición de los sistemas basados en PPG con smartphones

[104, 105].

En esta tesis lo que nos interesa es diseñar un sistema de adquisición de la señal producida

por el pulso arterial periférico en el dedo mediante fotopletismograf́ıa utilizando como

sensor la cámara trasera de smartphones con el sistema operativo Android. Además

también nos interesa evaluar el grado de acuerdo de la estimación de la VFC entre

el smartphone y el ECG. También evaluar si este acuerdo es similar al obtenido con

dispositivos de PPG comerciales y evaluar los resultados en distintas condiciones de

respiración y distintas marcas comerciales de smartphones.

2.3 Somnolencia durante la conducción

La somnolencia es un estado intermedio entre la vigilia y el sueño, que puede ser de-

finido como la progresiva pérdida de la eficiencia de procesado cortical. Está también

asociado a un deseo o inclinación a dormir [106]. La somnolencia durante la conducción
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puede ser causada por una combinación de falta de sueño, conducir cuando los ritmos

circadianos están bajos (primera hora de la mañana o media tarde) o conducir durante

largos peŕıodos de tiempo. La somnolencia afecta a elementos del rendimiento humano

que son cŕıticos para la seguridad al volante tales como: tiempo de reacción, alerta y

procesamiento de información [107].

La somnolencia al volante es un serio problema de salud pública y preponderante que

merece atención. La AAA Foundation for Traffic Safety en su informe sobre somnolencia

durante la conducción publicado en 2017, afirma que el porcentaje estimado de conduc-

tores que admiten haberse dormido al volante (en los 30 d́ıas previos) es de alrededor

de un 30 %. En el mismo informe, podemos encontrar que casi todos los conductores

(95.9 %) consideran que es algo inaceptable conducir cuando estás tan dormido que tie-

nes problemas para mantener los ojos abiertos. Sin embargo, uno de cada cinco (19.6 %)

admitió haber conducido aśı más de una vez y un 2.9 % dijo haberlo hecho a menudo o

regularmente [108].

Los daños debidos a accidentes de tráfico aumentarán hasta convertirse en séptima

causa de muerte en el mundo en 2030 de acuerdo con las predicciones de la OMS [109].

Estudios recientes estiman que alrededor del 20 % de los accidentes de coche han sido

causados por conductores somnolientos [110]. Además, se han investigado los efectos

de la privación de sueño en la tasa de accidentes. Se encontró que los conductores que

generalmente duermen menos de 5 horas diariamente y el conductor que ha dormido

durante menos de una hora o más que su cantidad habitual de sueño en las 24 horas

anteriores, tiene una tasa significativamente elevada de accidente. La tasa de accidentes

estimada es similar al riesgo asociado con conducir con una concentración de alcohol en

sangre igual o ligeramente superior al ĺımite legal [111].

Sentirse dormido es un proceso gradual y los conductores no son conscientes de su falta

de atención durante este tiempo. Por eso, un sistema de evaluación en tiempo real de

la somnolencia del conductor para avisar al conductor cuando aparecen los primeros

śıntomas de fatiga puede evitar accidentes mediante la prevención de episodios de sueño

tanto en conductores profesionales como particulares.

Hoy en d́ıa, uno de los principales objetivos en el desarrollo de nuevos sistemas de asisten-

cia al conductor avanzada es la detección de somnolencia de manera fiable. Los métodos

de detección de somnolencia más extendidos se pueden dividir en tres categoŕıas, según

la información que analizan: el comportamiento del conductor, las caracteŕısticas faciales

y las caracteŕısticas fisiológicas. Los métodos basados en el análisis del comportamiento

del conductor analizan información como la posición del coche dentro del carril, la ve-

locidad, uso del volante, frenos y cambio de marchas [112]. El principal inconveniente

de este método es la variación en su exactitud según las caracteŕısticas del coche y del

estilo de conducción.
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Por otro lado, otros grupos se han focalizado en métodos de visión por computador

para analizar la cara del conductor. Estos sistemas procesan la información del estado

del ojo calculando el porcentaje de cierre del ojo [113], duración del cierre del ojo y la

frecuencia de cierre del ojo [114, 115]. Otros sistemas combinan esta información con los

movimientos de la cabeza, bostezos y expresión facial [116]. El principal inconveniente

de estos sistemas es recoger la información del estado del ojo adecuadamente cuando el

conductor lleva gafas de sol oscuras. Esto ocurre con frecuencia durante la conducción.

Aunque, este es un sistema de monitorización no invasivo, hay algunas dudas sobre su

comercialización puesto que a la gente generalmente le disgusta ser grabada por una

cámara enfocando su cuerpo continuamente durante un largo peŕıodo de tiempo.

Por otro lado, en cuanto a la monitorización del sueño, la polisomnograf́ıa (PSG) es

el sistema de referencia para el diagnóstico de trastornos de sueño. Este método está

basado en el análisis y procesado de múltiples señales biomédicas, tales como electro-

encefalograma (EEG), electrocardiograma (ECG), respuesta galvánica de la piel y la

respiración. PSG es el método más utilizado para el propósito cĺınico. El rendimiento

de los métodos basados en EEG ha sido evaluado por múltiples autores [117–119], pero

este método sufre de serias limitaciones relacionadas con la ergonomı́a del sensor de

EEG: requiere sensores y cables en el cuerpo que perturban al conductor. Por un lado,

el EEG es una señal de baja amplitud y el coche es electromagnéticamente ruidoso lo

que puede dificultar la detección de señal. Por otro lado, las vibraciones mecánicas del

coche pueden introducir artefactos en la interfaz electrodo-piel lo que también dificulta

la detección de señal.

En cuanto al análisis de las caracteŕısticas fisiológicas, la variabilidad de la frecuencia

card́ıaca (VFC) ha sido generalmente empleada como indicador de fatiga para atletas

[120]. Además, en PSG, la VFC extráıda ha sido usada para determinar las fases de sueño

[121]. Sin embargo, uno de los principales inconvenientes de los métodos basados en VFC

es que no parece que sea un indicador viable de somnolencia [122]. Finalmente, el análisis

de la variabilidad del ritmo respiratorio (RRV) puede ser útil para recoger información

precisa de los ciclos de somnolencia aśı que los métodos basados en respiración pueden

anticipar situaciones de riesgo durante la conducción [123, 124].

En esta tesis se propone un método de detección de somnolencia basado en cambios en

la señal respiratoria. La señal respiratoria se ha obtenido usando una banda de pletis-

mograf́ıa inductiva y que se procesa en tiempo real para clasificar el estado de alerta del

conductor como somnoliento o despierto. Además se validan los resultados obtenidos por

el método de detección somonlencia propuesto cuando aparecen los primeros śıntomas

de somnolencia.
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2.4 Sensores en los móviles

Los smartphones que podemos encontrar hoy en d́ıa en el mercado están equipados con

una gran cantidad de sensores tales como: acelerómetro, giroscopio, brújula, sensor de

luz, sensor de proximidad y barómetro. También vienen equipados con otros elementos

que pueden ser usados como sensores: micrófono, cámara trasera y frontal y GPS [125].

Muchos de estos sensores están incorporados en el smartphone para apoyar a la interfaz

de usuario y enriquecerla como por ejemplo el acelerómetro o para aumentar los servicios

basados en localización como por ejemplo la brújula. Los sensores de proximidad y de

luz permiten al smartphone llevar a cabo un reconocimiento contextual simple asociado

con la interfaz de usuario. El sensor de proximidad detecta cuando el usuario sostiene

el smartphone junto a la cara para hablar. En ese caso, para ahorrar bateŕıa se apaga

la pantalla. El sensor de luz se utiliza para ajustar el brillo de la pantalla. En el ámbito

de la localización, el GPS permite localizar el smartphone, que se utiliza en aplicaciones

de navegación, búsquedas localizadas y redes sociales. La brújula y el giroscopio repre-

sentan una extensión de la localización, proporcionando un mayor conocimiento de su

posición con respecto al mundo f́ısico (dirección y orientación) realzando las aplicaciones

de localización [126].

Estos sensores son útiles no sólo para la interfaz de usuario o aplicaciones de localización

sino que los datos recogidos por estos sensores pueden ser utilizados para aplicaciones

relacionadas con la salud [127, 128].

Podemos agrupar el acelerómetro, brújula, giroscopio y barómetro como sensores de

movimiento. Estos sensores se utilizan en el ámbito de la salud para aplicaciones tales

como la monitorización de actividad y la detección de cáıdas. La señal de aceleración

adquirida con los sensores está asociada a la aceleración del propio cuerpo. Cuando se

está en posición tumbada, el valor de la aceleración eje vertical del smartphone es cercano

a cero, mientras que en posición de pie y sentado está en un valor máximo. Las posiciones

sentado y de pie se distinguen analizando las variaciones de la señal de aceleración del

eje vertical. Estas son altas cuando la persona está de pie debido al movimiento continuo

del cuerpo para mantener la estabilidad y son más bajas cuando la persona permanece

sentada. La actividad de caminar se detecta mediante el filtrado paso banda de la señal

de aceleración entre el rango de frecuencias que generalmente corresponde al del caminar

humano [129].

También se pueden utilizar los datos de estos sensores de movimiento para ser anali-

zados mediante algoritmos de machine learning para distinguir un mayor número de

actividades. Los datos del barómetro se pueden utilizar para detectar actividades con

desplazamientos verticales, tales como subir o bajar escaleras [130, 131].

Los datos del acelerómetro también se pueden utilizar para detectar cáıdas [132].Durante

la cáıda, se produce un rápido decrecimiento de la aceleración hasta un mı́nimo cuando
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la persona cae, el impacto con el suelo causa un rápido aumento de la aceleración hasta

un valor máximo. Las aceleraciones de las actividades diarias no alcanzan estos niveles

y por tanto mediante unos umbrales adecuados se pueden detectar las cáıdas. En un

estudio con 18 personas se obtuvieron unos resultados de detección de cáıda de una

especificidad de 81 % y una sensibilidad del 77 % [133]. Estos detectores de cáıda son

esenciales para proporcionar una rápida asistencia [134] y para prevenir el miedo a caerse

especialmente en gente mayor [135].

Además, a partir de los datos del GPS se pueden analizar las distancias y rutas recorridas,

esta información se utiliza en aplicaciones relacionadas con la salud mental como la

detección de la depresión [136]. A partir de modelos de clasificación no lineales entrenados

con caracteŕısticas extráıdas de sensores del smartphone como Wifi, acelerómetro y GPS,

se ha demostrado una prueba de concepto para la detección de la depresión mejor que la

clasificación aleatoria en un grupo de 36 sujetos [137]. En otro estudio con 28 sujetos, se

analizan los datos extráıdos del GPS y datos del uso del smartphone. Para ello, se utiliza

un clasificador para distinguir los participantes que presentan śıntomas de depresión de

los que no los presentan y los resultados obtenidos muestran una exactitud del 86.5 %

[138].

Por otro lado, podemos encontrar un prototipo de un sistema basado en smartphones

para detectar una conducta deambulatoria en personas con demencia. Este sistema uti-

liza los datos del GPS y compara la estimación de la ubicación actual con ubicaciones

conocidas para determinar si el paciente está deambulando. Este sistema fue evaluado

con 11 pacientes que sufren demencia durante 84 semanas y se encontró que era fiable y

robusto [139].

Los smartphones actuales llevan incorporadas cámaras de alta resolución y flashes LED.

Podemos encontrar en el mercado numerosas aplicaciones que utilizan la cámara y su

flash para detectar el ritmo card́ıaco. Están basadas en la técnica de fotopletismograf́ıa

y su uso está bastante popularizado. Una vez se obtiene la señal de pulso card́ıaco, esta

puede ser utilizada para diversas finalidades como: la detección de fibrilación auricular

(FA), evaluar la variabilidad del ritmo card́ıaco [103] o únicamente obtener el ritmo

medio.

La FA es una irregularidad de ritmo card́ıaco peligrosa que puede aumentar el riesgo

de sufrir complicaciones relacionadas con el corazón. La aplicación “PULSE-SMART”

analiza el pulso card́ıaco adquirido con la cámara del móvil para detectar la FA y que

pueda discriminarlo del ritmo sinusal, contracciones auriculares prematuras (PACs) y

contracciones ventriculares prematuras (PVCs). Esta aplicación ha sido testeada con 121

personas y se ha obtenido una exactitud del 95.1 % de identificación de pulso irregular

durante AF y la discriminación del PAC ha sido del 95.5 % y para el PVC del 96.0 %

[140].
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Podemos encontrar algunos estudios acerca de la utilización del micrófono para la eva-

luación de aspectos relacionados con la salud. Por un lado, la aplicación llamada “Stress-

Sense” detecta el estrés en diversos escenarios utilizando el micrófono del smartphone.

Realizaron un estudio con 14 personas en un periodo de 4 d́ıas e incluyeron habla bajo

estrés (entrevista de trabajo y empleado en tareas de marketing), aśı como habla neutral

(leyendo cuentos). Mediante el uso como referencia de un sensor de respuesta galvánica

de la piel para recoger los datos de temperatura de la piel, los investigadores demostra-

ron que el clasificador era capaz de detectar estrés con una exactitud del 81 % y el 76 %

para ambientes interiores y exteriores respectivamente [141].

Por otro lado, la aplicación“SpiroSmart” utiliza el micrófono para inferir la tasa de flujo

respiratorio durante un test de espirometŕıa. La espirometŕıa es la medida objetiva de

la función pulmonar más empleada y es importante para diagnosticar y gestionar en-

fermedades pulmonares crónicas como el asma o la enfermedad pulmonar obstructiva

crónica (COPD) [142]. La espirometŕıa mide el flujo de aire y sirve para detectar la

capacidad del sujeto para exhalar aire de los pulmones. Por lo tanto, permite detectar

si las v́ıas respiratorias están obstruidas y la predisposición para desarrollar enfermeda-

des pulmonares obstructivas crónicas. La aplicación ha sido evaluada con 52 sujetos y

muestra un error medio de un 5.1 % con respecto a un espirómetro cĺınico. Aunque no

sirve para sustituir los equipos cĺınicos, śı puede ser utilizada para realizar medidas a

nivel doméstico [143].





Caṕıtulo 3

Estimación de la actividad f́ısica

realizada a partir del

acelerómetro del smartphone

3.1 Introducción

Como hemos comentado anteriormente numerosos estudios han demostrado que la prácti-

ca de actividad f́ısica de forma habitual genera beneficios en la salud. La práctica de

la actividad f́ısica está considerada cómo uno de los pilares de la vida saludable. Por

el contrario, un estilo de vida sedentario está asociado a distintas enfermedades cardio-

vasculares, diabetes y enfermedades psicológicas como la depresión [144]. La insuficiente

práctica de actividad f́ısica es uno de los mayores factores de riesgo de mortalidad global

y va en aumento en muchos páıses. Las personas que son insuficientemente activas tienen

entre un 20 % y un 30 % de aumento de riesgo de muerte comparados con aquellas que

son suficientemente activas. Globalmente, alrededor del 23 % de las personas mayores de

18 años no eran lo suficiente activas en 2010 [145]. Por eso existe un interés en el diseño

de sistemas que permitan evaluar el nivel de actividad f́ısica de la persona [146].

En la literatura podemos encontrar trabajos acerca del reconocimiento de actividad

f́ısica a partir de sensores de acelerometŕıa. En los últimos años a medida que se ha ido

extendiendo el uso de smartphone, han ido apareciendo trabajos que utilizan el sensor

de acelerometŕıa del smartphone, de forma que se puede evaluar la actividad f́ısica de

manera menos intrusiva. La zona de ubicación del móvil es otro aspecto tratado en

distintos trabajos, los dispositivos o smartphone se han ubicado en distintas partes del

cuerpo como: cadera, bolsillo y brazos. Sin embargo, en un escenario más natural y

menos intrusivo, la ubicación del smartphone debe ser indiferente porque no todas las

personas llevan el smartphone en la misma ubicación.

21
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Existen trabajos previos de reconocimiento de actividad f́ısica a partir de la señal de

acelerometŕıa de un smartphone pero están enfocados a un conjunto pequeño de activi-

dades. En ocasiones, estas actividades se reducen a correr, caminar, caminar más rápido

de 4 km/h, subir y bajar escaleras. Por otro lado, la mayoŕıa de trabajos se han realizado

en entornos de laboratorio y controlados.

Por ello, en esta tesis se ha propuesto un sistema de reconocimiento de actividad reco-

giendo los datos de acelerometŕıa del smartphone en condiciones naturales durante el d́ıa

a d́ıa de la persona y en el cual, el smartphone puede ser llevado donde la persona desee.

El reconocimiento de actividades está basado en algoritmos de aprendizaje automático.

Los datos se recogen de forma no intrusiva mediante una aplicación móvil diseñada para

este fin sin que sea necesario llevar puesto ningún sensor adicional.

El RSAF es un instrumento de evaluación conductual adaptado a las actividades f́ısicas

cotidianas de una población adulta en páıses desarrollados. El RSAF es un cuestionario

basado en papel, que propone un compendio de actividades reducido que comprende

las actividades cotidianas, adaptadas a las actividades de nuestra sociedad basado en

compendios ya existentes [147]. Además, como la finalidad es evaluar el gasto calórico

se ha utilizado el RSAF como modelo del conjunto de actividades a evaluar. Los datos

se recogen con una periodicidad de 15 minutos como establece el RSAF. La estimación

del gasto calórico se realiza a partir de la traducción de las actividades detectadas en

MET. La relación entre actividades y MET está establecida en el RSAF.

3.2 Medidas realizadas

Se ha construido una base de datos a partir de los datos de acelerometŕıa de la actividad

f́ısica realizada por personas recogidos por la aplicación móvil desarrollada. Además, los

sujetos indicaron la actividad f́ısica realizada en cada momento a través de la aplicación

móvil seleccionando una actividad dentro de un conjunto de actividades recogidas en

el RSAF. El RSAF está diseñado para registrar la actividad f́ısica de forma semanal.

Por ello, las pruebas realizadas por los voluntarios tienen la duración de una semana

completa.

Se recogieron datos de 26 sujetos sanos, 10 mujeres y 16 hombres. En la tabla 3.1

podemos ver un resumen de las variables de edad, peso, altura e IMC de los sujetos. Los

modelos de los smartphones utilizados fueron variados porque la aplicación se instaló en

el propio smartphone de cada sujeto.

En cuanto a la cantidad de datos recogidos, la tabla 3.2 muestra un resumen de los

mismos. Los datos se han promediado entre todos los sujetos. Se muestran los datos en

unidades de fracciones de 15 minutos porque ésta es la periodicidad del RSAF, además,
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Tabla 3.1: Datos de los sujetos medidos

Media ± SD

Edad (años) 23.42 ± 7.15

Altura (cm) 173.96 ± 9.54

Peso (kg) 69.50 ± 11.55

IMC (kg/m2) 22.89 ± 2.81

se muestra el porcentaje para tener una idea de la cantidad de datos durante una sema-

na. La primera fila muestra la cantidad de cuestionarios de actividad f́ısica que fueron

recogidos, estos datos pueden ser superiores a 7 d́ıas porque la aplicación no restringe

las fechas de los datos introducidos. Además como el registro de datos empieza a la

hora que se registra el usuario por primera vez, a los usuarios se les ped́ıa que indicaran

los datos de actividad durante 8 d́ıas completos para asegurar que se recoǵıan datos de

acelerometŕıa y cuestionarios durante 7 d́ıas.

Por otra parte, la segunda fila nos indica la cantidad de datos de acelerometŕıa captados

por la aplicación. Los valores encontrados nos indican que algunos sujetos tuvieron

apagado el smartphone durante algún tiempo dentro de la semana. En la tercera fila

tenemos la cantidad de datos del acelerómetro adquiridos que tienen un dato de actividad

f́ısica asignado.

De los datos recogidos, se han descartado los datos de aquellas actividades de las que

hab́ıa 6 o menos ocurrencias durante todo el registro. Este ĺımite representa aproximada-

mente un 1.5 % sobre la media de actividades totales de un sujeto con aceleración. Se ha

escogido este ĺımite porque consideramos que estas actividades están los suficientemente

infrarepresentadas para ser tenidas en cuenta. Finalmente, debido a la gran cantidad de

datos de la actividad de dormir, se han reducido los datos de esta actividad hasta que

tengan la misma cantidad de datos que la actividad inmediatamente inferior en cantidad

de datos.

El número de actividades diferentes que realiza cada persona puede variar para cada una

de ellas según la actividad realizada. En concreto, los datos después de haber limitado

la actividad de dormir muestran que la mediana de las diferentes actividades registradas

por los sujetos es 9 con rango intercuartiĺıco 8–10.

En un principio nos hab́ıamos planteado utilizar los datos proporcionados por el sensor

de presión atmosférica, puesto que a partir de las variaciones de la presión atmosférica

se pueden analizar los cambios de altura durante la realización de actividad f́ısica. Sin

embargo, hay que tener en cuenta que al contrario que los acelerómetros no todos los

móviles llevan incorporado el barómetro. De los datos recogidos, solamente los smartp-

hones de 3 sujetos de un total de 26 teńıan esta información, por tanto se descartó

utilizar este tipo de datos en este estudio.
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Caṕıtulo 3 Estimación de la actividad f́ısica realizada a partir del acelerómetro del
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Tabla 3.2: Datos recogidos de acelerometŕıa y cuestionarios

Fracciones de 15 min. Porcentaje sobre una
semana

Media SD Media SD

Cuestionarios actividad 689.0 182.9 102.5 27.2

Datos acelerómetro 517.6 179.5 77.0 26.7

Datos acelerómetro y cuestionarios 424.7 154.9 63.2 23.1

Datos después de eliminar menor
que 7

415.3 152.3 61.8 22.7

Datos después de limitar dormir 364.4 132.0 54.2 19.6

3.3 Diseño de la aplicación móvil

Se ha diseñado e implementado una aplicación móvil que sirva cómo herramienta para

obtener una base de datos de acelerometŕıa con los datos asociados de actividad f́ısica

realizada. Además todos los datos recogidos deben ser enviados a un servidor para poder

ser procesados.

Por un lado la aplicación adquiere los datos del sensor de acelerometŕıa y presión at-

mosférica del propio smartphone. Esta recogida de datos se ha programado para ser

realizada durante 7 d́ıas, que es el plazo que establece el RSAF. Los datos de acele-

rometŕıa de los ejes x, y, z están adquiridos a 50 Hz, que es una frecuencia suficiente

para el reconocimiento de actividad puesto que para el análisis de la actividad diaria

es deseable frecuencias mayores de 20 Hz [148]. En los 26 sujetos analizados encontra-

mos que el margen dinámico del sensor de acelerometŕıa es diferente para los distintos

smartphones. En concreto, tenemos 6 a ±2g, 10 a ±4g, 4 a ±16g y de 6 no tenemos los

datos disponibles. El rango de amplitud recomendado para registrar movimientos del

cuerpo usando un acelerómetro a la altura de la cintura es de al menos ±6g [148]. La

utilización de acelerometros con un rango menor al mencionado puede provocar que la

señal de acelerometŕıa se sature en la actividades de mayor intensidad. A medida que

se van adquiriendo los datos, se guardan en un fichero para cada d́ıa y la relación de

ficheros se guarda en una base de datos para poder ser enviados a un servidor.

Por otro lado, como podemos ver en la figura 3.1(b), se ha diseñado una interfaz de

usuario (UI) que permite introducir las actividades f́ısicas del RSAF para cada intervalo

de tiempo. Además, en la figura 3.1(a) se observa que la aplicación permite consultar

las actividades introducidas y editarlas para poder llevar un control de las mismas.

Estos registros de actividades se guardan en una base de datos de forma estructurada

para poder consultarlos, editarlos y luego poder enviarlos a un servidor. La figura 3.1(c)

muestra que la aplicación también permite registrar las variables antropométricas del

usuario. Se ha desarrollado un servicio web tipo REST y se ha instalado en un servidor
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(a) Lista de actividades (b) Nueva actividad (c) Registro variables antropométri-
cas

Figura 3.1: Capturas de pantalla de la aplicación diseñada

Figura 3.2: Diagrama de bloques de procesado del sistema de reconocimiento de
actividad mediante algoritmos de aprendizaje automático

Apache Tomcat para aśı poder recibir los datos a través de la comunicación con la

aplicación. En la aplicación se ha desarrollado el correspondiente cliente del servicio web

para poder enviar los datos. Además, se ha desarrollado en la aplicación un módulo que

detecte cuando hay una conexión a una red de Internet disponible y en caso de que

tenga datos por enviar los env́ıe al servidor. De esta forma el env́ıo de datos se realiza

de manera automática sin necesidad de que el usuario intervenga.

3.4 Aprendizaje automático

El procesado de los datos se realiza utilizando algoritmos de machine learning. Para ello,

se han seguido los pasos que indica la figura 3.2, se han generado las caracteŕısticas, se

han seleccionado las caracteŕısticas más representativas, se han construido los modelos,

se ha seleccionado el más preciso y finalmente se ha evaluado. Todo el procesado de los

datos se ha realizado en MATLAB. Todo ello se ha realizado para cada sujeto de forma

individual.
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3.4.1 Preprocesado

En algunos casos hemos detectado que la señal de acelerometŕıa no se adquiŕıa correcta-

mente porque el sensor daba valores erróneos para los distintos ejes y para el timestamp.

Por ello, para el análisis posterior se han eliminado los tramos de señal en los que se ha

detectado que no se adquiŕıa la información correctamente. La señal es adquirida por la

aplicación a una frecuencia no constante entorno a los 50 Hz, por ello se ha remuestrado

la señal a una frecuencia constante de 50 Hz. La señal se ha filtrado paso alto con una

frecuencia de corte de 0.25 Hz mediante un filtro Butterworth de orden 2 para eliminar

la componente gravitatoria. Además, se ha filtrado paso bajo a una frecuencia de corte

de 20 Hz con un filtro Butterworth de orden 2 para eliminar ruido, esta frecuencia es

suficiente teniendo en cuenta el ancho de banda del movimiento del cuerpo humano.

3.4.2 Generación y selección de caracteŕısticas

Los datos obtenidos son datos continuos de los tres ejes del acelerómetro, aśı que para

generar las caracteŕısticas hemos divido los datos en fragmentos de un minuto de du-

ración. Esta duración es apropiada para comportamientos de actividad f́ısica y ha sido

utilizada en estudios anteriores [149]. Los datos fueron agregados en muestras solapadas

de un 50 % usando una ventana deslizante.

La tabla 3.3 contiene las caracteŕısticas generadas. Se han utilizado las caracteŕısticas

t́ıpicamente utilizadas en los sistemas de reconocimiento de actividad f́ısica a partir

de los datos de acelerometŕıa. Se han generado las caracteŕısticas tanto en el dominio

temporal como en el frecuencial. . Estas caracteŕısticas se han obtenido para los tres

ejes de acelerometŕıa x, y y z. Además, se ha generado una variable categórica llamada

“parte del d́ıa” que divide el momento en que la actividad ha sido realizada en tres

partes: 6 a. m. a 2 p. m. , 2 p. m. a 10 p. m. y de 10 p. m. a 6 a. m. Las siguientes

caracteŕısticas han sido analizadas en ventanas de 0.5 segundos para ver las transiciones

de actividad: µT , µD, σT , σD, dx y dA. Además, se ha calculado el tiempo entre picos

y el tiempo entre cruces por cero para cada uno de los ejes para analizar la periodicidad

de la señal.

Una vez se han obtenido las caracteŕısticas, el siguiente paso es su selección. La selec-

ción de caracteŕısticas es un método comúnmente empleado en machine learning porque

permite seleccionar un subconjunto de las caracteŕısticas extráıdas relevante que serán

usadas para construir el modelo. Por un lado se trata de disminuir la presencia de atri-

butos redundantes que hacen más lento el aprendizaje y reducir el ruido que introducen

y que pueden confundir a algunos clasificadores. Por otro lado, el hecho de tener una

mayor dimensión puede hacer que sea necesario tener más datos para obtener buenos

resultados.
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Tabla 3.3: Caracteŕısticas generadas

Caracteŕıstica Ecuación

Media µ = 1
N

∑N
i=1 xi

Varianza σ2 =
∑N

i=1(xi − µ)2

Correlación entre ejes rxy =
∑N

i=1(xi−µx)∗(yi−µy)√∑N
i=1(xi−µx)2∗

∑N
i=1(yi−µy)2

Módulo del área de la señal SMA =
∑N

i=1 |axi |+
∑N

i=1 |ayi |+
∑N

i=1 |azi |

Ángulo de inclinación arc cos(µx)

Media de la tendencia µT =
∑Ns

i=2 |µi − µi−1|

Media de la diferencia µD =
∑Ns

i=1 |µ− µi|

Varianza de la tendencia σT =
∑Ns

i=2 |σi − σi−1|

Varianza de la diferencia σD =
∑Ns

i=1 |σ − σi|

Diferencia máxima dx = max(x)−min(x)

Diferencia máxima total dA =
√
d2
x + d2

y + d2
z

Coeficientes de autoregresión de
Burg

a=arburg(x,3)

Enerǵıa espectral de la FFT E = 1
N

∑N
k=1 |FFT (x[k])|2

Enerǵıa no correlada entre dos ejes EUxy = 2 ∗ (Ex + Ey)− rxy ∗ (Ex + Ey)

Entroṕıa en el dominio frecuencial H = 1
log2N

∑N
i=1 Pi ∗ log2(Pi);Pi = |FFT (x[i])|2

El objetivo principal de la selección de caracteŕısticas es elegir el mejor subconjunto de

las caracteŕısticas disponibles que alcanza menor error de clasificación. Hemos utilizado

selección secuencial en conjunto creciente para establecer que caracteŕısticas son impor-

tantes. Principalmente, este algoritmo sigue un procedimiento de abajo a arriba que

empieza con el conjunto vaćıo. Secuencialmente, añade las caracteŕısticas seleccionadas

por la función objetivo que minimiza el error cuadrático medio hasta que no hay mejora

en la predicción.
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Tabla 3.4: Algoritmos de clasificación e hiperparámetros ajustados

Clasificador Hiperparámetros optimizados

Árboles de decisión Mı́nimo número de observaciones, criterio de poda, cri-
terio de partición

Naive Bayes Tipo de kernel y ancho de la ventana del kernel

k-vecinos más cercanos Número de vecinos, función del cálculo de la distancia

Máquinas vectores de soporte Box constraint y escala del kernel

Bagging Mı́nimo tamaño de hoja y número de predictores para
muestrear

AdaBoost Número de árboles, máximo número de particiones y
número de árboles

Rusboost Número de árboles, máximo número de particiones y
número de árboles

Random subspace Número de vecinos, cálculo de la distancia, número de
predictores para muestrear y número de aprendices

3.4.3 Algoritmos de machine learning

Hemos utilizado varios algoritmos que son a menudo implementados para reconocer

actividades humanas en la literatura y están disponibles en el paquete de MATLAB

de estad́ıstica y aprendizaje automático. Hemos utilizado los modelos de aprendizaje

automático de tipo supervisado porque nuestros datos están etiquetados con la activi-

dad realizada. La tabla 3.4 muestra los clasificadores utilizados y los hiperparámetros

optimizados que son descritos a continuación.

Los árboles de decisión son un modelo jerárquico en los que los atributos están mapeados

en ramas y nodos que representan los posibles valores de los atributos. Cada rama desde

la ráız hasta un nodo hoja es una regla de decisión de clasificación. Se han usado los

arboles de decisión que utilizan el algoritmo Clasification and Regession Trees (CART)

[150]. CART se caracteriza por seleccionar el predictor de partición que maximiza la

ganancia del criterio de partición sobre todas las posibles particiones de todos los pre-

dictores. Las particiones se hacen recursivamente hasta que se alcanza un criterio de

parada. Los parámetros que han sido ajustados son: el mı́nimo número de observaciones

en un nodo hoja, criterio de poda y criterio de partición [151, 152]. Los árboles de deci-

sión son fáciles de entender pero les falta precisión. Su rendimiento puede ser realzado

introduciendo un elemento aleatorio en la construcción y en la agregación resultante de

muchos árboles. Los bagged trees y boosted trees son métodos que implementan esto.

Naive Bayes es un clasificador probabiĺıstico. Éste asume que los predictores son unos

independientes de los otros dentro de cada clase. El método calcula la probabilidad
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posterior de esta muestra perteneciendo a cada clase. Esto está basado en la estimación

de la densidad de probabilidad del predictor para cada clase. Los parámetros que han

sido ajustados son: el tipo de kernel y el ancho de la ventana del kernel.

El método k-vecinos más cercanos (kNN) clasifica ejemplos no etiquetados basados en

su similaridad a ejemplos en el conjunto de entrenamiento. Para dado un ejemplo no

etiquetado, encuentra las k muestras más cercanas etiquetadas y asigna la muestra no

etiquetada a la clase que aparece más frecuentemente dentro del k-subconjunto. Este

algoritmo requiere de un gran almacenamiento y tiene un coste computacional elevado

en la fase de evaluación debido a que cada nueva instancia debe ser comparada con el

conjunto de entrenamiento entero para se clasificada. El número de vecinos y la función

de cálculo de la distancia son los parámetros que han sido optimizados.

Máquinas vectores de soporte (SVM) está basado en el concepto de planos de decisión

que definen las fronteras de decisión. SVM utiliza un mapeado no lineal mediante la

transformación de los datos originales de entrada en una dimensión mayor. SVM busca

el hiperplano que da la distancia mı́nima a los ejemplos de entrenamiento más larga.

SVM utiliza un margen blando, que significa que el hiperplano separa a muchos pero no

a todos los puntos de los datos. Para este problema de clasificación de múltiples clases,

se ha utilizado el modelo de códigos de corrección de errores el cual reduce el modelo

de clasificación con más de dos clases a un conjunto de clasificadores binarios. Se ha

usado una función de kernel gaussiana y un diseño uno contra todos. Los parámetros

box contraint y escala de kernel han sido optimizados.

Los métodos combinados de aprendizaje están basados en la combinación de clasifica-

dores para mejorar la precisión de los modelos. Se han usado distintos modelos basados

en diferente métodos combinados: bagging, boosting y random subspace.

Bagging está basado en bootstrap y agregación. Bootstrap significa muestreado aleatorio

con reemplazamiento y agregación quiere decir combinar clasificadores. Cada clasificador

base está entrenado con una réplica bootstrap del conjunto de entrenamiento, aśı que esto

puede a veces conseguir menos objetos engañosos. Entonces, el clasificador construido

puede tener un mejor rendimiento. Los clasificadores se combinan mediante votación.

La combinación de clasificadores puede dar mejores resultados que los clasificadores

individuales debido a que las ventajas de los clasificadores individuales son combinadas

en la solución final. Puede resultar de utilidad para construir un clasificador mejor si

hay elementos engañosos en el conjunto de entrenamiento y funciona adecuadamente

con clasificadores inestables tales como árboles de decisión [153]. Han sido optimizadas

el mı́nimo tamaño de la hoja y el número de predictores para muestrear parámetros del

método.

En boosting, los clasificadores y el conjunto de entrenamiento se obtienen de manera

determinista. Se obtienen secuencialmente en el algoritmo. Cada clasificador base está

entrenado con los datos que está ponderado basado en el rendimiento del clasificador
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previo. Cada clasificador vota para obtener la salida final. Se ha utilizado la implemen-

tación de Adaboost que es una de las más populares. El algoritmo empieza con los datos

igualmente ponderados. AdaBoost pondera los datos de entrenamiento dándole mayor

peso a aquellos que están incorrectamente clasificados. Se han ajustado tres parámetros:

tasa de aprendizaje, máximo número de particiones y número de árboles. Se ha usa-

do también la implementación RUSBoost que combina muestreo de datos y boosting,

está diseñada para mejorar el rendimiento de clasificación cuando los datos no están

balanceados [154]. Se han optimizado los mismos parámetros que para AdaBoost.

En random subspace cada clasificador está entrenado con todo el conjunto de entre-

namiento pero con un subconjunto de predictores. Los predictores son seleccionados

aleatoriamente. El clasificador base recomendado para este algoritmo es kNN que es

el que se ha usado. La decisión final combinada es realizada por votación de mayoŕıa.

Los parámetros que han sido optimizados son: el número de vecinos, el cálculo de la

distancia, número de predictores para muestrear y número de aprendices [155].

3.4.4 Selección y evaluación del modelo

Para realizar la selección y la evaluación del modelo de forma adecuada se han dividi-

do los datos en tres partes. La asignación de los datos a cada una de las partes se ha

realizado de forma aleatoria, los conjuntos de datos generados reciben los siguientes nom-

bres: entrenamiento, validación y test. El conjunto de entrenamiento es utilizado para

construir el modelo con los diferentes parámetros del clasificador, el modelo ajustado se

utiliza para predecir las respuestas para las observaciones en el conjunto de validación. El

error obtenido en el conjunto de validación se utiliza para seleccionar entre los distintos

clasificadores entrenados. El modelo seleccionado es usado para predecir las respuestas

para las observaciones en el conjunto de test. Por tanto el conjunto de test se utiliza sólo

para evaluar el rendimiento del clasificador completamente entrenado. Los datos han

sido divididos: 60 % para entrenamiento, 20 % para la selección del modelo y 20 % para

la evaluación del modelo. Por lo tanto la primera parte (60 %) es usado para entrenar

cada modelo y seleccionar los hiperparámetros de cada modelo. La segunda parte (20 %)

es utilizada para seleccionar entre los diferentes tipos de modelos entrenados y el otro

20 % es utilizado para evaluar el modelo final.

La técnica de validación cruzada (CV) de k-iteraciones, comúnmente utilizada en este

ámbito, ha sido utilizada para estimar los errores sin perder datos. En la CV de k-

iteraciones, los datos de la muestra se dividen en k-subconjuntos. Uno de los subconjuntos

se utiliza como test y el resto como datos de entrenamiento. Este proceso de CV se

repite durante k iteraciones, con cada uno de los posibles subconjuntos de datos de test.

Para obtener el resultado final se calcula la media aritmética de los resultados de cada

iteración. Este método es preciso porque evaluamos sobre k combinaciones de datos

entrenamiento y test, pero tiene la desventaja de que tiene un alto coste computacional
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Tabla 3.5: Ejemplo de matriz de confusión para la actividad A

`````````````̀Clasificadas
Observadas

Actividad A Actividad B Actividad C

Actividad A V Pa FPa FPa

Actividad B FNa − −
Actividad C FNa − −

[156, 157]. En concreto, 4-iteraciones CV ha sido utilizada en la selección del modelos y 5-

iteraciones CV en la evaluación del modelo para conseguir las mencionadas proporciones

en la partición de los datos. En resumen, el método de selección y evaluación consiste

en 2 bucles de validación cruzada anidados: un bucle interior para escoger el modelo de

clasificación y los parámetros ajustados y un bucle exterior para evaluar el modelo. Por

otro lado, la selección de caracteŕısticas ha sido realizada en el bucle interior para evitar

una subestimación del error de generalización [158].

Además, la regla de una desviación estándar ha sido utilizada para seleccionar los

parámetros de manera que se seleccionen algoritmos menos complejos para los árbo-

les de decisión y el número de aprendices en los algoritmos combinados de boosting y

random subsapce [159].

3.4.5 Métricas de evaluación

Se han obtenido distintas métricas a partir de la matriz de confusión del algoritmo

de clasificación de actividad. Un ejemplo de matriz de confusión para una actividad se

muestra en la tabla 3.5. El rendimiento de clasificación ha sido evaluado con las siguientes

métricas: exactitud, sensibilidad, precisión y f-score. Para una actividad, la precisión

mide la proporción de muestras clasificadas de una actividad que han sido correctamente

clasificadas. Se calcula como P = V P
V P+FP , donde VP es número de verdaderos positivos y

FP el número de falsos positivos. La sensibilidad se mide como la proporción de muestras

observadas de una actividad que han sido correctamente clasificadas. Se calcula como

S = V P
V P+FN , donde FN son los falsos negativos. F-score es la media armónica de la

precisión y sensibilidad, f-score = 2∗P∗S
P+S . La exactitud se calcula de forma que engloba

todas las actividades y es el cociente de la suma de todos los VP entre todos los elementos

de la matriz de confusión.

En el caso de los problemas de clasificación multiclase, como es este caso donde se

clasifican distintos tipos de actividades y cada actividad es una clase distinta, los datos se

promedian para todas las clases. En este caso las clases pueden no estar balanceadas. Por

eso, nosotros hemos promediado los resultados de las diferentes clases de dos maneras:

macro y ponderada. Macro consiste en promediar dando el mismo peso a todas las clases

y ponderada es darle un peso a cada clase según el número de elementos de cada clase.
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Tabla 3.6: Resultados de clasificación de actividades en validación

Algoritmo Exactitud Macro F-score

Árboles de decisión 0.638 0.543

Näıve Bayes 0.485 0.37

Máquinas vectores de soporte 0.612 0.532

K-vecinos más cercanos 0.630 0.546

Bagging 0.757 0.702

AdaBoost 0.740 0.680

RUSBoost 0.656 0.627

Random Subspace 0.681 0.606

Durante cada ejecución de la k-iteración de CV, el rendimiento de cada clasificador en-

trenado fue evaluado en términos de sensibilidad, precisión y f-score totales. Las métri-

cas fueron promediadas para todas las iteraciones para obtener la media y desviación

estándar de cada métrica para todo el conjunto de datos.

Cada actividad está asociada a un valor de GC medido en MET. Por eso, se ha calculado

el error relativo de clasificación asociado al GC en MET. Los MET asociados a cada

actividad están establecidos en el RSAF [147].

Adicionalmente, se ha evaluado el modelo teniendo en cuenta el gasto calórico asociado

a cada actividad. Para ello, a la hora de evaluar el modelo se han agrupado en una

misma clase de la matriz de confusión aquellas actividades que tienen el mismo número

de MET. Una vez, obtenida la nueva matriz de confusión también se han obtenido las

correspondientes métricas.

3.5 Resultados

3.5.1 Métricas de los diferentes modelos entrenados

En un total de 26 sujetos por 5 iteraciones, el modelo seleccionado como más preciso ha

sido Bagging 126 veces y AdaBoost ha sido seleccionado 4 veces. La tabla 3.6 muestra

los resultados del rendimiento de clasificación de los diferentes modelos en el conjunto de

validación. Los datos han sido macro-promediados para todas las actividades y prome-

diados para todos los sujetos. La tabla 3.6 muestra que se obtienen mejores resultados

en media usando métodos combinados que usando los clasificadores simples. Además

Bagging es el mejor clasificador y los resultados son parecidos a los obtenidos con el

algoritmo AdaBoost.
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Tabla 3.7: Resultados de evaluación del modelo de clasificación por sujetos

Macro
Exactitud

Ponderado eRelativoMET
Precisión Sensibilidad F-score F-score Media std

Sujeto 1 0.717 0.662 0.688 0.718 0.719 -2.288 0.820
Sujeto 2 0.757 0.741 0.749 0.793 0.791 -1.544 0.985
Sujeto 3 0.762 0.683 0.720 0.760 0.760 -1.947 0.704
Sujeto 4 0.676 0.520 0.588 0.702 0.698 -4.123 0.824
Sujeto 5 0.664 0.571 0.614 0.729 0.721 -5.027 1.584
Sujeto 6 0.866 0.852 0.859 0.862 0.863 4.811 1.286
Sujeto 7 0.757 0.745 0.751 0.771 0.770 -0.861 1.160
Sujeto 8 0.756 0.697 0.725 0.766 0.766 0.294 0.436
Sujeto 9 0.768 0.725 0.746 0.781 0.780 -1.438 0.412
Sujeto 10 0.758 0.626 0.686 0.802 0.799 0.230 0.483
Sujeto 11 0.871 0.845 0.858 0.878 0.878 -0.122 0.064
Sujeto 12 0.792 0.730 0.760 0.795 0.795 -4.574 1.462
Sujeto 13 0.844 0.745 0.791 0.873 0.870 -0.591 0.452
Sujeto 14 0.765 0.713 0.738 0.764 0.763 -3.754 0.571
Sujeto 15 0.696 0.598 0.643 0.722 0.719 1.252 1.446
Sujeto 16 0.678 0.564 0.616 0.683 0.683 -14.255 0.535
Sujeto 17 0.901 0.902 0.901 0.902 0.902 0.822 1.732
Sujeto 18 0.688 0.584 0.632 0.751 0.744 -9.459 2.172
Sujeto 19 0.739 0.619 0.673 0.774 0.770 -4.723 1.195
Sujeto 20 0.675 0.588 0.628 0.726 0.720 -5.344 0.946
Sujeto 21 0.696 0.515 0.592 0.699 0.703 2.505 1.091
Sujeto 22 0.667 0.610 0.637 0.649 0.649 -0.736 0.620
Sujeto 23 0.758 0.725 0.741 0.760 0.762 1.324 0.766
Sujeto 24 0.628 0.589 0.608 0.637 0.636 -3.702 1.149
Sujeto 25 0.674 0.634 0.654 0.684 0.680 -4.901 1.326
Sujeto 26 0.695 0.591 0.639 0.677 0.681 3.275 0.510
Total 0.741 0.669 0.702 0.756 0.755 3.184 3.182

3.5.2 Evaluación del modelo

En la tabla 3.7 se muestran las diferentes métricas de evaluación de la clasificación de

actividades por parte del modelo para todos los sujetos. Además, teniendo en cuenta que

cada actividad tiene asociado un valor en MET, las actividades agrupadas en MET se

han agrupado como pertenecientes a la misma clase. La tabla 3.8 muestra los valores de

las métricas de evaluación con las actividades agrupadas por MET. Los valores totales se

han calculado promediando los resultados de todos los sujetos y el total del error relativo

en MET se ha calculado promediando el valor absoluto del error relativo de todos los

sujetos.

Debido a la dispersión de los resultados para cada sujeto se han buscado asociaciones

entre los resultados para cada sujeto y las variables descriptivas de los datos de cada

sujeto tales como: número de actividades distintas de cada sujeto, número de observa-

ciones, homogeneidad de la distribución de las observaciones en cada actividad. También
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Tabla 3.8: Resultados de evaluación del modelo de clasificación por MET aso-
ciados

Macro P Macro S Macro F-score Exactitud F-score ponderado

Sujeto 1 0.767 0.674 0.717 0.901 0.897
Sujeto 2 0.821 0.815 0.818 0.876 0.875
Sujeto 3 0.856 0.816 0.835 0.931 0.929
Sujeto 4 0.801 0.792 0.796 0.868 0.866
Sujeto 5 0.723 0.630 0.673 0.829 0.824
Sujeto 6 0.883 0.896 0.889 0.887 0.888
Sujeto 7 0.799 0.810 0.804 0.878 0.878
Sujeto 8 0.814 0.759 0.785 0.860 0.859
Sujeto 9 0.870 0.819 0.844 0.955 0.954
Sujeto 10 0.782 0.691 0.734 0.814 0.810
Sujeto 11 0.987 0.995 0.991 0.995 0.995
Sujeto 12 0.823 0.802 0.812 0.839 0.838
Sujeto 13 0.963 0.967 0.965 0.966 0.966
Sujeto 14 0.824 0.752 0.786 0.882 0.880
Sujeto 15 0.743 0.632 0.683 0.777 0.777
Sujeto 16 0.692 0.601 0.644 0.745 0.745
Sujeto 17 0.913 0.922 0.918 0.949 0.949
Sujeto 18 0.718 0.634 0.674 0.798 0.795
Sujeto 19 0.767 0.627 0.689 0.876 0.874
Sujeto 20 0.755 0.676 0.714 0.836 0.832
Sujeto 21 0.724 0.637 0.678 0.742 0.744
Sujeto 22 0.765 0.684 0.722 0.870 0.871
Sujeto 23 0.803 0.829 0.816 0.840 0.842
Sujeto 24 0.729 0.733 0.731 0.815 0.812
Sujeto 25 0.792 0.791 0.791 0.854 0.853
Sujeto 26 0.771 0.790 0.780 0.767 0.771
Total 0.803 0.760 0.780 0.860 0.859

se han buscado asociaciones con el número de caracteŕısticas seleccionadas para cada

sujeto. Se han explorado estas asociaciones para los resultados de F-score tanto para la

clasificación actividades como para las actividades agrupadas en MET. La tabla 3.9 nos

muestra las asociaciones encontradas para cada variable. Para comparar la homogenei-

dad hemos utilizado el coeficiente de variación que se define como el cociente entre la

desviación estándar y la media de las observaciones en cada actividad.

Se ha encontrado que existen asociaciones significativas y la correlación es negativa,

del número de actividades distintas, del número de observaciones y del coeficiente de

variación tanto con el macro F-score como con el F-score ponderado para la clasificación

de actividades y para la clasificación de actividades agrupadas en MET. También se han

encontrado que el número de observaciones, el número de actividades y el coeficiente de

variación están significativamente asociados positivamente entre śı.
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Tabla 3.9: Correlación de las variables con los resultados de clasificación

Macro F-score Ponderado F-score Error
relativo

Actividades MET Actividades MET

Número de observacio-
nes

-0.65** -0.61** -0.71** -0.50* 0.22

Número de actividades -0.47* -0.42* -0.59* -0.38 0.20

Coeficiente de variación
de las actividades

-0.80** -0.70** -0.59* -0.56* 0.25

Número de caracteŕısti-
cas seleccionadas

-0.11 -0.01 0.13 0.16 -0.29

∗ denota que el p-valor de la correlación es < 0.05 y ∗∗ denota que el p-valor es
< 0.001

3.6 Discusión

Se han obtenido los resultados diferentes según el tipo de clasificador utilizado en la

fase de selección del modelo. Como era esperado los algoritmos combinados obtienen

mejores resultados de evaluación que los clasificadores simples. Además, los resultados

obtenidos con bagging y boosting son mejores que con random subspace porque después

de la selección de caracteŕısticas el número de caracteŕısticas es pequeño.

Las métricas de rendimiento de clasificación obtenidas son inferiores a las de estudios

previos, esto puede ser debido a que las actividades son etiquetadas cada 15 minutos, que

es menos preciso que en los estudios anteriores y que las actividades han sido realizadas

en condiciones naturales. En términos del MET asociado al reconocimiento de actividad

los resultados obtenidos son mejores.

El estudio de la asociación de los datos del sujeto con los resultados facilita la interpre-

tación de los resultados. Encontramos que en los resultados de clasificación del modelo

entrenado influyen las diferencias entre la cantidad de datos de las actividades, cabŕıa

por lo tanto intentar homogeneizar la cantidad de datos de cada actividad para mejorar

los resultados. Por otro lado, el número de caracteŕısticas seleccionadas no está asociado

a los resultados, esto nos hace descartar que los resultados pudieran estar afectados por

un menor o mayor número de caracteŕısticas del modelo.

Podemos observar que existen diferencias entre los resultados macro F-score y F-score

ponderado. En concreto, para la clasificación de actividades el F-score ponderado en

media es de un 5 % mayor que el macro F-score y para la clasificación de las actividades

agrupadas por MET el F-score ponderado es alrededor de un 8 % mayor. Esto nos indica

que aquellas actividades que tienen menor representación empobrecen los resultados.
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También podŕıa ser que las actividades menos representadas sean más complejas y que

sea necesario añadir los datos de otros sensores para clasificarlas correctamente.

3.7 Conclusiones

Hemos encontrado que el sistema es capaz de clasificar las distintas actividades con un

F-score ponderado del 75.5 % para un total de 26 sujetos. Además, el gasto calórico se

cuantifica con una error del 3.18 % ± 3.18 %. Se ha obtenido una F-score ponderado

de 85.9 % para la clasificación de actividades en MET. Hay que destacar que los datos

se han obtenido en condiciones naturales con un conjunto de actividades basado en el

RSAF y que ello ha podido afectar a la precisión de la clasificación de actividades y

estimación del gasto calórico. Sin embargo, estas condiciones son más realistas que si se

hubieran realizado en un entorno de laboratorio de manera controlada o con un conjunto

de actividades más reducido y acotado.

Como trabajo futuro seŕıa interesante utilizar los sensores del smartwatch para realizar

un análisis combinado con los datos que procedentes de los sensores del smartphone. Se

realizó una aplicación para recoger los datos de los sensores, pero como el uso de smart-

watch no está tan extendido, en estas pruebas no fue posible utilizar un smartwatch.

También se podŕıa usar alguna caracteŕıstica más y la información procedente de otros

sensores como vector de rotación, giróscopo y presión atmosférica. A nivel de algoritmos

se podŕıan explorar soluciones basado en algoritmos de deep learning.



Caṕıtulo 4

Evaluación de la variabilidad de

la frecuencia card́ıaca utilizando

la cámara del smartphone en

tiempo real

4.1 Introducción

En la literatura podemos encontrar estudios acerca de la relación que existe entre la

variabilidad de la frecuencia card́ıaca (VFC) y aspectos fisiológicos y psicológicos de

la vida saludable. La hipertensión, depresión y ansiedad son algunos ejemplos [160].

Generalmente, los diferentes ı́ndices de VFC se obtienen a partir del análisis de la serie

temporal del tiempo entre latidos (RR o NN) detectados en la señal de ECG. Las

definiciones para el cálculo de los ı́ndices de VFC están estandarizadas [37]. Por otro

lado, la actividad card́ıaca también se puede evaluar mediante el análisis de la señal de

la onda de pulso. Además, a partir de la serie temporal pulso a pulso (PP) se pueden

calcular los ı́ndices de VFC derivados. Algunos estudios han comparado los ı́ndices de

VFC obtenidos a partir de la serie RR obtenida del ECG con los ı́ndices obtenidos a

partir de la serie PP [161, 162].

La fotopletismograf́ıa se basa en la medición óptica de los cambios en el volumen de la

sangre en los vasos sangúıneos para medir el ritmo card́ıaco [163]. Este método se basa

en el hecho de que el volumen de sangre transportada en las arterias cambia durante el

ciclo de bombeo de la sangre. Cuando la luz se emite sobre la piel, una proporción de luz

se atenúa por el tejido de la piel y también por la sangre en los capilares. La atenuación

debido al tejido de la piel es pequeña y constante [164]. Por ello la detección de la luz

atenuada que atraviesa la piel da una medida del contenido de la sangre. Los procesos

37
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de atenuación de la luz en la sangre son complicados e incluyen absorción, dispersión y

reflexión [165]. En los glóbulos rojos de la sangre se encuentra una hemoprotéına llamada

hemoglobina que se encarga del transporte de ox́ıgeno. Este compuesto absorbe la luz,

con un diferente coeficiente de absorción de luz según la longitud de onda [163]. Por ello,

el resultado es que una mayor presencia de sangre en la piel está asociada a una mayor

absorción de luz con la consiguiente menor cantidad de luz captada por el fotodetector

[166]. Teniendo en cuenta que el corazón ŕıtmicamente expulsa sangre (śıstole) y la atrae

(diástole) en un ciclo constante, tenemos un mayor flujo de sangre a través de las arterias

en la fase sistólica y una menor durante la diastólica. Por tanto, midiendo el cambio de

flujo de sangre en el dedo se puede obtener una señal de ritmo card́ıaco a través de la

periodicidad de la señal medida. El sensor consiste en una fuente de luz y un fotodetector

colocado al lado, que se colocan directamente sobre la piel. Este modo de adquisición se

denomina modo de reflexión.

La cámara del smartphone se puede utilizar para la adquisición de la señal de fotopletis-

mograf́ıa (SPPG). La cámara actúa como fotosensor y el flash LED actúa como emisor.

Ubicando la yema del dedo ı́ndice sobre la cámara se puede adquirir la señal de la onda

de pulso de forma no invasiva utilizando únicamente el smartphone. La señal obtenida

la denominamos como SPPG. Esta señal consta de dos componentes: una llamada co-

rriente alterna (AC) y otra llamada corriente continua (DC). La componente DC vaŕıa

lentamente debido a la respiración, la actividad vasomotora y las onda vasoconstricto-

ras. La componente AC es la muestra los cambios en el volumen de la sangre asociados

a las fases diastólicas y sistólicas del ciclo card́ıaco. La frecuencia fundamental de la

componente AC depende del ritmo card́ıaco y está superimpuesta a la componente DC

[72].

En la literatura podemos encontrar estudios previos en los que los ı́ndices de VFC obte-

nidos con el smartphone se comparan con los obtenidos a partir del ECG. Sin embargo,

estos estudios se limitan a mostrar los errores en media y la correlación pero no se evalúa

el grado de acuerdo entre los resultados obtenidos con ambos métodos aśı que la validez

cĺınica de estos sistemas es limitada [167]. En este caṕıtulo se evalúa el grado de acuerdo

entre el sistema desarrollado en smartphone y el ECG. Además, se realizan medidas

simultáneas con un fotopletismógrafo comercial para evaluar el error respecto al ECG y

aśı poder compararlo con el smartphone.

En esta tesis nos hemos centrado en la evaluación de los ı́ndices de VFC a partir de

la señal de pulso adquirida con el smartphone porque estos ı́ndices son los que están

relacionados con la adherencia a hábitos de vida saludables. Los estudios que podemos

encontrar en la literatura acerca de la precisión de los ı́ndices de VFC adquiridos con

la señal obtenida a partir de la cámara del smartphone son limitados. En esta tesis

hemos comparado los ı́ndices de VFC que hemos obtenido para distintos modelos de

smartphone.
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En este caṕıtulo primero explicaremos el diseño de la aplicación móvil, luego presentare-

mos los resultados obtenidos en medidas con personas en distintas posturas y distintos

smartphones. Finalmente, analizaremos las medidas de VFC con smartphone en un gru-

po más amplio de personas y compararemos distintos ritmos respiratorios y modelos de

smartphone. Para ello, se ha diseñado una carcasa para smartphone con el objetivo de

facilitar la colocación del dedo sobre la cámara, esta carcasa se ha utilizado en la última

tanda de medidas.

4.2 Aplicación móvil para extraer la señal RGB: evalua-

ción de la frecuencia de muestreo

Para poder extraer la señal de pulso a partir de la cámara del móvil se ha desarrollado

una aplicación espećıfica. La aplicación se encarga de: configurar la cámara, adquirir

los fotogramas, procesarlos para obtener las componentes rojo, verde y azul (RGB) y

almacenar la serie RGB.

A la hora de adquirir la imagen fotograma a fotograma, uno de los elementos clave

es la frecuencia de muestreo y su estabilidad. De entrada, no está garantizado que la

frecuencia de muestreo de adquisición de los fotogramas sea constante. A partir del

análisis del tiempo de llegada de los fotogramas, se puede comprobar que cada cierto

tiempo se pierden algunas muestras. Para estudiar el comportamiento de la frecuencia de

muestreo y para comprobar que la adquisición de la señal es adecuada se han realizado

pruebas experimentales que se detallan en la sección 4.2.2.

4.2.1 Diseño de la aplicación móvil

Se ha desarrollado una aplicación para adquirir la señal de pulso mediante la cámara del

smartphone. Para ello, se utiliza el flash de la cámara como emisor y la cámara como

sensor. La configuración de la cámara consiste en establecer la resolución a 640 por 480

ṕıxeles, que es suficiente para adquirir el pulso y la carga computacional es soportable por

el smartphone, fijar la exposición para reducir las derivas en la frecuencia de muestreo

y encender el flash que es la fuente de luz de nuestra aplicación. Además, hay que

fijar el formato de grabación de la imagen a NV21 que ofrece una buena compresión y

establecer la frecuencia de muestreo a la máxima disponible que es 30 Hz para tener la

mayor resolución temporal posible.

Uno de los principales retos que nos encontramos, es evitar que la frecuencia de mues-

treo de la cámara baje o que se pierdan muestras debido al tiempo de procesado de

cada muestra. Se probó a almacenar en memoria cada fotograma de la cámara y pro-

cesarlo con la unidad central de procesamiento (CPU), pero el rendimiento era bajo y
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Figura 4.1: Diagrama de bloques del procesado fotograma a fotograma

no se lograba procesar a los 30 Hz que permite adquirir la cámara. Por ello, se realiza

el almacenamiento de cada fotograma en la memoria de la unidad de procesamiento

gráfico (GPU), de esta manera podemos procesar los ṕıxeles del fotograma en paralelo

obteniendo un mejor rendimiento. Con este método se consigue adquirir los fotogramas

a 30 Hz.

Se ha utilizado la interfaz de programación de aplicaciones (API) de Renderscript para

el procesado fotograma a fotograma de la imagen de la cámara usando la GPU. Ren-

derscript API es un conjunto de funciones de programación de Android para ejecutar

tareas computacionalmente intensivas. Esta API permite escribir código de script en un

lenguaje basado en C99, este código es llamado de forma nativa en tiempo de ejecución

y se comunica con la máquina virtual de Android. Renderscript proporciona un alto

rendimiento computacional porque permite paralelizar y planificar el trabajo de forma

eficiente a través de los procesadores disponibles en el procesador tales como la GPU.

Los pasos seguidos de procesado de imagen para obtener la señal RGB se describen a

continuación y se muestran en la figura 4.1. Primero, la aplicación móvil adquiere un

fotograma en formato luminancia-crominancia (YUV) y codificado con NV21 que pro-

porciona una compresión fácil y eficiente. Entonces, se ejecuta un script para convertir el

búfer de YUV a una matriz de ṕıxeles de RGB. El renderscript se encarga de guardar en

memoria los fotogramas y de la paralelización de la conversión. Segundo, se promedian

las componentes RGB de array de ṕıxeles para obtener la señal RGB. Esta parte también

se paraleliza para que sea realizada más rápidamente. Tercero, se procesan los times-

tamp para detectar las tramas perdidas. Cada vez que se detecta una trama perdida, se

interpola esa muestra linealmente.

La aplicación procesa los timestamp de llegada de los fotogramas para detectar foto-

gramas perdidos. Pero no se utiliza para la interpolación puesto que es un timestamp

del sistema y no el de adquisición del fotograma. A continuación se detallan las pruebas

experimentales para evaluar la precisión del método de adquisición de la señal RGB y

en concreto de la componente verde que es la de interés.

4.2.2 Pruebas experimentales

Se ha diseñado un circuito electrónico para emular la señal de PPG a partir de una

señal card́ıaca. El esquemático del circuito se muestra en la figura 4.2. Este sistema de

emulación se ha diseñado para comprobar que la señal RGB se adquiere correctamente
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Figura 4.2: Esquemático del circuito para emular la señal de PPG

a partir de señales conocidas en un entorno controlado. Además, se ha utilizado para

comparar las diferencias de procesar la señal RGB fotograma a fotograma con la alter-

nativa de grabar un fichero de v́ıdeo y luego procesarlo offline. Esta alternativa tiene

una frecuencia de muestreo más estable. En la figura 4.3 podemos ver la componente

verde de la señal RGB captada por la cámara del smartphone que está ubicada sobre el

diodo.

4.2.2.1 Montaje de las pruebas

Tal como se muestra en la figura 4.4, se ha conectado el generador de funciones de

onda arbitraria (modelo HP33120A) al circuito para que genere una señal card́ıaca.

El generador de forma de onda arbitraria (AWG) es un equipo de instrumentación

electrónica que se utiliza para generar señales con formas de onda almacenadas. El

AWG utiliza la técnica denominada śıntesis digital directa (DDS) para generar la señal.

El principio de funcionamiento es que el AWG tiene una descripción numérica de la

forma de onda almacenada en memoria. Las muestras de la forma de onda se van leyendo

secuencialmente y se env́ıan al convertidor digital-analógico (DAC) y entonces con un

apropiado filtrado pasobajo anti-aliasing y acondicionamiento de señal, generan a la

salida la forma de onda analógica.

A la salida circuito se ha conectado una banda Polar y dos diodos, en cada diodo se

ha colocado adecuadamente la cámara para que se capte la luz emitida por el diodo

correctamente. Un móvil graba el v́ıdeo a un fichero y el otro utiliza la aplicación diseñada

para guardar la señal RGB fotograma a fotograma. Como utilizando la cámara del móvil

la señal de la onda de pulso se obtiene a partir de la componente verde de la señal RGB,

en estas pruebas los diodos utilizados son de color verde. Se han realizado las pruebas con
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Figura 4.3: Señal pulsátil captada por la cámara del smartphone ubicado sobre
el diodo

Figura 4.4: Diagrama de conexiones del montaje de las pruebas con el circuito
diseñado
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(a) Cámara del S5 (b) Cámara del MX

Figura 4.5: Vista de las cámaras traseras de los smartphones utilizados

dos señales diferentes: una señal a frecuencia constante de 1 Hz y una señal de frecuencia

modulada. Como se pretende evaluar el rendimiento de dos modelos de smartphone se

han hecho dos pruebas para cada señal. En una prueba un smartphone con la aplicación

diseñada para adquirir la señal RGB y el otro en modo v́ıdeo y en la siguiente al revés.

De este modo, tenemos para cada smartphone y cada señal de entrada una grabación en

modo archivo de v́ıdeo y otra grabación fotograma a fotograma. Cada grabación tiene

una duración total de 100 segundos.

Los dos smartphones utilizados son el Motorola Moto X (MX) y el Samsung Galaxy

S5 (S5), se han escogido estos modelos porque la disposición del LED y la cámara son

distintas pero el resto de caracteŕısticas son similares. La cámara trasera del MX es de 13

Mpx y tiene dos flashes LED en forma de anillo y la cámara del S5 es de 16 Mpx y tiene

un único flash LED. Las principales caracteŕısticas son: CPU 4 núcleos Snapdragon-801

2.5 GHz, GPU Adreno-330 578 MHz, 2GB de RAM y versión de Android 4.4. En la

figura 4.5(a) podemos ver la disposición de la cámara y el flash LED para el S5 y en la

figura 4.5(b) el MX.

4.2.2.2 Procesado de señal

La componente verde de la señal RGB que se obtiene en el móvil es la que se utiliza

para detectar los pulsos generados porque el diodo es de color verde. Los diodos se han

escogido de color verde porque el canal verde es el que se utilizará para detectar el pulso

card́ıaco. Esto es debido a que tanto en luz ambiente como para luz blanca la señal de

fotopletismograf́ıa es más fuerte para el canal verde que para el azul y el rojo, porque

el coeficiente de absorción de luz de la hemoglobina es mayor para esa longitud de onda

[168–170].

Por un lado se detectan los fotogramas que se pueden haber perdido por no muestrear a

una frecuencia constante y los corregimos interpolándolos linealmente entre las muestras

vecinas. Por otro lado luego se interpola la señal de 30 Hz a 1 kHz tomando como base
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Tabla 4.1: Error en la serie PP respecto a la Polar

Móvil Señal procesada
1 Hz FM

Error Media (ms) Error SD (ms) Error Media (ms) Error SD (ms)

MX

Vı́deo -0,011 0,382 -0,0002634 3,9973

Gcint -1,2697 5,0153 -0,4289 1,6366

Git 0,0112 6,3969 0,0093 6,452

Gint -0,5169 0,5025 -0,4289 1,6366

S5

Vı́deo 0 0,2596 0,043 0,7793

Gcint 1,0778 3,5386 1,0338 3,7363

Git 0,044 4,303 -0,0684 4,9429

Gint 10,333 16,366 8,997 20,6386

de tiempo que las muestras nos han llegado a frecuencia constante. Para comprobar

la eficiencia del método de detectar fotogramas perdidos y la interpolación tomando

frecuencia constante, hemos generado las siguientes tres señales:

• Gcint: se detecta y corrige los fotogramas y luego se interpola usando como base

de tiempos frecuencia constante

• Git: no se detecta ni corrige los fotogramas y luego se interpola usando como base

tiempos el timestamp del móvil

• Gint: no se detecta ni corrige los fotogramas y luego se interpola usando como base

de tiempos frecuencia constante

Después se filtra la señal para reducir el ruido introducido por la interpolación, con un

filtro paso bajo Butteworth bilineal de orden 4 a una frecuencia de corte 10 Hz. Como

lo que capta el móvil es la luz emitida por el diodo, se puede utilizar la función de

MATLAB para detectar los picos de señal, que básicamente busca los picos locales en

la señal de entrada, donde un pico se define como aquella muestra que es mayor que

sus muestras vecinas. A partir de los picos detectados se calcula la serie PP como la

diferencia entre dos picos. Esta serie se ha alineado manualmente a la serie RR obtenida

de la banda Polar para poder compararlas y aśı obtener el error cometido por el móvil

con respecto a la banda Polar.

Cuando se procesa el v́ıdeo se procesa directamente la componente verde, sin detectar

pérdidas e interpolando tomando como base de tiempo que los fotogramas están mues-

treados a frecuencia constante. Se usa el mismo filtro y el mismo método de detección

de pulsos que en el procesado fotograma a fotograma.
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Figura 4.6: Gráfico de las distintas señales RR y del error, en este caso el móvil
utilizado es el Samsung S5 y señal de entrada tiene frecuencia constante de 1
Hz

4.2.2.3 Resultados

En la figura 4.6 se muestra la serie que se obtiene al procesar las distintas señales que

se han definido anteriormente: Gcint, Gint y Git.

La tabla 4.1 muestra los resultados para los distintos móviles, distinto procesado de

señal y para la señal a 1 Hz y la FM, mostrando el error en media y desviación estándar

(SD). Podemos ver que la SD del error de la señal Git es mayor que Gcint tanto para

MX como S5 y para ambas señales. También para el S5 el error en Gcint es menor que

en Gint para ambas señales. Por el contrario, para el MX en FM son iguales los errores

de Gint y Gcint y en 1 Hz Gint tiene menos error que Gcint. Esto puede ser debido a

que para el MX no se han perdido muestras aunque haya variaciones en los valores del

timestamp. Como consecuencia queda demostrado que para interpolar es más preciso

utilizar una base de tiempos que asume que los timestamp son constantes que utilizar

el timestamp de llegada del fotograma en la aplicación del móvil. Para el Samsung S5

también podemos ver como la detección e interpolación del fotograma perdido hace que

sea más preciso. Acerca de la señal de v́ıdeo, la SD de los errores es menor que el resto

puesto que en la grabación a fichero la frecuencia de muestreo es más constante.

Posteriormente, a través de la visualización de la imagen con el dedo puesto en la cámara

se ha fijado la exposición que maximiza la sensibilidad de la componente verde. Este

parámetro podŕıa variar según el smartphone utilizado, en este caso se ha comprobado

para los móviles Samsung S5 y Motorola Moto X.
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4.3 Evaluación de la influencia de la postura en la medida

del ritmo card́ıaco obtenido en el smartphone

En la literatura podemos encontrar estudios acerca de la influencia de la postura en

el ritmo card́ıaco y en la VFC obtenido a partir de la señal del ECG. Estos estudios

encontraron que el ritmo card́ıaco aumenta y la VFC disminuye al pasar de la postura

supina a sentado y de sentado a de pie [171–173]. Esto se debe a que cuando se producen

estos cambios de postura se produce una activación del sistema nervioso autónomo

sismpático y un decrecimiento de la actividad parasimpáctica. Además al pasar de la

posición supina a de pie hay un decremiento de la actividad vagal [174].

En esta sección se describe la evaluación del método de adquisición del pulso card́ıaco

medido en personas utilizando la cámara del smartphone. Para ello, se ha realizado una

tanda de medidas para evaluar la influencia de la postura en el error de la medida del

pulso con el móvil con respecto a un dispositivo comercial que obtiene el ritmo card́ıaco

a partir del ECG. El dispositivo comercial utilizado es la banda Polar, cuyo uso está

muy extendido en el ámbito del deporte y se ha evaluado que es precisa [175]. Se han

hecho medidas con dos modelos de smartphones diferentes para evaluar las diferencias

en el error según el modelo utilizado. Como se ha comentado anteriormente en la sección

4.2.2.1, los smartphones utilizados son el Motorola Moto X (MX) y el Samsung Galaxy

S5 (S5).

4.3.1 Medidas realizadas

11 personas sanas de entre 21 y 45 años fueron reclutadas para participar en estas

medidas. Se utilizó la banda Polar H7 para adquirir la serie RR a partir del ECG. A los

sujetos se les pidió que llevaran la banda Polar alrededor del pecho. Simultáneamente,

ellos sosteńıan el smartphone en su mano y pońıan el dedo ı́ndice sobre la lente y el flash

de la cámara. Las pruebas fueron llevadas a cabo bajo supervisión para asegurar que

el smartphone se manteńıa bien colocado durante la medida. A los participantes se les

pidió que llevaran un smartphone en cada mano.

Además, a los participantes se les pidió que permanecieran lo más quietos posible en tres

posturas diferentes para poder evaluar la influencia de la postura en el error: sentado con

los brazos estirados hacia abajo, tumbado en posición supina con los brazos estirados

hacia abajo y sentado con los brazos levantados al nivel del corazón. En total cada

participante fue medido cuatro veces: dos para la medida supina y una vez para cada

una de los restantes posturas. La duración de la medida para cada una de las posturas

fue de 100 segundos. Fue elegida esta duración porque parećıa suficiente para comparar

los resultados teniendo en cuenta que se realizaban cuatro medidas por persona.
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Figura 4.7: Diagrama de bloques del procesado de la componente verde de la
señal RGB para obtener el pulso card́ıaco

4.3.2 Extracción de la serie PP basado en smartphone

La componente verde de la señal RGB de la cámara del smartphone es la que aporta más

información para la medida del pulso [176]. Por eso, una vez hemos obtenido la RGB tal

como se ha explicado en secciones anteriores, nos quedamos con la componente verde

para obtener la señal de pulso. Una vez están corregidas las pérdidas de fotogramas

detectadas, tratamos la señal con la finalidad de obtener el pulso card́ıaco siguiendo los

pasos mostrados en la figura 4.7. En concreto, filtramos la señal para reducir el ruido

con un filtro Butterworth de segundo orden paso bajo con una frecuencia de corte de 4

Hz. Luego, filtramos la señal con un filtro Butterworth de segundo orden paso alto con

frecuencia de corte 1.5 Hz para filtrar la ĺınea base y analizar la derivada de la señal de

SPPG. Después interpolamos la señal a 1 kHz mediante una interpolación cúbica de 3

puntos para aumentar la resolución temporal. Finalmente, la señal interpolada se filtra

paso bajo a 10 Hz con un filtro de Butterworth de orden 2 para reducir el ruido que

puede ser introducido por la interpolación.

Una vez que la señal está interpolada y filtrada, consideramos que la señal ya está

acondicionada para detectar el pulso card́ıaco. En este caso hemos utilizado un algoritmo

para detectar el pulso card́ıaco más sofisticado que la función de MATLAB para buscar

picos.

Los picos de la onda SPPG se obtienen utilizando un umbral adaptativo. El valor inicial

del umbral se obtiene a partir del 70 % de la desviación estándar de los primeros 5

segundos de señal. Se calcula un umbral adaptativo a partir de 0.5 veces la media de los

últimos cinco picos detectados. Además se le aplica un coeficiente de corrección cuando

el pico es mayor que 2.5 veces el pico actual para evitar cambios abruptos. La siguiente

fase es la propia detección de los picos a partir del umbral adaptativo. Los picos son

detectados a partir de los cruces de la señal del umbral de abajo hacia arriba. El pico

es detectado buscando el máximo durante los siguientes 400 ms, 12∗N(N=33 factor de

interpolación) muestras. A partir de las diferencias entre los picos obtenemos la serie

temporal pulso a pulso (PP).

4.3.3 Índices de variabilidad de frecuencia card́ıaca

A partir de la serie PP del smartphone además de calcular la media de estos intervalos

(media NN), se han calculado los siguientes ı́ndices de VFC para evaluar el error cometido
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respecto al ECG: SDNN, RMSSD y LF/HF. Estos ı́ndices son los más utilizados y se

han calculado siguiendo el estándar [37] que los describe como:

• SDNN: desviación estándar de todos los intervalos NN

• RMSSD: ráız cuadrada de la media de la suma de los cuadrados de las diferencias

entre sucesivos intervalos NN

• LF/HF: ratio entre potencia en baja frecuencia (0.04-0.15 Hz) y alta potencia

(0.15-0.4 Hz)

4.3.4 Análisis de los datos

La figura 4.8 muestra los diferentes pasos realizados para analizar los datos. Las series

PP y RR se han alineado automáticamente mediante la maximización de los coeficientes

de la correlación intraclase (ICC). Para evaluar el error se ha utilizado la desviación

estándar del error (SDE) y se ha calculado la correlación entre las series expresada por

los coeficientes de ICC. Se ha utilizado la correlación ICC en lugar de la Pearson, porque

la ICC no ignora el sesgo sistemático aśı que no solo evalúa la correspondencia sino

también la concordancia. Además se han calculado tres ı́ndices de VFC para registros

cortos en ambas series para analizar las diferencias entre ellos: SDNN, RMSSD y LF/HF.

Finalmente, se ha empleado un análisis de varianzas (ANOVA) de tercer orden para

evaluar si el SDE, ICC y los errores relativos de los ı́ndices VFC obtenidos estaban

influenciados por el modelo de smartphone, la postura y el sujeto. Adicionalmente, se

Figura 4.8: Diagrama de bloques del análisis de las series temporales RR y PP
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ha realizado un t-test de Student pareado para comparar las diferencias en el SDE entre

los dispositivos MX y S5 por cada postura.

4.3.5 Rendimiento de la aplicación móvil diseñada

Se ha evaluado el rendimiento de la aplicación a nivel de consumo de CPU y de GPU. Pa-

ra ello se ha utilizado la aplicación Trepn Profiler (https://play.google.com/store/

apps/details?id=com.quicinc.trepn&hl=en_US), esta aplicación es una herramienta

de diagnóstico del rendimiento diseñada por Qualcomm. Espećıficamente se ha utilizado

para medir el uso de la CPU y GPU de la aplicación. Hemos obtenido que la carga de

la CPU en el S5 fue de 43.8 % ± 11.6 que es mayor que para el MX 34.4 % ± 6.3. Por

otro lado la carga de la GPU para el S5 fue de 15.3 % ± 0.61 que es también mayor que

para el MX 6.21 % ± 1.21. A pesar de la diferencia en el rendimiento de la CPU y GPU

para ambos móviles, estos resultados nos muestran que ambos modelos de smartphone

tienen la suficiente capacidad computacional para realizar las tareas requeridas.

4.3.6 Resultados

En la tabla 4.2 se muestra la media ± SD del SDE y el ICC para todas las medidas

realizadas en cada postura y para cada modelo de smartphone. De esta tabla se desprende

que existe una alta correlación ICC (r>0.95) entre la serie PP y la serie RR en todas las

posturas para ambos modelos de smartphone. Para todas las posturas el SDE es menor

en el S5 que en el MX. El análisis ANOVA de tercer orden muestra que el SDE depende

del sujeto de medida y del modelo de smartphone pero no hay diferencias significativas

asociadas a la postura del sujeto. Analizándolo más en profundidad, el t-test de Student

pareado no muestra diferencias significativas del SDE entre el S5 y el MX en ambas

posturas sentadas. Sin embargo, se han encontrado diferencias significativas (p<0.05)

para la posición supina donde el error del S5 es menor que el MX.

Los resultados del error relativo entre la media del RR y los ı́ndices VFC obtenidos por

la banda Polar y los obtenidos por el smartphone se muestran en la tabla 4.3. El ANOVA

de tercer orden muestra que para la media del RR hay diferencias significativas según el

Tabla 4.2: Medida del error de la serie PP respecto a la Polar

Postura SDE (ms) media ± SD ICC (.r) media ± SD

MX S5 MX S5

Sentado a nivel del corazón 7.81 ± 3.81 5.67 ± 2.50 0.98 ± 0.011 0.99 ± 0.0093

Sentado brazos bajados 7.88 ± 2.48 7.08 ± 2.64 0.97 ± 0.024 0.96 ± 0.026

Supina 6.83 ± 2.32 5.20 ± 2.19 0.98 ± 0.026 0.99 ± 0.0093

https://play.google.com/store/apps/details?id=com.quicinc.trepn&hl=en_US
https://play.google.com/store/apps/details?id=com.quicinc.trepn&hl=en_US
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Tabla 4.3: Error relativo de la media de RR y los ı́ndices de VFC entre la banda
Polar y los smartphones expresados en media ± SD

Postura eRRmedio ( %) eSDNN ( %) eRMSSD ( %) eLF/HF ( %)

MX S5 MX S5 MX S5 MX S5

Sentado
a nivel
del co-
razón

0.12 ±
0.10

0.18 ±
0.006

4.25 ±
1.28

2.68 ±
2.01

13.6 ±
8.02

11.4 ±
8.26

16.6 ±
14.0

11.9 ±
11.4

Sentado
brazos
baja-
dos

0.094
± 0.04

0.15 ±
0.03

5.00 ±
2.73

5.24 ±
3.14

18.0 ±
20.2

39.3 ±
35.6

16.5 ±
9.38

27.2 ±
12.1

Supina 0.092
± 0.06

0.18 ±
0.02

5.02 ±
2.99

3.31 ±
2.04

14.6 ±
10.9

9.4 ±
5.62

15.3 ±
11.6

16.07
± 9.74

modelo del smartphone (p<0.001) pero no según el sujeto ni la postura. El error relativo

de la media del RR es pequeño para ambos smartphones.

Se han encontrado diferencias significativas en el error relativo del SDNN en el sujeto

(p<0.001) y en el modelo del smartphone pero no hay diferencias en la postura. El

error relativo del SDNN para el S5 es menor que en el MX. Además, se han encontrado

diferencias significativas en el error relativo del RMSSD en el sujeto (p<0.001) y la

postura (p<0.05) pero no en modelo de smartphone. El error relativo del RMSSD es más

elevado para la postura sentado con los brazos bajados. Finalmente, el sujeto tiene un

efecto significativo en el error de LF/HF (p<0.001) pero no hay diferencias significativas

asociadas a la postura del sujeto ni al modelo del smartphone.

4.3.7 Discusión

En este estudio se han encontrado diferencias asociadas al modelo de smartphone en

el SDE y la media del SDE es menor en el S5 que en el MX. Esto puede deberse a la

distinta disposición de la iluminación de la cámara. Aunque el MX tiene dos emisores

de luz y el S5 uno, la luz emitida por el S5 es más intensa que la del MX. Además otros

factores relacionados con las especificaciones de la cámara tales como la sensibilidad o

un post-procesado embebido pueden afectar.

Por otro lado, se han encontrado diferencias significativas del error relativo del RMSSD

asociado a la postura del sujeto. Sin embargo, las diferencias del error absoluto de

RMSSD asociado a la postura del sujeto no eran estad́ısticamente significativas. Además,

hay diferencias significativas del RMSSD asociadas a la postura. Más sujetos deben ser

medidos para explicar la influencias de la postura en el error del RMSSD.
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4.3.8 Conclusiones

Se ha desarrollado una aplicación de smartphones para la adquisición en tiempo real de

los intervalos PP mediante el procesado de imagen fotograma a fotograma. Además, los

resultados indican que el error relativo de la media del RR es muy bajo y la SDE es 7.81

± 3.81 ms en el peor caso. Se ha encontrado que el modelo del smartphone tiene una

influencia significativa en el error relativo del SDNN, el cual es menor usando el S5 que

el MX. Entonces, esto sugiere que el S5 puede ser más adecuado que el MX para esta

aplicación.

Acerca de los errores relativos de los ı́ndices de VFC obtenidos: el error relativo de

SDNN es aceptable pero el del RMSSD y LF/HF puede ser demasiado elevado según el

escenario de uso.

Estos resultados tienen la principal limitación de que el gold estándar es la banda polar

y no la señal del ECG adquirida con electrodos. Por otro lado, la postura con brazos

bajados resultaba poco natural lo que dificultaba la medida.

El hecho de tener los móviles en distintas manos puede introducir variaciones debido a

la diferencias en el tiempo de llegada del pulso. Como trabajo futuro, las medidas se

deberán realizar siempre en la misma mano para evaluar la influencia de los móviles.

Puede haber diferencias entre móviles pero se deben realizar un mayor número de me-

didas. La realización de algunas medidas ha costado bastante debido a que el dedo debe

estar correctamente puesto. Como trabajo futuro, se debeŕıa facilitar a los sujetos la

correcta ubicación el dedo.

Para aumentar la fiabilidad de las medidas de VFC está recomendado que duren 5

minutos. Por ello como trabajo futuro queda evaluar las diferencias del VFC en pruebas

de duración de 5 minutos para que sean más fiables. Por otro lado, es necesario realizar

pruebas con un mayor número de sujetos para sacar conclusiones más firmes.

4.4 Evaluación del error en la medida del pulso card́ıaco

con la cámara del móvil y de la VFC con respecto al

ECG y PPG: influencias del modelo de smartphone y

respiración

4.4.1 Introducción

Se han realizado una serie de medidas con el objetivo de comparar la adquisición de la

serie PP obtenida con el smartphone (SPP) y la serie RR adquirida con el ECG utilizado

como referencia. Además, en estas medidas también se ha utilizado un fotopletismógrafo
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Figura 4.9: Ejemplo del cronograma del protocolo de medida con diferentes
modelos de smartphone y frecuencias respiratorias (FR). Para cada espacio de
tiempo, se muestra la frecuencia respiratoria y el modelo de smartphone utili-
zado

comercial para comparar los errores con respecto al ECG del fotopletismógrafo y el

smartphone. Para mejorar la ergonomı́a a la hora de utilizar la aplicación se ha diseñado

una carcasa que ayuda a colocar el dedo correctamente en la cámara y se han realizado

las medidas usando esta carcasa. Estas medidas se han utilizado para buscar el punto

fiducial donde el error entre la serie RR y SPP es menor. En estas medidas también

se ha evaluado la influencia en el error de la respiración y del modelo de smartphone

empleado y se han comparado las distintas fuentes posibles de error.

4.4.2 Datos recogidos

Se reclutaron 23 sujetos sanos para estas pruebas de edades comprendidas entre los 22

a 56 años, los cuales 18 fueron hombres y 5 mujeres. Todos los participantes dieron su

consentimiento informado y las pruebas fueron realizadas siguiendo los principios de la

Declaración de Helsinki [177]. El ECG fue medido con 3 electrodos (3M Red Dot 2560)

pegados a la piel colocados en la derivación estándar I y la señal de pulso fue medida con

el fotopletismógrafo (SS4LA) colocado en el dedo medio de la mano derecha. El ECG

y el PPG fueron adquiridos a 5 kHz con el dispositivo de adquisición Biopac MP36. La

señal de fotopletismograf́ıa adquirida con el smartphone (SPPG) fue adquirida con dos

modelos distintos el Samsung Galaxy S5 (S5) y el Motorola Moto X (MX), ambos a una

frecuencia de muestreo de 30 Hz tal y como se describió en la sección 4.2. Se usaron estos

dos smartphones porque como se comentó en la sección 4.2.2.1 la disposición del flash

LED y la cámara son distintas. En las medidas, el smartphone se coloca siempre en el

dedo ı́ndice de la mano derecha por ello estas medidas fueron realizadas dos veces, una

para cada modelo de smartphone empleado. El orden del modelo de smartphone utilizado

en cada medida fue aleatorizado. Después de un peŕıodo de 5 minutos de estabilización

del ritmo card́ıaco, seis medidas consecutivas de 5 minutos fueron realizadas bajo tres

patrones respiratorios diferentes: respiración libre (RL), controlada a 6 respiraciones

por minuto (rpm) y controlada a 15 rpm. Las secuencias de patrones respiratorios han

sido también aleatorizadas. La duración de cada medida fue de 5 minutos porque se

pretenden medir ı́ndices VFC sobre segmentos cortos los cuales tienen una duración de

5 minutos [37]. Los sujetos permanecieron sentados durante toda la prueba. Un ejemplo
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(a) Carcasa S5 (b) Carcasa MX

Figura 4.10: Modelo 3D de las carcasas para cada uno de los smartphones

del cronograma del protocolo de medida se muestra en la figura 4.9. Con estas medidas,

el ECG, PPG, SPPG se miden simultáneamente para evaluar las diferencias entre ellos

relacionadas con el modelo del smartphone y los patrones respiratorios y para comparar

el grado de acuerdo de la VFC entre ellos.

4.4.3 Diseño de la carcasa

Para que la señal de pulso pueda ser adquirida de forma precisa, el dedo debe estar sobre

el flash y el objetivo de la cámara en una manera adecuada y reproducible. Por ello, se

ha diseñado una carcasa para el smartphone para reducir la variabilidad causada por

cambios en la colocación del dedo. En investigaciones previas, se ha encontrado que el

posicionamiento del dedo tiene un papel importante en la adquisición del SPPG. En con-

creto, pueden aparecer algunos artefactos en la señal PPG debido a ligeros movimientos

del dedo.

La carcasa diseñada tiene dos partes: una parte ŕıgida sobre el smartphone con un

agujero sobre la cámara y la otra parte que tiene la forma de la mitad de un dedal

y forma una pinza. Por tanto, la carcasa diseñada puede ayudar a obtener medidas

más fiables evitando posicionamientos inadecuados del dedo y movimientos del dedo no

deseados. El diseño de la carcasa para el S5 se muestra en la figura 4.10(a) y para el MX

en la figura 4.10(b).

4.4.4 Procesado de la señal ECG, PPG y SPPG

Las señales ECG, SPPG, PPG fueron procesadas offline para obtener las series tempo-

rales latido a latido. Se ha utilizado el detector del complejo QRS Pan-Tompkins [178]

para obtener la serie RR a partir del ECG y después de la detección, la localización del

complejo QRS ha sido refinada usando corrección por plantilla.
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Tabla 4.4: Frecuencias de corte usadas en el procesado de la señal PPG y SPPG

Punto Fiducial Frecuencia paso alto (Hz) Frecuencia paso bajo (Hz)

FP 1 0.846 5.303

FP 2 0.107 2.726

FP 3 0.752 3.507

Figura 4.11: Ejemplo de la señal PPG con diferentes puntos fiduciales (FP):
FP1 es el inicio de la señal PPG, FP2 es el máximo de la primera derivada de
la señal y FP3 es el máximo de la segunda derivada

La llegada de la onda de pulso a partir del SPPG se ha detectado en los tres puntos

fiduciales. Primero, se filtra la señal paso banda usando un filtro Butterworth de orden

4 bidireccional para eliminar la derivas de ĺınea base y reducir el ruido. Para cada punto

fiducial, se han utilizado las diferentes frecuencias del filtro que minimizan la desviación

estándar error entre las series RR y PP. Estas frecuencias fueron encontradas en un

trabajo previo [179] y son mostradas en la tabla 4.4. Segundo, la señal filtrada es inter-

polada de 30 Hz a 5 kHz mediante una interpolación cúbica de 3 puntos para obtener la

misma resolución temporal en SPPG que en PPG y ECG. Tercero, para reducir el ruido,

la señal interpolada es filtrada paso bajo a 10 Hz con un filtro de Butterworth bidirec-

cional de orden 4. Entonces, los picos de pulso se detectan con un umbral adaptativo

para cada punto fiducial. Los puntos fiduciales se muestran en la figura 4.11 y se definen

como: mı́nimo de la señal (FP1), máximo de la primera derivada (FP2) y máximo de

la segunda derivada (FP3). Estos puntos fiduciales han sido ampliamente utilizados en

la literatura existente [84, 180, 181]. Por tanto, la serie pulso a pulso obtenida por el

smartphone (SPP) ha sido obtenida para cada punto fiducial.

Los métodos de filtrado y detección de picos del pulso mencionados anteriormente, tam-

bién se han utilizado para obtener la serie temporal PP obtenida a partir de la señal

PPG del Biopac. La presencia de valores aberrantes en las series PP y SPP han sido

detectados mediante inspección visual para detectar la presencia de artefactos en la señal

debido a movimientos. Se ha considerado como valor aberrante un intervalo PP o SPP

si difiere más de 30 ms del intervalo RR. Finalmente, aquellas medidas en las que más

del 10 % de sus picos PP son valores aberrantes o 5 picos consecutivos toman valores
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Figura 4.12: Ejemplo de las tres señales adquiridas: ECG,PPG y SPPG y los
intervalos de tiempo obtenidos latido a latido: RR,PP y SPP

aberrantes fueron rechazadas para el análisis. Un total de 138 medidas fueron registra-

das (23 sujetos por 3 frecuencias de respiración y 2 smartphones). 13 medidas del MX

y 1 del S5 han sido descartadas debido a la presencia de artefactos. Por los tanto, 124

medidas han sido consideradas en este estudio.

La figura 4.12 muestra un ejemplo de las señales adquiridas mencionadas anteriormente:

ECG, PPG y SPPG. Esta figura muestra los intervalos de tiempo latido a latido que se

obtienen para cada señal: RR, PP y SPP respectivamente.

4.4.5 Evaluación del error y análisis estad́ıstico de los datos

Las series temporales RR, PP y SPP deben ser alineadas para poder evaluar el error.

Por eso, estas series se han sincronizado para obtener las series alineadas con el mismo

número de muestras. Este proceso consiste en que una serie temporal es retrasada o

avanzada respecto a la otra un número finito de muestras hasta que se maximiza el

coeficiente de correlación intraclase (ICC) de Fisher. Debido a que las series temporales

son medidas casi en el mismo momento, se ha buscado el máximo de ICC mediante el

avance o retraso de no más de 10 latidos [182].

La desviación estándar del error (SDE) se ha utilizado para cuantificar el error entre los

distintos métodos: SPP, PP y RR. Además, se ha utilizado para encontrar el mejor punto

fiducial, aquel que minimiza el SDE. El test de Mack-Skilling [183] es una extensión del

test de Friedman no parámetrico ANOVA de segundo orden que se utiliza para diseños

de bloque no balanceados e incompletos, cuando el número de observaciones para cada

tratamiento y bloque es uno o mayor. Este método se ha utilizado para testear las

diferencias del SDE entre puntos fiduciales para todos los sujetos. Además para analizar

las diferencias significativas entre pares de puntos fiduciales, se ha realizado el test de

Mack-Skilling para todos los pares de puntos fiduciales. Después, se ha utilizado la
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corrección de Holm para ajustar los p-valores del test en comparaciones múltiples [184].

Además, la correlación entre las series SPP, PP y RR se ha evaluado con el ICC.

La SDE también se ha utilizado para estudiar las influencias del modelo de smartphone

y de la respiración en el error. Las influencias en el SDE se han analizado a partir del test

ANOVA de segundo orden no parámetrico (test de Friedman). Se utilizaron métodos no-

paramétricos porque los residuos de la regresión no estaban normalmente distribuidos.

Para cada uno de los tipos de respiración, se ha utilizado un test de Friedman para

analizar las diferencias entre smartphones. Del mismo modo, para cada smartphone, un

test de Friedman se ha utilizado para analizar las diferencias entre respiraciones. El test

post-hoc de Nemeyi se ha utilizado para comparar los tipos de respiración entre ellos

[185].

El grado de acuerdo de los ı́ndices de VFC entre los métodos se ha obtenido usando

el método Bland-Altman (BA) y también se ha evaluado la influencia del modelo del

smartphone en este grado de acuerdo. Este método se ha usado para evaluar no sólo

la exactitud sino también la precisión de los ı́ndices VFC. El test Mack-Skilling se ha

utilizado para testear las diferencias de los ı́ndices de VFC entre los modelos de smartp-

hone para todos los sujetos. La media y la SD de las diferencias y el 95 % ĺımites de

acuerdo (LA) (±1.96 ∗ SD) se han calculado. Las series temporales RR se han tomado

como método de referencia y se han calculado la media del NN y tres ı́ndices de VFC

para registros cortos: SDNN, RMSSD y LF/HF. Para cuantificar el grado de acuerdo,

también se ha utilizado el ratio BA, que se calcula como la mitad del rango entre los LA

divido por la media de las medias pareadas de las medidas. Se define como buen acuerdo

si el ratio BA ≤ 10, como moderado si el ratio BA está ente 10 y 20 e insuficiente si el

ratio está por encima de 20 [186]. Los datos han sido procesados y analizados usando R

3.3.1 y MATLAB 2016b.

4.4.6 Evaluación de diferentes fuentes de errores

Las desviaciones de la serie pulso a pulso obtenidas con el fotopletismógrafo y el smartp-

hone con respecto a las series latido a latido derivadas del ECG, pueden ser atribuidas

a diferentes razones tales como una inadecuada detección del pulso causadas por limi-

taciones del sistema, artefactos, ruido o variabilidad en el tiempo de llegada del pulso

(PAT). La figura 4.13 muestra un diagrama de bloques de los métodos de procesado

utilizados para obtener diferentes señales que puedan ser analizadas para evaluar las

diferentes fuentes de error asociadas a las diferentes partes del método propuesto. Cabe

remarcar que la señal obtenida SPPG se adquiere con una frecuencia de muestreo de

30 Hz pero el ECG y el PPG se adquieren a 5 kHz. Por eso, la señal de SPPG ha sido

interpolada a 5 kHz. La SDE ha sido utilizada para evaluar las principales fuentes de

errores. Las siguientes fuentes de error pueden ser distinguidas:
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Figura 4.13: Diagrama de bloques de los métodos de acondicionamiento de señal
anteriores a la detección del pulso. El filtrado paso banda y el método de inter-
polación son los detallados en la sección 4.4.4. El diezmado filtra paso bajo la
entrada para evitar el aliasing y submuestrea el resultado.

a) Errores asociados al método de adquisición de señal incluyendo las limitaciones hard-

ware (potencia del flash, sensor de la cámara) y software (Android SO, aplicación

diseñada) del smartphone usado, comparando el SDE del SPP y PPDFI

b) Errores asociados a la pérdida de información del SPP debido a utilizar una frecuencia

de muestreo baja, evaluando las diferencias del SDE entre PP y PPDIF

c) Errores asociados a la influencia en el algoritmo de la frecuencia de muestreo, com-

parando las diferencias del SDE entre PP y PPDFI

4.4.7 Resultados

4.4.7.1 Comparación de las series PP y SPP con respecto al RR: influencia

de los puntos fiduciales

La tabla 4.5 muestra los resultados del SDE de la serie de intervalos RR entre ECG,

smartphone (SPP) y fotopletismógrafo (PP). Se han encontrado diferencias significativas

entre los puntos fiduciales FP2 y FP3 y entre FP1 y FP2 para RR-SPP, RR-PP y PP-

SPP y entre FP1 y FP3 para RR-PP y PP-SPP. Los valores de ICC obtenidos son

similares y cercanos a 1 para todos los puntos fiduciales. Además, la mediana del SDE

del FP2 es menor que del FP1 y FP3 para RR-SPP y RR-PP. Entonces, el punto fiducial

FP2 ha sido utilizado para el resto del análisis. Tenemos que para este punto fiducial, la

mediana del SDE para RR-PP (4.9 ms) es menor que RR-SPP (5.4 ms) pero es mayor

que el PP-SPP (3.95 ms).

4.4.7.2 Evaluación de las diferentes fuentes de errores

La tabla 4.6 muestra los resultados de la desviación estándar de los errores que se

han obtenido para evaluar las fuentes de errores. Estos resultados se han calculado
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Tabla 4.5: Resultados para los distintos puntos fiduciales

Punto fiducial RR–SPP RR–PP PP–SPP

SDE ms

FP1 (n=124) 6.54 (5.00–8.48)∗ 5.42 (4.01–7.99)∗ 4.75 (3.93–5.91)

FP2 (n=124) 5.4 (4.06–7.35)† 4.90 (3.30–6.99) † 3.95 (2.98–5.09) †
FP3 (n=124) 6.2 (4.34–7.89) 5.24 (3.6–7.86) ‡ 3.34 (2.59–4.6) ‡
ICC

FP1 0.995 (0.988–0.998) 0.997 (0.993–0.999) 0.998 (0.991–0.999)

FP2 0.997 (0.992–1) 0.998 (0.994–1) 0.999 (0.995–1)

FP3 0.996 (0.99–0.999) 0.997 (0.994–0.999) 1 (0.997–1)

Los datos se presentan como mediana y rango intercuartil (Q25 %–Q75 %). P-
valores aplicando el ajuste de Holm: entre FP1 y FP2 p<0.05∗, entre FP2 y
FP3 p<0.05†, entre FP1 y FP3 p<0.05 ‡

Tabla 4.6: SDE de las series utilizadas para evaluar las fuentes de errores

SDE mediana (Q25 %–Q75 %) ms

SPP–PPDFI PP–PPDFI PP–PPDIF RR–PPDFI

4.01 (3.00–5.01) 0.28 (0.23–0.36) 0 (0–0)∗ 4.93 (3.31–6.89)

∗ Aunque la mediana el rango intercuartil es 0, el rango del error es (0; 0.24)

con el punto fiducial 2. La mediana del SDE de SPP–PPDFI es ligeramente superior

al PP–SPP que ha sido mostrado previamente en la tabla 4.5. Además, el rendimiento

del algoritmo para distintas frecuencias de muestreo (PP–PPDFI) es bastante similar.

Además, el error asociado a la pérdida de información debido a una baja frecuencia de

muestreo (PP–PPDIF) puede ser despreciado. El error de RR–PPDFI simula la situación

de un fotopletismógrafo validado con la misma frecuencia que el smartphone (RR-SPP)

y áısla las diferencias asociadas a ambos sensores.

4.4.7.3 Desviación de estándar del error entre RR-SPP, RR-PP y PP-SPP:

influencia del smartphone y de la respiración

La tabla 4.7 muestra la SDE de las series temporales en diferentes condiciones respirato-

rias y para ambos modelos de smartphone. Se han encontrado diferencias significativas

en el SDE del RR-PP para el S5 ente RL y FR=15 (p<0.05). Por otro lado, las di-

ferencias del SDE SPP-PP son significativas para el S5 entre RL y FR=6 (p<0.05).

En cuanto a las influencias del smartphone, se han encontrado diferencias significativas

para FR=15 entre el S5 y el MX (p<0.05). Aunque estas diferencias son significativas,
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Tabla 4.7: SDE de RR-SPP, RR-PP y PP-SPP por respiración y modelos de
smartphone

S5 MX

RL
(n=22)

FR=6
(n=23)

FR=15
(n=23)

RL
(n=18)

FR=6
(n=19)

FR=15
(n=19)

RR-SPP 5.82
(4.27-7)

5.16
(3.98-
6.11)

5.42
(3.87-
7.54)

5.26
(3.55-
7.84)

5.82
(4.21-7)

6.02
(4.25-
8.73)

RR-PP 4.94 (3.4-
6.55)*

5.21
(3.77-
6.58)

5.25
(3.74-
7.71)

4.41
(3.18-
7.55)

4.73 (2.8-
6.84)

4.9 (3.33-
7.14)

PP-SPP 3.15
(2.75-
4.62)
†

4.17
(3.01-
4.88)

3.35
(2.82-
4.35)
‡

3.68
(3.12-
4.37)

4.3 (3.55-
6.93)

4.72
(3.48-
5.74)

FR es frecuencia de respiración en respiraciones por minuto y RL significa res-
piración libre. Los resultados se expresan en mediana (Q25 %-Q75 % IQR) en
ms. RL-FR15 p<0.05*; RL-FR6 p<0.05† y MX-S5 p<0.05‡

son pequeñas y van desde 0.5 ms hasta 1 ms aproximadamente. Por tanto, podemos

decir que los resultados en términos del SDE son muy parecidos para ambos modelos de

smartphone en las tres condiciones de respiración.

4.4.7.4 Acuerdo entre SPP-RR, PP-RR y SPP-PP de los ı́ndices de VFC

e influencia del modelo del smartphone

La tabla 4.8 muestra los resultados del análisis de los LA de los ı́ndices de VFC entre

las series SPP, PP y RR. Para evaluar la influencia del smartphone en los ı́ndices de

VFC, se han seleccionado las medidas que están en ambos modelos de smartphone para

todas las combinaciones de sujeto y tipo de respiración, aśı que hemos descartado 14

muestras (1 MX y 13 S5), quedando un total de 110 medidas. Se encontraron diferencias

significativas asociadas al smartphone en el SDNN, RMSSD y LF/HF. Los LA del 95 %

del NN y SDNN para el S5 son menores que para el MX pero los del RMSSD para el

S5 son mayores que para el MX. Por otro lado, se debe resaltar que se encontró buen

acuerdo para el NN, SDNN y RMSSD del SPP-RR pero un acuerdo insuficiente para el

LF/HF.

En la figura 4.14 podemos ver los gráficos de dispersión de la media de la diferencia y

los LA de los ı́ndices de VFC para SPP-RR y PP-RR. Esta figura muestra que los datos

están dispersos uniformemente a largo del eje horizontal para NN, SDNN y RMSSD
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Tabla 4.8: Sesgo y ĺımites de acuerdo Bland-Altman de los ı́ndices VFC entre
SPP, RR y PP para cada modelo de smartphone

SPP-RR PP-RR SPP-PP

S5 (n=55) MX (n=55) S5 MX S5 MX

NN (ms) 0.06 ± 1.64 0.3 ± 2.72 -0.37 ± 1.83 0.07 ± 3.11 0.43 ± 1.88 0.23 ± 3.44

SDNN (ms) 1.19 ± 2.75 1.68 ± 2.79‡ 0.97 ± 3.07 0.74 ± 4.42 0.22 ± 1.79 0.93 ± 4.11

RMSSD (ms) 1.43 ± 4.07 2.91 ± 3.56‡ 0.81 ± 5.87 1.2 ± 5.01 0.62 ± 4.37 1.7 ± 4.33‡
LF/HF (n.u) -0.7 ± 4.1 -1.3 ± 5.62‡‡ -0.49 ± 4.53 -0.45 ± 3.21 -0.2 ± 2.14 -0.85 ± 4.29‡‡
BA ratio

NN ( %) 0.18 0.29 0.2 0.34 0.2 0.37

SDNN ( %) 3.87 3.86 4.33 6.16 2.5 5.66

RMSSD ( %) 7.15 6.15 10.36 8.79 7.62 7.42

LF/HF ( %) 52.35 66.43 57.16 36.07 28.25 52

Sesgo ± 95 % intervalo de confianza de los ĺımites de acuerdo. P-valores de las
diferencias estad́ısticas de las medias: p<0.05‡ and p<0.001‡‡ Mack-Skilling

pero hay una tendencia de las diferencias negativa y proporcional a la magnitud de la

medida en LF/HF tanto para el S5 y como para el MX.

4.4.8 Discusión

La desviación estándar del error de la series SPP y PP han sido obtenidas para cada

punto fiducial. El SDE más bajo ha sido obtenido para el FP2 pero las diferencias son

pequeñas, alrededor de 1 ms. Para este punto fiducial, el error cometido en la estimación

de la serie temporal RR usando el smartphone (RR–SPP=5.4 ms) es sólo un 10 % mayor

que usando un fotopletismógrafo (RR–PP=4.9 ms). Como era de esperar, debido a que

PP y SPP se obtienen a partir de la señal de la onda de pulso, la mediana del SDE

PP-SPP (3.95 ms) es menor que la del RR-PP que es menor que la del SPP-RR.

Las fuentes posibles de mayor error en el smartphone que en el fotopletismógrafo son las

diferentes frecuencias de muestreo y los dispositivos empleados. En cuanto a lo primero,

los resultados obtenidos cuando la señal de pulso se muestrea a baja frecuencia (30 Hz)

y está libre de ruido (PPG), muestran que si se le aplica una interpolación cúbica, la

pérdida de información debido a esta frecuencia es despreciable. Por lo tanto, la señal

SPPG (30 Hz) debe ser filtrada para reducir el ruido antes de ser interpolada a 5 kHz,

Además, se ha evaluado el error cometido cuando el algoritmo empleado es muestreado

a baja frecuencia (30 Hz) y la señal es libre de ruido (PPG) y es bajo (0.28 ms).

En cuanto al dispositivo empleado, la diferencia entre ellos (SPP-PP) es alrededor de 4

ms. Este no está solo asociado al smartphone puesto que de otro modo el incremento en

el error ente el RR–SPP y RR–PP seŕıa mayor. Entonces, esta diferencia puede estar

relacionada por la manera en que se realiza la medida. De ah́ı, que no todo el error
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Figura 4.14: Sesgo y ĺımites de acuerdo del Bland-Altman de los ı́ndices VFC.
La primera columna muestra los resultados para SPPS5-RR, la segunda para
SPPMX-RR y la tercera para PP-RR

en el PPG (RR–PP) es debido a la variabilidad del PAT. Por lo tanto, el error en el

smartphone (RR–SPP) no sólo está asociado con el propio dispositivo sino también está

relacionado con el PAT y como la medida ha sido realizada.

La SDE para diferentes modelos de smartphone y ritmos respiratorios ha sido evaluada

para estudiar su influencia en las medidas de SPPG y PPG. Se ha encontrado que las

diferencias en el SDE pueden ser significativas entre algunos ritmos respiratorios pero

son pequeñas y van desde 0.5 ms a 1 ms. La SDE de ambos modelos de smartphone es

similar.

Los ı́ndices de VFC de las series SPP, PP y RR han sido comparados. El análisis Bland-

Altman realizado muestra no sólo la exactitud sino también la precisión. Los LA de los

ı́ndices VFC cuando se comparan SPP-RR son un poco menos exactos pero más precisos

que los PP-RR, esto puede ser debido a que el PP fue medido en el dedo medio mientras

que el SPP fue medido en el dedo ı́ndice. El ratio BA muestra buen acuerdo para el NN,



62 Caṕıtulo 4 Evaluación de la VFC con smartphone

SDNN y RMSSD pero acuerdo insuficiente para el LF/HF en las tres comparaciones:

SPP-RR, PP-RR y el SPP-PP. El LF/HF del PP y SPP es menor en comparación con el

LF/HF obtenido del RR. Esta disminución puede estar asociada a los componentes de la

arritmia sinusal respiratoria. Estas componentes (actividad de alta frecuencia) pueden

ser más pronunciadas en la señal del PPG y SPPG y por eso el LF/HF del PP y SPP

puede decrecer [187].

El BA muestra que para el SPP-RR, el sesgo y la precisión del NN, SDNN, RMSSD y

LF/HF son bastante similares para el S5 y el MX.

Los LA y el ratio BA de los ı́ndices VFC para el SPP-RR son mejores que los reportados

previamente en un estudio similar [84]. Una posible explicación para estas diferencias

puede ser que la frecuencia de muestreo de la cámara del smartphone del mencionado

estudio no era estable y oscilaba entre los 20 y 30 Hz mientras que en nuestro estudio

estaba fijada a 30 Hz.

4.4.9 Conclusiones

El análisis de las medidas realizadas demuestran que el smartphone es un instrumento

de medida válido para la medida de algunos parámetros de la VFC. Se han evaluado las

diferencias entre el PPG basado en la cámara del smartphone, ECG y PPG de referencia.

El error entre las series SPP y RR se ha minimizado con el punto fiducial en el máximo de

la primera derivada (FP2). El error debido a que la frecuencia de muestreo de la cámara

del smartphone es 30 Hz ha sido compensado mediante la interpolación empleada. El

SDE obtenido entre el SPP y RR está alrededor de 5.4 ms, es similar al obtenido entre el

PP y RR. Además, se han obtenido SDE similares para ambos modelos de smartphone y

los tres patrones respiratorios. Por otro lado, se han obtenido los LA entre los métodos:

smartphone, ECG y PPG. Se han obtenido LA similares para el SPP-RR y PP-RR para

los ı́ndices de VFC. Se ha encontrado buen acuerdo del SPP-RR para NN, SDNN y

RMSSD pero insuficiente acuerdo del LF/HF. Finalmente, la diferencias del SPP-RR

entre los modelos de smartphone de los LA son pequeñas. Por lo tanto, el smartphone

puede ser utilizado para medir NN, SDNN y RMSSD de forma precisa y las diferencias

entre modelos de smartphone son pequeñas.



Caṕıtulo 5

Análisis conjunto de la actividad

f́ısica y ritmo card́ıaco mediante

smartphones

5.1 Introducción

Durante los últimos años se ha registrado un envejecimiento progresivo de la población

en Europa. Además, se estima que este envejecimiento va en aumento, en concreto se

calcula que el porcentaje de gente mayor de 60 años pasará de un 14 % en 2010 a un 22 %

en 2050 [1]. De ah́ı que, a distintos niveles, organismos oficiales estén promocionando la

adherencia a hábitos de vida saludables en este colectivo, entre ellos la práctica de acti-

vidad f́ısica. Según varios estudios, la práctica de ejercicio f́ısico está asociada a distintos

beneficios para la salud: menor incidencia de enfermedades cardiovasculares, mayor vi-

talidad y mejor estado general de salud, menor riesgo de cáıda y menor incidencia de

enfermedades mentales.

En nuestro caso, el objetivo es integrar en una única aplicación la recogida y el proce-

sado de la actividad f́ısica y la realización de la medida del pulso card́ıaco utilizando

únicamente los sensores del smartphone. A la hora de diseñar la interfaz de usuario se

ha tenido en cuenta que esta aplicación iba a ser utilizada por gente mayor.

En la literatura podemos encontrar algunos trabajos acerca de la medida simultánea de

movimiento corporal y ritmo card́ıaco [44, 188, 189]. Estos estudios están enfocados a la

medida simultánea con dos aparatos para cuantificar la cantidad de actividad a partir

del uso de acelerómetros y ritmo card́ıaco. En nuestro caso se trata de integrar en una

única aplicación la medición continuada de la actividad f́ısica y las medidas puntuales

de ritmo card́ıaco. Todo ello con la finalidad de que los datos que se recogen sirvan para

63
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poder evaluar cómo afecta la cantidad de actividad f́ısica realizada al ritmo card́ıaco y

a los ı́ndices de VFC derivados.

Existen evidencias que indican que la interacción social está vinculada a la salud y

al bienestar en las diferentes etapas de la vida. En concreto, la presencia de v́ınculos

sociales está asociada con menores niveles de estrés y una menor mortalidad [190, 191].

Además, el hecho de estar apoyado por un red social está asociado con un aumento

de la satisfacción de la vida, autoestima y felicidad [192]. La interacción social puede

servir de apoyo cuando éste es necesario, por ejemplo en circunstancias de estrés pueden

reducir el malestar. Asimismo, la interacción social facilita el acompañamiento, lo que

permite participar en actividades placenteras de forma compartida, de esta manera se

incrementa el sentimiento positivo [193].

La aparición de las redes sociales virtuales ha permitido conectar a millones de personas

de distintos puntos del planeta a través de Internet. Aunque existen algunos estudios

acerca de las consecuencias para la salud del uso de estas redes sociales, no existe un

consenso en cuanto a los perjuicios o beneficios que tienen para la salud [194]. En este

sistema se ha diseñado una red social para realzar la interacción de la comunidad de

usuarios y que la aplicación sirva como complemento a los v́ınculos sociales ya existentes.

5.2 Integración de ambos sistemas en una única aplicación

Se ha desarrollado una única aplicación para evaluar estos dos factores: actividad f́ısica

y VFC. Esta aplicación se ha desarrollado para ser utilizada en un proyecto de mayor

envergadura, en el que se pretende evaluar la adherencia a hábitos de vida saludables

mediante el análisis de variables psicológicas y la interacción social de forma conjunta

con la actividad f́ısica y el VFC. Por ello en esta aplicación también se trata el estado

psicológico y se ha diseñado una red social para evaluar la interacción social. Como

se puede observar en la figura 5.1(a), la aplicación consta de cuatro partes, cada una

enfocada a cada uno de los aspectos de la vida saludable mencionados. Esta división

clarifica la navegación durante el uso de la aplicación. En las siguientes subsecciones se

explican en detalle cada una de las funcionalidades.

5.2.1 Cuestionarios psicológicos

En la aplicación se han implementado una serie de cuestionarios que el propio usuario

ha de responder para evaluar distintos aspectos psicológicos. Se han implementado tres

tipos de cuestionarios que se deben responder con una periodicidad determinada. Por

un lado, para la evaluación del estado de ánimo la aplicación implementa una versión

reducida a 6 ı́tems del cuestionario del Perfil de Estados de Ánimo (PEA) [195], que

es una adaptación en castellano del POMS Profile of Mood States que tiene 65 ı́tems
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(a) Panel de navegación principal (b) Cuestionario PEA (c) Datos de actividad f́ısica

(d) Medida del ritmo card́ıaco

Figura 5.1: Diseño final de las diferentes partes de la aplicación

[196]. Este cuestionario se debe responder diariamente y utilizar esta versión reducida

permite reducir considerablemente el tiempo de respuesta por parte del usuario. Este

cuestionario proviene del ámbito de la psicoloǵıa cĺınica y es ampliamente utilizado para

medir los estados emocionales que presentan las personas en diferentes situaciones. Este

cuestionario se muestra en la figura 5.1(b).

Además, en la aplicación se ha diseñado un cuestionario sobre la percepción subjetiva de

la salud basado en el SF-12 que consta de 12 preguntas [197] y el cuestionario SCOFF

sobre hábitos alimentarios que se deben responder mensualmente [198]. Se ha programa-

do el lanzamiento de notificaciones por parte de la aplicación para recordar al usuario
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que se deben rellenar los cuestionarios.

5.2.2 Ritmo card́ıaco

En la parte dedicada al ritmo card́ıaco, la aplicación permite realizar la medida del pulso

card́ıaco mediante fotopletismograf́ıa utilizando la cámara del smartphone y consultar

un histórico de las medidas realizadas. Estas medidas se han realizado con la ayuda

de una carcasa que facilita la correcta ubicación del dedo sobre la cámara. Además,

antes de empezar a medir el ritmo card́ıaco se le pide al usuario que indique su estado

de ánimo en un rango de 6 elementos de serio a alegre. Durante la medida, el usuario

puede ver la señal de pulso y el ritmo card́ıaco tal y como muestra la figura 5.1(d).

Al finalizar la medida, a partir de los datos registrados, se calcula, se almacena y se

muestra al usuario, el ritmo medio y un ı́ndice de bienestar asociado a esta medida que

se explicará más adelante. La aplicación permite visualizar estos datos promediados por

d́ıas, semanas y meses y ver la evolución a lo largo del tiempo. Además, en este caso

mediante notificaciones la aplicación también recuerda al usuario que debe realizar dos

medidas de pulso card́ıaco diariamente en distintas franjas horarias.

5.2.3 Actividad f́ısica

La aplicación recoge datos de acelerometŕıa, GPS y presión atmosférica adquiridos por

los sensores internos del móvil de forma continua. Los datos de acelerometŕıa son pro-

cesados por la aplicación a medida que se van recogiendo mediante un algoritmo para

calcular un ı́ndice de actividad en función del movimiento del smartphone. Este algo-

ritmo ha sido diseñado para que el smartphone pueda ser llevado tanto en el bolsillo

como en una bolsa. La figura 5.1(c) muestra el aspecto de la visualización de los datos

de actividad, la aplicación muestra la actividad realizada por horas del d́ıa actual y un

histórico de la actividad acumulada por d́ıas, semanas o meses.

5.2.4 Interacción social

Se ha diseñado un red social en la aplicación para favorecer el contacto entre todos

los usuarios y que puedan ayudarse y animarse entre ellos. Por un lado, la red social

permite colgar anuncios que pueden ver todos los usuarios. En la red social también se

van publicando los logros de los usuarios en función de la evolución de sus indicadores

de actividad f́ısica y bienestar. Por otro lado, la red social ofrece un chat para que los

usuarios puedan conversar. Además se pueden añadir comentarios y “me gusta” a los

chats y anuncios [199, 200].
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Figura 5.2: Diagrama de la arquitectura del sistema

5.3 Implementación de la aplicación

5.3.1 Arquitectura del sistema

La figura 5.2 muestra un diagrama de la arquitectura del sistema. La arquitectura im-

plementada está basada en el modelo cliente-servidor. En nuestro caso el cliente es la

aplicación móvil. Esta arquitectura nos permite enviar los datos adquiridos por la apli-

cación móvil a un servidor para almacenar los datos de múltiples usuarios de forma

estructurada y poder ser analizados posteriormente. La aplicación se ha desarrollado

para el sistema operativo de Android en JAVA (v. 1.7) utilizando el Android SDK

(v.23). Esta aplicación es compatible con las versiones 5.x y 6.x de Android y para el

desarrollo de la parte de conexión con el servidor hemos usado la libreŕıa Retrofit 2 y

para las gráficas la libreŕıa GraphView. La transmisión de los datos se realiza de forma

segura realizando la comunicación por SSL certificado por terceros. Todos los datos que

se env́ıan están identificados mediante un número identificador de cada usuario para

anonimizarlos.

Por otro lado, el servidor se encarga de recoger y almacenar de forma estructurada toda

la información que va recogiendo la aplicación móvil. De esta forma los datos pueden

ser analizados y visualizados por un tercero para monitorizar y evaluar los resultados

tan pronto como se van obteniendo. Se ha montando un servidor Apache Tomcat, se ha

desarrollado un servicio web tipo REST en Java-EE utilizando la libreŕıa Spark. La base

de datos se ha diseñado en MySQL.

Además la red social está alojada en el mismo servidor. Para implementarla hemos

utilizado el motor de redes sociales “Elgg” (v. 2.0.3). La aplicación móvil env́ıa los datos

utilizando la red wifi para evitar el consumo de datos móviles.

5.3.2 Índices utilizados

A partir de los datos de acelerometŕıa del smartphone se estima el ı́ndice de actividad

f́ısica cada minuto. Cada eje del acelerómetro (x,y,z) es interpolado linealmente a 20
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Hz para obtener las tres señales muestreadas a frecuencia constante, se ha escogido

esta frecuencia porque es suficiente para analizar los movimientos de la persona a nivel

de actividad f́ısica. A continuación se calcula la media cuadrática de los tres ejes y la

señal resultante se filtra paso alto a 0.76 Hz con un filtro Butterworth de orden 2 para

eliminar la componente gravitatoria. Finalmente, el ı́ndice de actividad es el cociente

entre el número de muestras que superan el umbral de 0.88 m/s2 y 1200 (número de

muestras en 1 minuto). Tanto la recogida de datos como el procesado se realizan en un

hilo secundario de la aplicación de forma transparente al usuario.

El pulso card́ıaco se obtiene en tiempo real y de forma no invasiva mediante fotople-

tismograf́ıa, utilizando la cámara trasera y el flash LED del smartphone. La aplicación

procesa en tiempo real las imágenes de la cámara sobre la cual el sujeto coloca la yema

del dedo ı́ndice. A partir del promediado del canal verde de cada fotograma se obtiene

la señal de la onda de pulso (PPG) a una frecuencia de muestreo de 30 Hz. Entonces,

se extrae la serie temporal RR del intervalo de tiempo entre latidos a partir del tiempo

transcurrido entre dos puntos fiduciales consecutivos del PPG. La serie PP obtenida se

utiliza para calcular el ritmo card́ıaco medio y el ı́ndice de bienestar asociado al ritmo

card́ıaco. El ı́ndice de bienestar propuesto se define como:

100 ∗ 3

√
mı́n(1,

SDSD

PPSD
) ∗mı́n(1,

avPP

1000
) ∗mı́n(1, 20 ∗ PPSD

avPP
) (5.1)

donde SDSD es la desviación estándar de la diferencia entre intervalos PP consecu-

tivos en milisegundos, PPSD es la desviación estándar de todos los intervalos PP en

milisegundos y avPP es la duración media de todos los intervalos PP en milisegundos.

Previamente, se detectan y se corrigen los artefactos de la serie PP utilizando el test de

Grubbs [201].

Teniendo en cuenta que las medidas se realizan de forma libre y sin supervisión, se ha

introducido un paso previo de comprobación de la correcta colocación del dedo sobre la

cámara. Esta comprobación está basada en el análisis de los valores RGB y de los pulsos

detectados para comprobar que el dedo está correctamente puesto sobre la cámara. Cada

medida tiene una duración de 90 s y la aplicación también ofrece la visualización de la

onda de pulso durante la medida.

5.4 Medidas realizadas

Las medidas se han realizado con un grupo de once personas mayores, la media de

edad fue de 67.2 años y en un rango de edades de 63 a 76 años. La distribución por

sexos fue ocho mujeres y tres hombres. Cinco personas teńıan un nivel de estudios

primario, tres teńıan un nivel asimilable a la actual educación secundaria obligatoria,

dos hab́ıan terminado el bachillerato y uno poséıa estudios superiores. Nueve voluntarios
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presentaban problemas visuales y dos de ellos problemas auditivos, seis teńıan problemas

para dormir y dos de ellos declararon problemas de adormecimiento durante el d́ıa.

Uno expresó sufrir dolores de cabeza, uno fatiga y uno temblores. Ninguno manifestó

epilepsia o infecciones importantes en el pasado. Tres voluntarios declararon sufrir alguna

vez mareos o vértigos (un voluntario incluso perdió recientemente la consciencia). Por

último, tres voluntarios toman medicación para la hipertensión, uno es diabético y sólo

tres de entre los once no toman medicamentos rutinariamente.

Antes de comenzar la tanda de medidas, los voluntarios contestaron a un test cognitivo

del que se desprendió que ninguno de ellos presenta problemas en este sentido. Además,

en una entrevista previa se observó que en la rutina diaria, los voluntarios caminan entre

1 km y 5 km (media: 2.59 km, sd: 1.46 km), cinco de ellos realizan alguna otra actividad

f́ısica semanal y sólo tres voluntarios consideran que realizan suficiente actividad f́ısica.

Antes de empezar las medidas, se les impartió una breve sesión explicativa acerca del

funcionamiento de la aplicación. Las medidas consistieron en llevar encima el smartp-

hone durante el d́ıa para que fuera recogiendo datos sobre actividad f́ısica. Además,

consistieron en realizar diariamente dos medidas de ritmo card́ıaco, una a primera hora

de la mañana y otra a última hora de la tarde. La duración de cada medida fue de 90 se-

gundos. Todas las pruebas se hicieron con el mismo modelo de smartphone, un Samsung

Galaxy S5 que les proporcionamos a los participantes durante las pruebas. Las pruebas

se realizaron en dos turnos debido a que dispońıamos de seis smartphones únicamente.

El primer turno duró 3 semanas y el segundo 6 semanas. Una vez finalizadas las prue-

bas, se procedió a la recogida de los smartphones y los voluntarios respondieron a un

cuestionario de satisfacción sobre la aplicación.

Los participantes dieron su consentimiento informado para la realización de las pruebas

de forma escrita. Los datos de uno de los sujetos fueron descartados porque no contestó

los cuestionarios PEA.

5.5 Análisis de los datos

El PEA evalúa el estado de ánimo global a partir de diferentes factores que represen-

tan estados afectivos o emocionales: tensión, depresión, hostilidad, vigor y fatiga que

constituyen medidas independientes del estado de ánimo:

• Tensión (T): las puntuaciones altas indican niveles altos de tensión y de ansiedad

• Depresión (D): las puntuaciones altas indican estados de ánimo, depresivos y de

infravaloración

• Hostilidad (H): las puntuaciones altas indican antipat́ıa hacia los otros, incluso

cólera
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• Vigor (V): las puntuaciones altas indican un estado de ánimo de actividad y de

predisposición para la acción.

• Fatiga (F): las puntuaciones altas indican cansancio, fatiga y flojedad.

• Confusión (C): las puntuaciones altas indican desconcierto y confusión.

Para los factores T, D, H, F y C las puntuaciones altas indican una mayor alteración

del estado de ánimo, ya que las puntuaciones elevadas en sus ı́tems se relacionan con

aspectos negativos. Por el contrario, el factor V es el único que se interpreta como un

estado de ánimo positivo cuanta mayor sea su puntuación. Los sujetos valoraron cada

factor con un valor entre cero y diez. Hemos estimado una puntuación final de cada

cuestionario mediante la media de todos los ı́tems, excepto el V que previamente fue

transformado restando a diez el cuantificador V.

Por un lado, se ha calculado para cada sujeto el ajuste lineal de la media actividad, del

ı́ndice de bienestar y del PEA con el tiempo. Obteniendo el p-valor y la pendiente de la

recta para cada ajuste. De esta manera se pretende obtener un indicador de la tendencia

a lo largo del tiempo del ı́ndice analizado y si esa tendencia es significativa.

Por otro lado, hemos realizado el análisis de regresión para estudiar la relación entre

las variables de actividad f́ısica, PEA y ritmo card́ıaco. Se ha investigado si existe una

asociación entre dos variables analizando los p-valores en el análisis de la regresión lineal.

El p-valor para cada relación comprueba la hipótesis nula de que el coeficiente es igual a

cero (no hay relación). Un p-valor bajo (<0.05) indica que se puede rechazar la hipótesis

nula, indicando que es probable que exista relación entre ambas variables.

5.6 Resultados

En la tabla 5.1 se muestra la media y la desviación estándar de la actividad diaria. La

tabla muestra la pendiente de la regresión entre la actividad acumulada y el tiempo para

cada uno de los sujetos. Se han calculado los p-valores usando la t-test de Student para

estimar la significancia de la regresión.

Observando que los p-valores de la regresión son significativos y que la pendiente de la

curva es negativa, podemos apreciar que la actividad f́ısica decae a lo largo del tiempo

en todos los usuarios, aunque en diferentes proporciones.

En cuanto a la regresiones entre distintas variables, se ha encontrado que la desviación

estándar de la actividad desciende con la pendiente de la actividad significativamente

(p<0.05), esto nos muestra que los más inconstantes son los que más reducen la actividad

con el tiempo.
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Tabla 5.1: Resultados del ı́ndice de actividad

Sujeto Promedio Desviación estándar p-valor (lineal) pendiente (lineal)

1 0.144 0.1202 0 -1.69E-07
2 0.2465 0.1124 0 -1.10E-07
3 0.2577 0.0863 0 -1.13E-07
4 0.2499 0.1728 0 -1.58E-07
5 0.4447 0.0967 0 -7.76E-08
6 0.3153 0.1018 0 -6.27E-08
7 0.3274 0.0799 0 -2.57E-08
8 0.3448 0.0518 0 -1.37E-08
9 0.2971 0.0955 0 -3.15E-08
10 0.1224 0.0737 0 -1.10E-08

Tabla 5.2: Resultados del ı́ndice de bienestar

Sujeto Valor medio Desviación estándar p-valor (lineal pendiente (lineal)

1 54,7471 10,007 0,1521 -1,42E-05
2 64,4852 13,5003 0,4951 -2,00E-05
3 52,3361 12,4762 0,2485 1,81E-05
4 78,1344 10,7141 0,6479 -4,10E-06
5 51,7649 11,4658 0,0242 -8,74E-06
6 64,0871 10,7196 0,1471 1,45E-04
7 59,4156 13,0021 0,008 -2,58E-05
9 53,3095 15,0583 0,1016 -3,97E-05
10 64,4361 14,771 0,0311 -4,33E-05

Respecto a las medidas de ritmo card́ıaco, la tabla 5.2 muestra los valores medios y

desviación estándar del indicador de bienestar para cada sujeto. También muestra la

pendiente y el p-valor de la regresión del ı́ndice de bienestar con el tiempo.

Se ha descartado el sujeto 8 porque no hab́ıa realizado las medidas de ritmo card́ıaco.

Se ha encontrado que en los sujetos 5,7 y 10 el indicador de bienestar tiene tendencia a

descender a lo largo del tiempo.

No se han encontrado relaciones entre los indicadores de actividad y el ritmo card́ıaco. No

obstante, haŕıa falta medir un número mayor de sujetos para poder afirmar la existencia

o no de este tipo de relaciones.

En la tabla 5.3 podemos encontrar los resultados para el valor medio y desviación

estándar del PEA, p-valores y pendiente para el ajuste lineal de los valores del PEA.

Para los sujetos 1,4,7,9 y 10 se encuentra una tendencia lineal significativa. En todos los

sujetos en los que se encontró un cambio significativo en el estado de ánimo, este cambio

ha sido una mejora del estado de ánimo, pendiente negativa.

Además, se han obtenido los p-valores y la pendiente de recta de regresión de las re-

gresiones de los ı́ndices de actividad y PEA. En cuanto a los resultados significativos
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Tabla 5.3: Resultados del Perfil de Estado de Ánimo

Sujeto Valor medio Desviación estándar p-valor (lineal) Pendiente (lineal)

1 3.6136 0.7566 9.14E-05 -1.00E-06
2 3.5556 0.832 0.2516 -2.94E-07
3 4.3258 0.7246 0.1224 4.38E-07
4 1.1818 0.388 3.59E-04 -4.80E-07
5 2.8784 0.6043 0.5889 -5.94E-08
6 4.3636 0.4977 0.7384 6.73E-08
7 1.8241 0.527 0.0412 -1.98E-07
8 1.2222 0.5008 0.8372 -1.96E-08
9 2.5303 0.3513 8.36E-04 -4.12E-07
10 2.6019 0.5244 0.007 -2.55E-07

Tabla 5.4: Regresión del ı́ndice de actividad y el PEA

Sujeto p-valor (lineal) Act y PEA pendiente(lineal) Act y PEA

1 3,28E-04 4,0201
2 0,6056 0,9263
3 0,1706 -2,435
4 0,2186 0,5677
5 0,2605 1,0962
6 0,1618 -1,64
7 0,9389 -0,0933
8 0,9477 -0,1315
9 0,8335 -0,1679
10 0,6291 -0,5957

tenemos que la asociación del valor medio de actividad y p-valor del PEA es significativa

(p<0.05) y con pendiente positiva. Esto nos indica que aquellos que son más activos son

menos propensos a cambios en el estado de ánimo.

Los resultados del SF-12 y SCOFF no se han analizado porque debido a que se responden

mensualmente y las pruebas duraron entre 3 y 6 semanas los datos disponibles son muy

pocos para poder analizarlos.

La tabla 5.4 muestra los p-valores de las regresiones del ı́ndice de actividad y el PEA.

No se ha encontrado una relación directa entre los cambios en el ı́ndice de actividad y

PEA. Sin embargo, existe asociación positiva entre la pendiente del ı́ndice de actividad

y los p-valores de la regresión del ı́ndice de actividad y PEA, esto nos indica que aquellos

con mayores reducciones de la actividad f́ısica, muestran cambios más significativos en el

estado de ánimo asociado a la actividad f́ısica. Además, se ha encontrado una asociación

negativa significativa entre la pendiente del PEA y la pendiente de la regresión de la

actividad f́ısica y el PEA. Esto nos indica que las mejoras en el PEA están asociadas a

una mayor influencia de la actividad en este cambio.
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Tabla 5.5: Resultados del cuestionario de satisfacción

Preguntas Mediana Máximo Mı́nimo

La medida de ritmo card́ıaco es dif́ıcil de realizar 1 1 1
He comprendido el resultado de la medida de ritmo
card́ıaco

5 5 1

La visualización de los resultados de ritmo card́ıaco es
correcta

5 5 2

La visualización de los resultados de actividad f́ısica
es correcta

5 5 1

Los resultados de actividad f́ısica cotejan con el ejer-
cicio que he realizado

5 5 3

El uso de la aplicación ha influido en mi rutina diaria 1 5 1
Los cuestionarios son dif́ıciles de responder 1 5 1
Creo que la aplicación es útil 5 5 3

Finalmente, respecto al cuestionario de satisfacción, los usuarios valoraron muy bien la

aplicación. La tabla 5.5 muestra los resultados a las afirmaciones propuestas donde 1

debe entenderse como total desacuerdo mientras que 5 significa total acuerdo. De estos

resultados se desprende que la dificultad de la medida y de los cuestionarios es baja, la

comprensión de la medida del ritmo card́ıaco es alta y la visualización de los datos de

ritmo card́ıaco y de actividad es correcta.

Aunque se ha diseñado una red social y se ha implementado un sistema de logros para

ser publicados en la red social diseñada, finalmente, la red social no ha sido utilizada

por las personas que participaron en los ensayos porque la red social requiere del uso de

Internet y los smartphones no dispońıan de tarjeta SIM para conectarse a Internet. El

buen funcionamiento de la arquitectura cliente-servidor para el volcado de datos śı ha

sido probado, puesto que al finalizar las pruebas todos los smartphone se conectaron a

una red wifi y los datos se volcaron al servidor de forma correcta.

Finalmente, se analizó el rendimiento de la aplicación en cuanto al consumo de bateŕıa,

la aplicación consumı́a un 17 % de bateŕıa al d́ıa, teniendo en cuenta que el Samsung S5

tiene unos 2.800 mAh, el consumo es de un total de unos 475 mAh. A nivel de memoria

RAM utilizó un máximo de 20 MB y el espacio de almacenamiento ocupado durante 3

semanas fue de 527 MB. Por tanto podemos decir que esta aplicación puede ser utilizada

con el funcionamiento normal del smartphone.

5.7 Conclusiones

El análisis conjunto de la actividad f́ısica y el ritmo card́ıaco se ha llevado a cabo utili-

zando únicamente los sensores internos del smartphone. Se ha diseñado y desarrollado

una aplicación para evaluar la adherencia a un estilo de vida saludable mediante la
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cuantificación de la actividad f́ısica a partir de la señal del acelerómetro y mediante la

evaluación indicadores de bienestar a partir del ritmo card́ıaco utilizando la cámara del

smartphone. Además, la aplicación permite la evaluación subjetiva del estado de ánimo

mediante cuestionarios.

Un grupo de 11 personas mayores han utilizado la aplicación diseñada para realizar

medidas de actividad f́ısica, ritmo card́ıaco y del estado de ánimo de forma conjunta

durante un tiempo de entre 3 y 6 semanas. Los datos de las medidas se han recogido de

forma adecuada.

A partir de los resultados recogidos se han analizado los indicadores de actividad, ritmo

card́ıaco y estado de ánimo, se ha encontrado que el nivel de actividad f́ısica desciende

a lo largo del tiempo y se ha encontrado alguna asociación entre la constancia en la

práctica de la actividad f́ısica y los cambios en el estado de ánimo. Sin embargo, estas

asociaciones se han de tomar con precaución debido al reducido número de sujetos que

han participado en este estudio.

Además se ha evaluado mediante un cuestionario el nivel de usabilidad y la experiencia

del usuario. Se ha encontrado que el grado de satisfacción con la aplicación es alto y los

usuarios han indicado que ha resultado sencilla de utilizar.

Finalmente, el sistema desarrollado supone un punto de partida para evaluar la adheren-

cia a un estilo de vida activo de forma unificada con una única aplicación. Es necesario

ampliar el estudio a más personas para realizar un análisis más profundo, comparan-

do los ı́ndices de ritmo card́ıaco, actividad f́ısica y los resultados de los cuestionarios

psicológicos.



Caṕıtulo 6

Detección temprana de

somnolencia en conductores

6.1 Motivación

El ritmo circadiano es el reloj biológico que regula las funciones vitales durante el d́ıa y

la noche. La alteración del ritmo circadiano o la desincronización de éste con el d́ıa y la

noche es una de las principales causas de somnolencia diurna. Además, llevar un estilo

de vida poco saludable: vida sedentaria, estrés, etc., puede provocar alteraciones en los

ritmos circadianos que desencadenen en alteraciones del sueño. Los trabajadores a turnos

son uno de los colectivos que más desórdenes del sueño sufren debido al desajuste de

los ritmos circadianos [202]. Entre estos colectivos están los enfermeros [203], operarios

de cadenas de montaje, etc. La somnolencia es particularmente pronunciada durante el

turno de noche y puede llevar a incidentes como el quedarse dormido durante el trabajo

[204].

Un estilo de vida poco saludable puede estar asociado con alteraciones en el sueño lo

que puede provocar somnolencia diurna [39]. La obesidad es uno de los mayores factores

de riesgo para la incidencia y la cronicidad de la excesiva somnolencia diurna (ESD),

mientras que la pérdida de peso está también asociada con su remisión [205]. La obesidad

y el ESD están asociados con la incidencia de depresión para ambos sexos y el sobrepeso

también está asociado con la depresión en mujeres [206].

Otro factor de riesgo de somnolencia al volante es la apnea obstructiva del sueño (OSA).

Las personas que padecen este trastorno del sueño tienen entre el doble y el triple

de riesgo de quedarse dormidas mientras conducen [207]. La OSA puede ser tratada

mediante una máquina de presión positiva en las v́ıas aéreas. Además, en personas

obesas la severidad de la OSA puede ser reducida mediante la pérdida de peso [208].

También la práctica de ejercicio f́ısico tiene beneficios para las personas que padecen

75



76 Caṕıtulo 6 Detección temprana de somnolencia en conductores

OSA, porque se reduce la somnolencia diurna y se aumentan la eficiencia del sueño y el

consumo de ox́ıgeno máximo [209].

Esta tesis se enfoca en los conductores de coche, camión o autocar. Estos colectivos

tienen una jornada laboral que se caracteriza por ser extensa y en ocasiones el trabajo

es monótono y una pequeña distracción puede poner en grave peligro su vida y la de

otras personas. Por eso se ha validado un sistema de detección temprana de somnolencia

a partir del análisis de la variabilidad del peŕıodo respiratorio. Se pretende que este

sistema pueda ser de utilidad tanto para colectivos de trabajadores a turnos como para

personas que fruto de una vida poco saludable tengan tendencia a la somnolencia diurna.

Aunque este caṕıtulo está enfocado a la población de conductores profesionales, las con-

clusiones del mismo se pueden hacer extensivas a la población general. En este caṕıtulo

se propone un algoritmo para la detección de los eventos de lucha por no dormirse a par-

tir del análisis de la señal respiratoria. También se describe la validación del algoritmo

a partir de la realización de pruebas en un entorno controlado.

6.2 Métodos

6.2.1 Participantes

20 voluntarios adultos (10 mujeres y 10 hombres) de edades comprendidas entre los 20

y 60 años participaron en el estudio. 6 personas fueron clasificadas según el ı́ndice de

masa corporal (IMC) como delgadas (<18.5 kg/m2), 7 de peso normal (18.5 a 25 kg/m2)

y 7 con sobrepeso (25 a 30 kg/m2). Todos los participantes estaban sanos y no presen-

taban en su historial ningún trastorno de sueño. Además, todos estaban en posesión

del carnet de conducir y no bebieron ninguna bebida alcohólica ni energéticas en las 6

horas previas a la prueba. Este estudio fue llevado a cabo de acuerdo con los principios

de la Declaración de Helsinki [177] y todos los participantes recibieron información de-

tallada del estudio y dieron su consentimiento informado. Los participantes realizaron

dos pruebas, cada una en d́ıas distintos. Del total de las pruebas, cuatro no se grabaron

adecuadamente aśı que un total de 36 pruebas fueron consideradas para este estudio.

6.2.2 Sistema de medida

Para evaluar la exactitud del algoritmo de detección de somnolencia propuesto, es ne-

cesario disponer de un conjunto de datos en los que los voluntarios del estudio deben

conducir mientras están luchando por no dormirse. Debido a que esta situación puede ser

peligrosa para los voluntarios, los test fueron llevados a cabo en un simulador de conduc-

ción bajo condiciones controladas. Además las condiciones del test han sido diseñadas

para observar este comportamiento de lucha por no dormirse mientras se conduce.
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(a) Simulador de conducción: pantalla frontal y cha-
sis del coche

(b) El sujeto llevaba tres bandas RIP alrededor del
abdomen, diafragma y pecho

Figura 6.1: Setup de medida para detectar somnolencia del conductor en las
instalaciones de IBV

Por un lado, el protocolo del ensayo está enfocado en detectar somnolencia al volante

en condiciones dif́ıciles para mantenerse alerta: horas nocturnas, carreteras aburridas y

poco transitadas. El sistema de simulación consiste en una pantalla frontal con un chasis

de un coche para ofrecer una experiencia inmersiva en las instalaciones del Instituto de

Biomecánica de Valencia (IBV), este entorno se muestra en la figura 6.1(a). Además, una

cámara de v́ıdeo enfocada a la cara del sujeto grabó el ensayo. Estas grabaciones fueron

usadas por los observadores externos para generar la señal de control de somnolencia.

Por otro lado, en la respiración están involucrados varios músculos que actúan en la

inspiración y la espiración. La respiración es llevada a cabo primeramente por el diafrag-

ma, un músculo que separa la cavidad torácica de la cavidad abdominal. En concreto,

la contracción y relajación del diafragma produce cambios de volumen en las cavida-

des torácica y abdominal. Por eso, la señal respiratoria puede ser obtenida mediante

el registro de de los desplazamientos del diafragma, abdomen y la cavidad torácica. La

pletismograf́ıa inductiva respiratoria (RIP) es un método no invasivo ampliamente utili-

zado para medir la respiración [210]. Además, estudios previos han demostrado que RIP

puede ser también utilizado para cuantificar la variabilidad de la respiración ciclo a ciclo

[211]. Cómo podemos ver en la figura 6.1(b), en nuestro sistema de medida, el sujeto

lleva puesto tres bandas RIP ubicadas en el tórax, diafragma y abdomen para garan-

tizar la mejor calidad de señal sin tener en cuenta las caracteŕısticas antropométricas.

Las señales respiratorias han sido adquiridas por tres canales sincronizados del monitor

Bitmed EximPro (Bitmed, Sibel S.A., Barcelona, Spain) a una frecuencia de muestreo

de 40 Hz, la cual satisface el criterio de Nyquist para señales respiratorias.
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6.2.3 Protocolo de ensayo

Cada participante realizó dos ensayos, cada uno en d́ıas diferentes. En uno de ellos, el

sujeto tuvo privación de sueño durante la última noche aśı que se pidió a los sujetos

que no durmieran en las 24 horas previas al ensayo. El otro ensayo se realizó bajo una

situación normal de sueño, en la que el sujeto deb́ıa haber dormido al menos 6 horas la

noche anterior al ensayo. Entonces, la diferencia entre ambos ensayos fue la condición

inicial de sueño del sujeto. Además, se pidió a los sujetos que permanecieran sentados

en el asiento del simulador de conducción, llevando puesto el cinturón de seguridad

y manteniendo ambas manos sobre el volante y los pies en los pedales. Durante los

primeros 5 minutos del ensayo, se pidió a los sujetos que permanecieran quietos y en

silencio. Después de esto, se pusieron a conducir durante una hora y media. Al final,

se les pidió que permanecieran sentados en simulador con los ojos cerrados durante 5

minutos.

6.2.4 Observadores externos

Se pidió a observadores externos previamente entrenados que clasificaran el estado de

alerta del sujeto como “somnoliento” o “no somnoliento” minuto a minuto a partir de

las grabaciones faciales de v́ıdeo para generar la señal de control. Para esta clasificación,

se ha considerado que el estado somnoliento está caracterizado por: pérdida de expresión

facial, bostezos y parpadeo lento. De lo contrario, el estado de alerta del sujeto se clasifica

como “no somnoliento”. Además, se les pidió que clasificaran minuto a minuto la calidad

de la señal de respiración como “buena” o “mala” a partir de la inspección visual de la

señal respiratoria.

A partir de las clasificaciones minuto a minuto del estado de alerta del sujeto, es espe-

rable que una correcta detección de somnolencia esté ubicada en el mismo minuto que

un evento de somnolencia en la señal de control. Sin embargo, en experimentos previos

se ha encontrado que las clasificaciones de lucha por no dormirse pueden tener algunas

limitaciones [212]. La lucha por no dormirse es un fenómeno que incluye varios eventos

como suspiros y parpadeos, que pueden ser claramente identificados a través de graba-

ciones faciales de v́ıdeo por un observador externo. Sin embargo, es complicado para el

observador externo clasificar cuando aparecen los primeros signos de somnolencia, tales

como cortos periodos de largos parpadeos, algunos bostezos y cambios en la posición

del cuero. Aunque, los estados de somnolencia pueden ser identificados claramente, el

punto de inicio a veces no parece claro. Por ello, se ha definido una región llamada tiem-

po de avance (AT) para reducir la incertidumbre en las clasificaciones de somnolencia.

Los estados clasificados dentro de AT minutos antes del primer minuto clasificado como

somnoliento, permanecen fuera de los resultados de rendimiento del algoritmo de clasifi-

cación de somnolencia para reducir la incertidumbre asociada a la clasificaciones de los

observadores.
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Figura 6.2: Cronograma de los eventos registrados sobre la medida y la región
de tiempo de interés (TROI) definida

6.2.5 Región de tiempo de interés (TROI)

Para analizar el rendimiento del algoritmo propuesto algunos eventos deben ser registra-

dos durante el ensayo. Estos eventos se definen como: evento 1 es el inicio de adquisición

de la señal, el evento 2 ocurre cuando el sujeto empieza a conducir, el evento 3 ocurre

cuando el sujeto empieza a luchar por no dormirse, el evento 4 tiene lugar cuando el

sujeto se despierta, el evento 5 ocurre cuando el sujeto deja de conducir y el evento 6

es el final de la adquisición de señal. Además, AT es el espacio de tiempo anterior a

la ocurrencia del evento 3. La región de interés de somnolencia (DROI) es el intervalo

de tiempo dentro de cada ensayo del sujeto que ha sido identificado para detectar som-

nolencia. La DROI abarca desde el primer minuto en que los observadores clasifican al

sujeto como somnoliento hasta 5 minutos más tarde.

La figura 6.2 muestra el cronograma de eventos en el ensayo, debemos resaltar que estos

eventos no tienen por que ocurrir en el mismo momento para todos los ensayos. Aśı que

los eventos han sido marcados para cada sujeto por los observadores externos a partir

de la grabaciones en v́ıdeo. Aunque, el tiempo de los eventos 2 y 5 están fijados por

el protocolo, estos tiempos pueden variar de uno a dos minutos entre sujetos, pero los

eventos 3 y 4 dependen del estado de los sujetos en cada test.

Se ha definido un punto de inicio y final como el que limita el espacio de tiempo de

señal respiratoria que será procesada por el algoritmo diseñado. Se ha establecido el

evento 2 como el punto de inicio porque el algoritmo está diseñado para ser usado en

condiciones de conducción. El punto final ha sido establecido como el final de la DROI.

Se ha considerado que el estado de alerta del sujeto ya no es apto para conducir después

de que hayan pasado cinco minutos desde que hayan aparecido los primeros śıntomas de

somnolencia. Entonces, la DROI ha sido definida para analizar la señal hasta un tiempo

asumible después de que el sujeto empieza a dormirse, aśı la DROI ha sido establecida
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Tabla 6.1: Cantidad de datos disponibles para ser analizados según los criterios de
inclusión

Criterio de
inclusión

Número de
tests
seleccionadosa

Datos desde 2 hasta 5b Datos dentro de TROIb

DE
min

SO
min

SO %
DE
min

SO
min

SO %

N/A 36 2246 1035 31.6 2015 103 4.7

Alguna alerta
de
somnolencia

21 872 1035 54.3 424 103 19.5

Alerta de
somnolencia
después de los
primeros 10
minutos

15 768 592 43.5 404 73 15.3

a Número de tests según los diferentes criterios de presencia de somnolencia.
b Cantidad de datos de señal respiratoria para cada estado de alerta para las dife-
rentes regiones de tiempo de test. DE significa despierto y SO significa somnoliento.

a 5 minutos para todos los sujetos. El intervalo de tiempo total seleccionado para cada

test se ha llamado región de tiempo de interés (TROI).

El análisis de la señal respiratoria dentro de la TROI proporciona resultados más fiables

que el análisis durante todo el test porque el principal objetivo del algoritmo diseñado

es la detección del primer tramo de tiempo donde aparecen signos de somnolencia. Se

han obtenido las diferentes TROI para cada sujeto a partir de las clasificaciones de los

observadores externos. Hemos incluido en el análisis las medidas en las que hay presencia

de somnolencia y la somnolencia aparece más tarde de los 10 primeros minutos desde que

se empieza a conducir. Se han escogido 10 minutos porque la inicialización del algoritmo

dura 5 minutos y la duración de AT, que ha sido establecida al mismo valor que la DROI,

debe ser añadida para obtener resultados más fiables. La tabla 6.1 muestra un resumen

de la base de datos: el número de participantes, la cantidad de minutos clasificados

como somnoliento y despierto para las diferentes condiciones y TROI. Finalmente, cabe

destacar que el porcentaje de tiempo en el que los sujetos estaban somnolientos muestra

que se obtienen resultados más realistas a partir del análisis durante la TROI que desde

el evento 2 al 5. Por lo tanto, el algoritmo propuesto ha sido optimizado y evaluado a

partir 15 diferentes tests y 477 minutos de señal respiratoria.
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Figura 6.3: Bloques principales del algoritmo propuesto de detección de somno-
lencia a partir del esfuerzo torácico (TEDD)

6.3 Algoritmo propuesto

En esta sección describiremos el algoritmo para detección de somnolencia en tiempo real

a partir del ı́ndice de detección de somnolencia derivado del esfuerzo torácico (TEDD).

Cabe destacar que el algoritmo TEDD propuesto ha sido diseñado para analizar no solo

señales de esfuerzo torácico, sino también señales de esfuerzo diafragmático y abominal.

Principalmente, el algoritmo está basado en el análisis de la variabilidad del ritmo res-

piratorio (RRV) a lo largo del tiempo, aśı como la presencia de artefactos en la señal

respiratoria. La figura 6.3 muestra los principales bloques del algoritmo propuesto. Los

diferentes pasos del algoritmo de detección de somnolencia y de la evaluación de la

calidad de la señal respiratoria se explican más adelante.

El algoritmo propuesto para detectar somnolencia mientras se conduce está basado en

la detección de la lucha por no dormirse a partir del análisis de la RRV. Debido a

que la señal respiratoria se adquiere con una banda inductiva alrededor del cuerpo del

conductor mientras conduce, pueden aparecer artefactos en la señal respiratoria debido

a movimientos del cuerpo, a la tos y al habla. La amplitud de la señal respiratoria puede

variar entre sujetos y a lo largo del tiempo, por eso el algoritmo diseñado está basado
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en variaciones en frecuencia y no en amplitud. Por ello, la señal se filtra y se comprime

para mitigar estos efectos.

Durante los episodios de lucha por no dormirse, la RRV aumenta pero no de forma

igual para todo el mundo. Entonces, el algoritmo busca para cada sujeto un nivel inicial

de RRV, el cual se toma como referencia. El algoritmo busca un intervalo de señal

respiratoria que se caracteriza por: estabilidad en frecuencia y amplitud, media del ritmo

respiratorio dentro del rango de respiración normal y ausencia de artefactos causados

por ronquidos y movimientos. El nivel de RRV del intervalo de señal seleccionado como

referencia, será usado por los siguientes pasos del algoritmo para evaluar el incremento

de RRV a lo largo del tiempo. A este proceso se le llama caracterización. La señal de

referencia se utiliza para obtener un umbral con el que estimar el ritmo respiratorio.

Una vez obtenida la señal de referencia, el ritmo respiratorio es estimado ciclo a ciclo a

partir del tiempo transcurrido entre dos cruces por el umbral de la señal respiratoria. El

ritmo respiratorio ha sido promediado con una ventana deslizante porque puede estar

mal estimado debido a varios tipos de artefactos no relacionados con la dinámica de la

respiración. Este proceso se llama estimación de la frecuencia respiratoria ciclo a ciclo.

Se ha observado que la RRV aumenta mientras el conductor está luchando por no dor-

mirse y que el estado de la alerta del conductor decrece lentamente. De ah́ı que el RRV

haya sido suavizado y el algoritmo busca una secuencia de picos en la serie de RRV du-

rante un periodo de tiempo para identificar los episodios de lucha. El método cuasi-pico

descrito más abajo ha sido utilizado para este fin, este proceso ha sido llamado suavizado

y búsqueda del máximo.

Uno de los mayores inconvenientes de la detección de somnolencia a partir del análisis

de la RRV es que una elevada RRV está causada no sólo por la lucha por no dormirse

sino también por movimientos del conductor, hablar o toser. Por lo tanto, el algoritmo

evalúa la calidad de la señal respiratoria a partir de la presencia o ausencia de estos

eventos y el ı́ndice de calidad ha sido combinado con la detección del cuasipico para

evitar que los eventos que no están relacionados con episodios de somnolencia puedan

confundir las RRV relacionadas con somnolencia.

Como ha sido mencionado anteriormente, el estado de alerta decrece lentamente mientras

se conduce y el objetivo de este algoritmo es alertar cuando el sujeto no esté apto para

conducir, por eso el algoritmo genera un indicador binario minuto a minuto. Se ha

encontrado un umbral optimizado para convertir el nivel promediado en un minuto de

la RRV en un indicador binario de detección de somnolencia. La exactitud del algoritmo

ha sido evaluada a partir de la comparación del indicador binario con las clasificaciones

de los observadores externos. Los diferentes bloques mencionados del algoritmo TEDD

propuesto se describen con más profundidad a continuación y están ilustrados en la

figura 6.4.
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Figura 6.4: Diagrama de flujo detallado del algoritmo TEDD

6.3.1 Filtrado de la señal respiratoria

La frecuencia respiratoria normal vaŕıa según la edad y el sexo. El ritmo respiratorio

normal tiene un rango de 14 a 20 respiraciones por minuto en adultos [213]. El bloque

de filtrado de la señal respiratoria consiste en un filtrado paso bajo a una frecuencia de

corte de 0.5 Hz para reducir el ruido, seguido por un filtro paso alto a frecuencia de corte

de 0.05 Hz para eliminar la continua. Ambos filtros han sido diseñados como un filtro

Butterworth de cuarto orden. Finalmente, hemos aplicado una función de realzado no

lineal para reducir artefactos basado en la arcotangente que se define como:

respfn(n) = arctan
respf(n)√∑300∗fs

k=1 (respf(k)−respfm)2∗
√

2

300∗fs

(6.1)
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(c) Señal respiratoria de referencia y umbral obtenido

Figura 6.5: Ejemplo de una señal respiratoria

donde fs es la frecuencia de muestreo, respf es señal filtrada y respfm es el promedio de

respf dentro de las 300 ∗ fs primeras muestras. La transformación no lineal normaliza la

señal mediante la desviación estándar y calcula el arcotangente del cociente. En concreto,

reduce la amplitud de los artefactos en la señal respiratoria. La figura 6.5, ilustra un

ejemplo de señal respiratoria en crudo y la señal después de haber sido filtrada.

6.3.2 Caracterización de la variabilidad del ritmo respiratorio del su-

jeto

Este bloque se encarga de encontrar el patrón de referencia del estado inicial del sujeto.

Esto nos permite tratar con las diferencias entre sujetos y con diferentes estados de

alerta iniciales de los sujetos. Los parámetros constantes del algoritmo se han obtenido

en pruebas previas [214]. El algoritmo busca una región estable como patrón de referencia

durante un máximo de 5 minutos en la señal desde el inicio del registro. La estimación de
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la duración de los ciclos respiratorios está basada en el tiempo transcurrido entre cruces

por el umbral de la señal respiratoria, aśı que el patrón de referencia también se usará

para establecer este umbral. La RRV de referencia también se obtiene a partir del patrón

de referencia. La señal respiratoria se analiza en intervalos de 40 segundos de señal con

una ventana deslizante y una estrategia de búsqueda del patrón basada en el análisis de

la estacionaridad de la señal a partir del test de heteroscedasticidad. El tramo de señal

más estacionario será seleccionado como patrón de referencia. Por un lado, el indicador

de estacionaridad mHtr ha sido estimado como:

htr(n) =

∑n
j=1(x(j)− x̄)2∑N
k=1(x(k)− x̄)2

mHtr = máx
k=1..N

htr(k)

(6.2)

donde x es respfn, N es el número de muestras (N = 40 ∗ fs) y x̄ es la media de respfn

desde 1 hasta N. Por otro lado, se han utilizado dos ı́ndices más para encontrar el patrón

de referencia: el ritmo respiratorio medio llamado mRR en Hz y la desviación estándar

del ritmo respiratorio en segundos llamado stdRR. En este bloque, el ritmo respiratorio

se calcula a partir de los cruces por cero de respfn. La señal seleccionada como referencia

será el primer intervalo de 40 s de señal que cumpla las siguientes condiciones: mHtr

debe ser menor de 0.03, los valores de mRR deben estar dentro del rango de 0.04 Hz a

0.5 Hz y el stdRR debe ser menor de 0.7 s. Si el ı́ndice mHtr de todos los intervalos de

tiempo es mayor que 0.03, se selecciona el intervalo de señal respiratoria con el menor

mHtr que cumple las condiciones mRR y stdRR mencionadas. En experimentos previos,

se ha comprobado que estas tres condiciones son adecuadas para obtener un patrón de

referencia estable y cuasiperiódico.

Se ha utilizado el filtro de media móvil (MA), el cual de define como:

MAN (x(k)) =
1

N
∗

k∑
j=k−N

x(j) (6.3)

donde x es el dato de entrada y N es la longitud del filtro MA.

Una vez que la señal de referencia es obtenida, se utiliza para obtener el umbral para la

detección de ciclo respiratorio llamado thref. Se obtiene a partir del valor del percentil

60 de la señal respiratoria de referencia. Un ejemplo de señal respiratoria que se toma

como referencia y el thref obtenido se muestra en la figura 6.5. Además, a partir de este

tramo de señal se calcula un ı́ndice de referencia de RRV mediante la siguiente ecuación:

dind =
1

M

M∑
k=5

|MA4(T (k))−MA4(T (k − 1)) (6.4)
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donde dind es el ı́ndice de referencia RRV, M es el número de ciclos de respiración

detectados dentro del patrón de referencia y T(k) es la duración de la respiración del

k -ésimo ciclo de respiración detectado. k empieza en 5 para eliminar el transitorio inicial

del MA de longitud 4. Además, dind ha sido acotado inferiormente a un nivel basal

(dind=7) para normalizar los patrones respiratorios estables y periódicos. El algoritmo

guarda el dind obtenido para normalizar el ı́ndice RRV que se obtiene a lo largo del

registro.

6.3.3 Evaluación de la variabilidad del ritmo respiratorio ciclo a ciclo

e indicador de somnolencia

La finalidad del algoritmo es obtener un indicador que responda a los cambios en el

ritmo respiratorio asociado a la fatiga. Esta respuesta debe ser acumulativa, indicando

un incremento o decremento del nivel de fatiga. El indicador propuesto, que está basado

en la RRV, se describe como:

Tma(n) = MAWLBC(T (n))

IndTedd(n) =
MAWLD(|Tma(n)− Tma(n− 1)|)

dind

(6.5)

donde IndTedd es el indicador, WLBC =4 es el tamaño de la ventana del MA de los ciclos

de respiración y WLD es el tamaño de la ventana del MA de la diferencia entre ciclos

de respiración sucesivos. El valor del parámetro de WLD será encontrado mediante el

método de optimización. T(n) se obtiene a partir del intervalo de tiempo entre cruces

positivos consecutivos por el thref y el RRV se ha calculado a partir de la primera

derivada del ritmo respiratorio estimado. Entonces, MAWLD suaviza los cambios de

RRV para obtener la tendencia del RRV y ha sido normalizado por el estado inicial de

referencia.

Después de esto, se aplica un detector de cuasipico (QPD) al IndTedd para estimar

los cambios de RRV de forma acumulativa. QPD es un método de detección de picos

empleado para medir emisiones conducidas y radiadas de equipos electrónicos en los test

de compatibilidad electromagnética. El QPD tiene se caracteriza por un ataque rápido

(tiempo de carga) y una respuesta de lento decaimiento (tiempo de descarga) [215], el

cual es resultado de un filtro paso bajo de componentes R-C con diferente constante de

tiempo para la subida y la bajada. El qpTedd se obtiene como sigue:
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Figura 6.6: Comparación de los ı́ndices IndTedd y qpTedd que se han obtenido
para un sujeto

qp(xn) =

α ∗ xn + (1− α) ∗ qpn−1 para xn ≥ qpn−1

β ∗ xn + (1− β) ∗ qpn−1 sino

qpTeddn = qp(IndTeddn)

(6.6)

donde el QPD diseñado tiene una tasa de aumento más rápida que la de decaimiento,

α=1 y β=0.02 respectivamente. Entonces, qpTedd proporciona una indicación acumula-

tiva de los cambios de RRV a lo largo del tiempo mediante la obtención de una mayor

ponderación a los picos de IndTedd más cercanos. La figura 6.6 ilustra el resultado de

aplicar el método basado en QPD descrito sobre el IndTedd.

Finalmente, el qpTedd fue discretizado mediante el promediado sobre intervalos de un

minuto sin solapamiento. El ı́ndice discretizado se ha llamado TeddDis, el cual no solo

tiene en cuenta la amplitud de los picos sino también la duración de los cambios de RRV.

Se debe remarcar que los eventos de lucha por no dormirse son clasificados por varios

observadores externos a partir de los v́ıdeos de la cara del conductor y estos v́ıdeos son

generalmente clasificados minuto a minuto [216]. Por ello, el TeddDis es un indicador de

los cambios RRV para un intervalo de tiempo espećıfico cuya resolución es la adecuada

para ser comparado con las clasificaciones de los observadores externos. Por lo tanto,

TeddDis ha sido utilizado para clasificar el estado de alerta del sujeto basado en un

umbral de decisión (ThTedd), el cual ha sido optimizado mediante la maximización del

rendimiento de clasificación definido en la sección 6.4.1.
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Figura 6.7: Un ejemplo de los resultados del algoritmo TEDD combinado con
la evaluación de la calidad para un sujeto
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6.3.4 Algoritmo de evaluación de calidad de señal y combinación con

el algoritmo de detección de somnolencia

El indicador propuesto para la evaluación de la calidad de la señal respiratoria está

basado en el análisis de los cambios en la forma de onda respiratoria. El indicador de

calidad se define como sigue:

qua(n) =
MAWLR(|x(n)|)

máx
k=n−WLR...n

x(k)− mı́n
k=n−WLR...n

x(k)
(6.7)

donde x es respfn definido en la ecuación (6.1), k es la k -ésima muestra respiratoria y

WLR es el tamaño de la ventana de MA en muestras. El mejor WLR ha sido encontrado

mediante la optimización desde 20 a 60 segundos. Un ı́ndice normalizado quan ha sido

definido para analizar los cambios de calidad sobre el tiempo como:

quan(n) =

∣∣∣∣ qua(n)

quaRef
− 1

∣∣∣∣ (6.8)

donde quaRef es la media aritmética de qua sobre los primeros cinco minutos. Además,

el quan ha sido filtrado para suavizar cambios repentinos y ha sido escalado. En concreto,

puede ser expresado como:

IndQua(n) = 100 ∗
(

1−
MAWLQ(quan(n))

0,6

)
(6.9)

donde WLQ es el tamaño de la ventana del MA aplicado a quan. El mejor WLQ también

ha sido buscado desde 20 a 60 segundos. Finalmente, la evaluación de la calidad de la

señal respiratoria ha sido combinada con la evaluación de los cambios de RRV. Por ello,

se han combinado en el bloque del detector de cuasipico para acumular los cambios en

RRV de forma adecuada evitando estimaciones erróneas debida a baja calidad de la

señal respiratoria. quaTeddn denota la combinación de los ı́ndices TEDD y de calidad,

que ha sido definida como:

IndQuaMinn = mı́n
k=nNBC ...n

IndQua(k)

quaTeddn =


yn si xn ≥ QuaTh

yn−1 si QuaTh
2 ≤ xn < QuaTh

0 sino

(6.10)

donde xn es IndQuaMinn, yn es qpTeddn y nNBC es NBC ciclos de respiración an-

teriores a n. IndQua ha sido minimizado tomando las muestras previas para tener un
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Tabla 6.2: Métricas de rendimiento de clasificación utilizadas para el ajuste de
parámetros y la evaluación del modelo

Métrica de rendimiento Descripción

Verdadero positivo (VP) # estados de somnolencia correctamente reconocidos

Verdadero negativo (VN) # estados de no somnolencia correctamente reconocidos

Falso positivo (FP) # estados de no somnolencia incorrectamente reconocidos

Falso negativo (FN) # estados de somnolencia incorrectamente reconocidos

Sensibilidad (SEN) V P
V P+FN

Especificidad (ESP) V N
V N+FP

F1-score (F1) 2∗V P
2∗V P+FN+FP

G-media (G)
√
SEN ∗ ESP

Exactitud (E) V P+V N
V P+V N+FP+FN

Kappa de Cohen (K)

pa= (V N+FP )∗(V N+FP )
V P+V N+FN+FP

pb= (V P+FN)∗(V P+FP )
V P+V N+FN+FP

pe=
pa+pb

V P+V N+FN+FP

K=E−pe
1−pe

indicador conservador porque patrones de señal respiratoria mala pueden aparecer en

ciclos de respiratorios consecutivos. Como en la discretización de qpTedd, quaTedd ha

sido discretizado minuto a minuto mediante el promediado sobre intervalos de un minuto

no solapados. El ı́ndice discretizado ha sido llamado TeddDisQ. La figura 6.7 muestra el

efecto de la combinación de la evaluación de la calidad de la señal con el qpTedd a lo

largo del tiempo para un test de un sujeto.

6.4 Evaluación del rendimiento del algoritmo

6.4.1 Métricas de rendimiento

Las clasificaciones generadas por los observadores externos fueron usadas como referen-

cia para evaluar la correctitud del algoritmo de detección de somnolencia propuesto. En

concreto, se ha evaluado mediante el cálculo del número de estados de somnolencia co-

rrectamente reconocidos (verdaderos positivos), el número de estados de no somnolencia

correctamente reconocidos (verdaderos negativos) y los estados que o fueron incorrec-

tamente clasificados como somnolientos (falsos positivos) o bien no fueron reconocidos

como somnolencia (falso negativo). Estas variables pueden ser representadas como una
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matriz que se conoce como matriz de confusión [217]. Las métricas que han sido utiliza-

das para evaluar el rendimiento de clasificación del algoritmo TEDD se muestran en la

tabla 6.2. La sensibilidad (SEN) y especificidad (ESP) son métricas ampliamente utili-

zadas conjuntamente para evaluar el rendimiento de algoritmos de clasificación binarios.

Por un lado la SEN mide la proporción de positivos, en nuestro caso detección de somno-

lencia que son correctamente detectados por el algoritmo y la ESP mide la proporción de

negativos (detección de no somnolencia) que son adecuadamente identificados. Por otro

lado, se han utilizado también otras métricas tales como: F1-score (F1), G-media (G) y

el coeficiente kappa de Cohen (K). G es insensible a los cambios en la distribución de

las clases, por el contrario F1 se adecua bien para tareas con muchas instancias negati-

vas. El coeficiente K mide el acuerdo entre clasificadores y ha sido utilizada la siguiente

escala de valoración del grado de acuerdo:≤0=pobre, .01–.20=ligero, .21–.40=discreto,

.41–.60=moderado, .61–.80=sustancial, y .81–1=casi perfecto [218].Además, K ha sido

empleado para medir el rendimiento del clasificador, porque ha sido medido el acuerdo

entre los estados de alerta del sujeto predecidos y observados, corrigiendo el acuerdo que

ocurre por suerte [219].

6.4.2 Optimización y validación del algoritmo

Los datos han sido divididos en conjunto de entrenamiento y conjunto de test para

obtener una estimación no sesgada de la exactitud del algoritmo optimizado. Además,

los datos de entrenamiento deben ser a su vez divididos en conjunto de entrenamiento y

conjunto de validación para obtener una estimación no sesgada de la exactitud durante

el proceso de optimización (p.e seleccionar el mejor tamaño de WLD).

Una de las principales limitaciones de realizar una única partición es que puede que no

tengamos suficientes datos para hacer unos conjuntos de entrenamiento, validación y test

suficientemente grandes. Por ello, se ha llevado a cabo un método de validación cruzada

para usar los datos disponibles para validación y testeo de forma eficiente. El método de

validación cruzada que consiste en dejar un sujeto fuera (LOSOCV) fue utilizado para

elegir los mejores parámetros del modelo y para evaluar el rendimiento del clasificador

de somnolencia seleccionado. En la técnica LOSOCV, los datos de todos los sujetos

menos uno, fueron usados para entrenar el clasificador y los datos del sujeto restante

fueron utilizados para test. Este proceso se repitió para todos los sujetos hasta que cada

sujeto ha formado parte una vez del conjunto de test [156]. Por ello, este método de

validación cruzada es adecuado para nuestro escenario porque no se desperdician los

datos de ningún sujeto.

Los resultados de rendimiento pueden ser demasiado optimistas porque, los resultados

de la validación cruzada estaban sujetos a la maximización. Por lo tanto, se ha llevado

a cabo la validación cruzada en bucle anidado para combinar la selección del modelo y

la evaluación del rendimiento. El método consiste en dos bucles de validación cruzada
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1: Dividir el conjunto de datos en N partes
2: for i = 1 hasta N do
3: Usamos N-1 como conjunto de validación
4: Usamos el restante como conjunto de test
5: Dividimos el conjunto de validación en N-1
6: for j = 1 hasta N − 1 do
7: Usamos N-2 para entrenar el clasificador
8: Usamos el restante para evaluar el clasificador
9: end for

10: Seleccionamos el clasificador con mejor AUC
11: Construimos el clasificador seleccionado con el conjunto de validación
12: Almacenamos las predicciones en el conjunto de test
13: end for
14: Estimamos la media de las métricas de rendimiento en el conjunto de test

Figura 6.8: Algoritmo de LOSOCV anidada para selección y evaluación del
modelo

anidados: uno interno para seleccionar los parámetros del algoritmo con el mejor ren-

dimiento en validación cruzada y otro externo para evaluar el modelo ajustado en el

conjunto de test restante. Entonces, se obtienen los resultados del algoritmo de clasi-

ficación de somnolencia con los parámetros seleccionados para la estimar las métricas

de rendimiento. El pseudocódigo del procedimiento de LOSOCV ha sido descrito en la

figura 6.8.

6.5 Resultados y discusión

6.5.1 Algoritmo de evaluación de calidad de señal: optimización y eva-

luación del rendimiento

El algoritmo lleva a cabo una clasificación binaria de la calidad de la señal respiratoria

como buena o mala, que está basada en el parámetro QuaDis que ha sido definido

en la sección 6.3.4. Los resultados de clasificación fueron utilizados para optimizar los

parámetros del algoritmo. Estos resultados han sido obtenidos mediante la comparación

de las clasificaciones del algoritmo de evaluación de la calidad de la señal con la calidad

de señal clasificadas por los observadores externos.

Los parámetros optimizados son: WLR,WLQ, NBC y QuaTh. Los valores de los rangos

de los párametros WLR y WLQ, se han buscado entre 20 y 60 segundos para abarcar

varios peŕıodos de respiración sin introducir mucho retraso en el algoritmo. Por ello,

hemos evaluado los resultados de clasificación con diferentes valores de estos parámetros

para obtener los mejores resultados. El algoritmo ha sido optimizado siguiendo los pasos

de abajo a arriba. Primero, el QuaTh que maximiza la E ha sido encontrado para cada

uno de los restantes parámetros. Un ejemplo se muestra en la figura 6.9(a). Esta figura
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Figura 6.9: Resultados de optimización del algoritmo de calidad de señal

Tabla 6.3: Métricas de rendimiento del algoritmo de clasificación de calidad de
señal

Métricas de rendimiento Parámetros optimizados

E ESP SEN F1 WLR WLQ NBC QuaTh

MA 0.63 0.36 0.81 0.70
20 50 11 75

MI 0.63 0.35 0.83 0.72

muestra la E de clasificación para distintos valores de NBC y QuaTh cuando WLR y

WLQ están fijados. Segundo, el QuaTh obtenido ha sido usado para encontrar el mejor

NBC que maximiza el F1 para cada combinación de WLQ y WLR. En caso de que F1

similares se hayan obtenido para diferentes NBC, se ha escogido el NBC más bajo para

reducir la complejidad del algoritmo. Tercero, se ha encontrado el WLR y WLQ que

proporciona los mejores resultados de F1. La figura 6.9(b) muestra los valores de F1

para distintos valores de estos parámetros con el NBC previamente optimizado.

Se debe tener en cuenta que F1 es más sensible a clasificaciones de buena calidad y

G proporciona resultados balanceados para las clasificaciones de buena y mala calidad.

Por ello, F1 ofrece un buen compromiso en elevados ratios de sensibilidad y exactitud

de las predicciones, por eso los parámetros han sido optimizados mediante el criterio

de maximización de F1. La tabla 6.3 resume los resultados obtenidos del algoritmo

de clasificación de calidad de señal. La tabla muestra los resultados de forma micro-

promediada (MI) y macro-promediada (MA), porque mientras que las métricas MA se

utilizan cuando se entrenan clasificadores independientes para cada clase, las métricas
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(c) F1 de TEDD sin calidad de señal
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(d) F1 de TEDD con calidad de señal

Figura 6.10: Resultados de clasificación de somnolencia del TEDD variando los
valores ThTedd y WLD para encontrar los mejores parámetros

MI se utilizan cuando todas las clases se entrenan conjuntamente. Entre MI y MA,

MI ha sido usado para ajustar los parámetros porque el mismo clasificador ha sido

entrenado para todos los sujetos y los resultados MA han sido utilizados para evaluar

el rendimiento global sin sesgo de la clase más representada. La tabla 6.3 muestra que

los resultados obtenidos para MI y MA son bastante similares. Además, el algoritmo

de calidad optimizado será aplicado al algoritmo TEDD para obtener resultados de

clasificación de somnolencia más fiables.

6.5.2 Algoritmo TEDD: resultados del algoritmo de clasificación

6.5.2.1 Ajuste de parámetros del algoritmo TEDD

El algoritmo propuesto ha sido optimizado mediante el ajuste de los parámetros WLD y

ThTedd, que se han definido en la sección 6.3.3, para obtener el algoritmo con los mejores

resultados de clasificación de somnolencia. El método LOSOCV ha sido utilizado para

seleccionar los mejores WLD y ThTedd y para evaluar el rendimiento del clasificador de
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Tabla 6.4: Resultados de detección de somnolencia para diferente tiempo de
avance (AT). Algoritmo TEDD (TeddDis) y TEDD combinado con evaluación
de calidad de señal (TeddDisQ)

Método
TEDD &

max.
criterio

AT=5 AT=4

ESP SEN F1 G K ESP SEN F1 G K

TeddDis
F1

80.2 ±
10.1

89.9 ±
14.9

77.2 ±
15.0

84.9 ±
8.8

0.59 ±
0.22

75.7 ±
10.5

89.9 ±
14.9

73.7 ±
17.6

82.5 ±
8.9

0.55 ±
0.23

TeddDis
G

80.2 ±
10.1

89.9 ±
14.9

77.2 ±
15.0

84.9 ±
8.8

0.59 ±
0.22

75.7 ±
10.5

89.9 ±
14.9

73.7 ±
17.6

82.5 ±
8.9

0.55 ±
0.23

TeddDisQ
F1

96.6 ±
3.6

90.3 ±
14.3

83.7 ±
12.7

93.4 ±
7.6

0.75 ±
0.19

93.1 ±
5.1

90.3 ±
14.3

80.4 ±
14.0

91.7 ±
7.7

0.69 ±
0.20

TeddDisQ
G

96.6 ±
3.6

90.3 ±
14.3

83.7 ±
12.7

93.4 ±
7.6

0.75 ±
0.19

93.1 ±
5.1

90.3 ±
14.3

80.4 ±
14.0

91.7 ±
7.7

0.69 ±
0.20

somnolencia seleccionado. Por lo tanto, cada WLD diferente ha sido considerado como

un modelo diferente. Entonces el WLD con los mejores resultados ha sido seleccionado

en el bucle interior mientras que los resultados de rendimiento generalizados han sido

obtenidos en el bucle exterior. Los valores de WLD van desde 1 hasta 20, porque los

valores mayores de 20 pueden causar un retraso en algoritmo no deseable. La figura

6.10 muestra el G y el F1 del algoritmo TEDD con y sin el algoritmo de evaluación

de calidad de la señal variando los valores WLD y ThTedd durante la fase de ajuste

en el conjunto de validación. Esta figura también revela que diferentes ThTedd óptimos

deben ser encontrados para cada WLD. Mientras que el mejor ThTedd ha sido buscado

maximizando G o F1, la optimización del WLD maximiza el área bajo la curva ROC

(AUC). AUC es un indicador del rendimiento del clasificador independiente del umbral

de clasificación escogido, en nuestro caso ThTedd. El AUC ha sido calculado usando el

estad́ıstico Wilcoxon-Mann-Whitney, el cual es más eficiente que integrar la curva ROC

[220].

6.5.2.2 Evaluación de los resultados del algoritmo TEDD

Los resultados del algoritmo de detección de somnolencia combinados con el algoritmo

de evaluación de la calidad de la señal respiratoria y sin esta combinación han sido

obtenidos. Estos resultados han sido obtenidos para evaluar la mejora con la contribución

del algoritmo de clasificación de calidad de la señal. Además, se ha evaluado el efecto

de elegir el criterio de maximización de G o F1 para optimizar ThTedd. Los intervalos

de confianza (IC) de cada métrica de rendimiento de clasificación han sido obtenidos

para comparar y evaluar distintos algoritmos. La incertidumbre de la exactitud ha sido

evaluada teniendo en cuenta los efectos de variabilidad entre sujetos. El método de

análisis de efectos aleatorios ha sido utilizado para estimar la media e intervalo de

confianza de las métricas teniendo en cuenta esta variabilidad. Por lo tanto, la media y
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Figura 6.11: Métricas de rendimiento de clasificación de somnolencia del algorit-
mo TEDD para TeddDis y TeddDisQ. Se ha seguido el criterio de maximización
de F1 para encontrar el mejor ThTedd. El número sobre el śımbolo indica el
valor de AT

el 95 % IC de los resultados del algoritmo en validación cruzada han sido obtenidos sobre

las particiones a partir del pooling a través de todos los sujetos usando el análisis de

efectos aleatorios [221]. Los valores de estas métricas para diferentes métodos del TEDD

(TeddDis y TeddDisQ), diferentes criterios de maximización (F1 y G) y para AT=5 y

AT=4 están en la tabla 6.4. Por un lado, esta tabla muestra que se ha conseguido el

mismo resultado de clasificación para ambos criterios de maximización.

Por otro lado, el test de Welch se ha utilizado para testear la significancia de las dife-

rencias entre los métodos TeddDis y TeddDisQ. Este test es comúnmente utilizado para

comparar las medias de dos muestras independientes con varianzas diferentes. Es una

adaptación de t-test de Student y es más fiable cuando las varianzas de las muestras no

son iguales [222]. En concreto, se ha encontrado que la ESP, F1, G, K obtenidas para

TeddDisQ para ambos criterios de maximización son significativamente mejores que los

de TeddDis para ambos AT (p<0.05), mientras que se mantiene la misma SEN. Además,

esta tabla muestra que la ESP de TeddDisQ ha aumentado de 80.2 % a 96.6 % mientras

las SEN se mantiene alrededor del 90 %. Finalmente, la K obtendida muestra acuerdo

moderado para TeddDis y acuerdo subtancial para TeddDisQ.

La figura 6.11 muestra los resultados de varias métricas de rendimiento de clasificación

de TeddDis y TeddDisQ variando AT. Ambos han sido optimizados con el mismo criterio

(maximización del F1) para comparar sólo el efecto del cambio de AT. Los valores de

AT van desde 5 minutos a 0 minutos y el número sobre el marcador indica los minutos

de AT. Esta figura muestra que ESP, F1, G decrecen cuando AT decrece, porque los

FP aumentan cerca del evento de somnolencia mientras se mantiene el mismo SEN para
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TeddDis y TeddDisQ. Además, los resultados del TeddDisQ son mejores que TeddDis

para todos los diferentes valores de AT. Además, se debe destacar que AT solo afecta

a las clasificaciones etiquetadas como negativas (VN y FP) por eso el incremento del

número de FP cercanos al evento de somnolencia podŕıa empobrecer el resultado de

ESP del algoritmo. En concreto, para AT=5 el FPR (FPR=1-ESP) obtenido es del 3 %

mientras que el FPR aumenta hasta el 23 % para AT=0.

En resumen, los resultados obtenidos son similares para los diferentes criterios de en-

trenamiento pero se ha encontrado una mejora significativa con la combinación de la

calidad de la señal respiratoria. Por lo tanto el algoritmo puede ser maximizado con

diferentes criterios siempre que el criterio sea insensible a la distribución de las clases.

Finalmente, los valores óptimos para la detección de somnolencia del algoritmo TEDD

han sido: WLD=17 y ThTedd=3.025.

6.6 Conclusiones

Se ha propuesto un nuevo algoritmo (TEDD) para la monitorización del estado de alerta

del conductor a través de la identificación de la lucha por no dormirse basado en los

cambios de la RRV. La RRV se estima a partir del esfuerzo torácico registrado con una

banda inductiva. Además, también se ha propuesto un método para proporcionar un

nivel de confianza de la calidad de la señal respiratoria. El nivel de calidad de señal

obtenido ha sido combinado con el algoritmo de detección de somnolencia para mejorar

los resultados de clasificación, esto se ha conseguido a base de reducir el número de

falso positivos inducidos por cambios en el RRV medido y que no están asociados a

somnolencia sino a movimientos corporales o a hablar.

El algoritmo diseñado ha sido validado en un simulador de conducción y los episodios

de somnolencia han sido identificados para cada una de las 15 sesiones. El gold estándar

de los eventos de somnolencia ha sido generado por los observadores externos a partir

de las grabaciones del sujeto mientras conduce. Los resultados han sido obtenidos si-

guiendo el método LOSOCV para conseguir una estimación no sesgada del rendimiento

generalizado del algoritmo. La mejora de los resultados de clasificación de somnolencia

debido al algoritmo de calidad de la señal ha sido evaluada mejorando la especificidad

de un 80.2 % a 96.6 % y las diferencias entre los criterios de optimización y AT han sido

discutidas.

Finalmente, el rendimiento generalizado de detección de somnolencia ha sido evaluado,

consiguiendo una sensibilidad de 96.6 % ± 3.6 %, una especificidad de 90.3 % ± 14.3 %

y acuerdo Kappa de Cohen de 0.75 ± 0.19 % en media a través de todos los sujetos. Por

lo tanto, el algoritmo propuesto puede ser un valioso sistema de seguridad en veh́ıculos

para alertar de la somnolencia mientras se conduce.
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Conclusiones

En esta tesis se han tratado los aspectos de la actividad f́ısica y la VFC relacionados con

la adherencia a un estilo de vida saludable. También se ha realizado un análisis com-

binado de ambas variables junto con variables psicológicas para evaluar estos aspectos

relacionados con la vida saludable de forma conjunta. Además, se ha utilizado un sensor

externo de respiración para detectar la somnonlencia al volante. Estos aspectos se han

tratado en distintos caṕıtulos de la tesis que tienen sus propias conclusiones y aqúı se

presenta un resumen de los mismos.

Se ha desarrollado y evaluado un algoritmo para la evaluación del gasto calórico asocia-

do a la actividad realizada a partir de los datos de acelerometŕıa. Estos datos se han

obtenido utilizando únicamente el sensor del smartphone y registrando las actividades

realizadas con una aplicación que implementa los cuestionarios del RSAF. Para ello ese

han utilizado algoritmos de aprendizaje automático y técnicas de mineŕıa de datos. Se

han comparado distintos algoritmos de aprendizaje automático. Se han realizado prue-

bas con 26 sujetos distintos para validar los algoritmos y se ha conseguido una F1-score

de 75.6 % en la clasificación de actividades. Además, el gasto calórico se cuantifica con

una error del 3.18 % ± 3.18 %. A nivel de clasificación de actividades según el gasto

calórico se ha alcanzado una F1-score del 85.9 %. Como trabajo futuro, para mejorar los

resultados se podŕıan usar los datos de otros sensores que tiene incorporado el propio

smartphone como el barómetro o el vector de rotación. Además, a nivel de algoritmos

se podŕıan explorar soluciones basadas en algoritmos de deep learning. También seŕıa

interesante utilizar los datos procedentes de los sensores del smartwatch para realizar

un análisis combinándolos con los del smartphone.

Se ha diseñado una aplicación móvil para la evaluación de la VFC basado en la técnica

de fotopletismograf́ıa utilizando cámara del propio smartphone como sensor. Se han

realizado medidas de comparación del sistema diseñado con el ECG y un dispositivo de

fotopletismograf́ıa de referencia con un grupo de 23 personas. Los resultados obtenidos

muestran en mediana una desviación estándar del error de 5.4 ms entre las series latido
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a latido, entre el smartphone y el ECG mientras que el error entre el ECG y el sensor

de fotopletismograf́ıa de referencia es de 4.9 ms. Los resultados han mostrado un grado

de acuerdo alto entre el smartphone y los otros métodos para distintas respiraciones y

distintos móviles en posición sentada. Se ha obtenido un grado de acuerdo alto para el

NN, SDNN y RMSSD pero los valores obtenidos para el LF/HF no son buenos. Validar

este método con un mayor número de modelos de smartphone distintos seŕıa una ĺınea

de trabajo futuro.

Acerca de las relaciones entre actividad f́ısica, VFC y variables psicológicas, se ha di-

señado un sistema que permite recoger datos para estudiarlas. Se ha realizado medidas

con 11 personas en las que se ha validado el correcto funcionamiento del sistema y se ha

obtenido un alto grado de usabilidad. Se ha encontrado que el nivel de la actividad f́ısica

desciende a lo largo del tiempo y también se ha encontrado alguna asociación entre la

constancia en la práctica de la actividad f́ısica y los cambios en el estado de ánimo. Sin

embargo, estas asociaciones se han de tomar con precaución debido al reducido número

de sujetos que han participado en este estudio.Para evaluar las relaciones es necesario un

mayor número de personas para extraer conclusiones al respecto. Por tanto, el sistema

desarrollado es un punto de partida para evaluar la adherencia a un estilo de vida salu-

dable de forma unificada utilizando una única aplicación. Como trabajo futuro quedaŕıa

realizar una evaluación con número mayor de personas y durante un espacio de tiempo

prolongado.

La somnolencia en conducción puede estar favorecida por un estilo de vida poco sa-

ludable. En esta tesis se ha diseñado y validado un algoritmo para la detección de

somnolencia al volante. Este algoritmo está basado en el análisis de la variabilidad del

ritmo respiratorio y en el análisis de la calidad de la señal respiratoria para generar

una alarma al conductor cuando aparecen los primeros signos de lucha por no dormirse

durante la conducción. Se han realizado pruebas con 15 sujetos y se han comparado con

clasificaciones de los observadores externos. Se ha obtenido una sensibilidad de 90.3 %,

una especificidad de 96.6 % y el grado de acuerdo Kappa de Cohen es 0.75. Una ĺınea de

trabajo futuro seŕıa evaluar el rendimiento del algoritmo en condiciones de conducción

real y evaluar este rendimiento con un número mayor de personas. También se podŕıa

realizar esta evaluación con pruebas que tengan una mayor duración.
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[34] A. H. Kemp and D. S. Quintana, “The relationship between mental and physical

health: insights from the study of heart rate variability.,” International journal of

psychophysiology : official journal of the International Organization of Psychophy-

siology, vol. 89, pp. 288–296, sep 2013.

[35] J. A. Chalmers, D. S. Quintana, M. J.-A. Abbott, and A. H. Kemp, “Anxiety

Disorders are Associated with Reduced Heart Rate Variability: A Meta-Analysis,”

Frontiers in Psychiatry, vol. 5, p. 80, 2014.

[36] A. K. Schuster, J. E. Fischer, J. F. Thayer, D. Mauss, and M. N. Jarczok, “Decrea-

sed heart rate variability correlates to increased cardiovascular risk,” International

Journal of Cardiology, vol. 203, pp. 728–730, 2016.

[37] Task Force of the European Society of Cardiology and the North American Society

of Pacing and Electrophysiology, “Heart Rate Variability : Standards of Measure-

ment, Physiological Interpretation, and Clinical Use,” 1996.

[38] D. Moss and F. Shaffer, “The Application of Heart Rate Variability Biofeedback

to Medical and Mental Health Disorders,” Biofeedback, vol. 45, pp. 2–8, mar 2017.

[39] D. Foley, S. Ancoli-Israel, P. Britz, and J. Walsh, “Sleep disturbances and chronic

disease in older adults: results of the 2003 National Sleep Foundation Sleep in

America Survey,” Journal of psychosomatic research, vol. 56, no. 5, pp. 497–502,

2004.

[40] D. Ndahimana and E.-K. Kim, “Measurement Methods for Physical Activity and

Energy Expenditure: a Review.,” Clinical nutrition research, vol. 6, pp. 68–80, apr

2017.

[41] A. C. Pinheiro Volp, F. C. Esteves de Oliveira, R. Duarte Moreira Alves, E. A.

Esteves, and J. Bressan, “Energy expenditure: components and evaluation met-

hods.,” Nutricion hospitalaria, vol. 26, no. 3, pp. 430–440, 2011.

[42] P. Trumbo, S. Schlicker, A. A. Yates, and M. Poos, “Dietary reference intakes for

energy, carbohydrate, fiber, fat, fatty acids, cholesterol, protein and amino acids,”

Journal of the American Dietetic Association, vol. 102, no. 11, pp. 1621–1630,

2002.

[43] K. R. Westerterp, “Diet induced thermogenesis,” Nutrition & Metabolism, vol. 1,

no. 1, p. 5, 2004.

[44] P. S. Freedson and K. Miller, “Objective monitoring of physical activity using

motion sensors and heart rate.,” Research quarterly for exercise and sport, vol. 71,

pp. S21–9, jun 2000.

[45] A. Luke, K. C. Maki, N. Barkey, R. Cooper, and D. McGee, “Simultaneous mo-

nitoring of heart rate and motion to assess energy expenditure.,” Medicine and

science in sports and exercise, vol. 29, pp. 144–148, jan 1997.



BIBLIOGRAFÍA 107
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