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Proleg

Aquesta memoria esta estructurada en sis capitols amb 'objectiu final de fonamentar i desen-
volupar les eines matematiques necessaries per a la classificacié de conjunts de subconjunts
borrosos. El nucli teoric del treball el formen els capitols 3, 4 i 5; els dos primers sén dos
capitols de caire més general, i I'altim és una aplicacié dels anteriors a la classificacié dels

paisos de la Unié Europea en funcié de determinades caracteristiques borroses.

En el capitol 1 s’analitzen les diferents connectives borroses posant una especial atencié en
aquells aspectes que en altres capitols tindran una aplicacié especifica. Es per aquest motiu que
s’estudien les ordenacions de families de t-normes, donada la seva importancia en la transitivitat
de les relacions borroses. La verificacié del principi del ter¢ exclos és necessaria per assegurar
que un conjunt significatiu de mesures borroses generalitzades, introduides en el capitol 3, siguin
reflexives. Estudiem per a quines t-normes es verifica aquesta propietat i introduim un nou

conjunt de t-normes que verifiquen aquest principi.

En el capitol 2 es fa un recorregut general per les relacions borroses centrant-nos en ’estudi de
la clausura transitiva per a qualsevol t-norma, el calcul de la qual és en molts casos fonamental
per portar a terme el procés de classificacio. Al final del capitol s’exposa un procediment practic

per al calcul d’una relacié borrosa amb 'ajuda d’experts i de series estadistiques.
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16 Proleg

El capitol 3 és un monografic sobre mesures borroses. El primer objectiu és relacionar les mesu-
res (o distancies) usualment utilitzades en les aplicacions borroses amb les mesures conjuntistes
crisp. Es tracta d’un enfocament diferent del tradicional enfocament geometric. El principal
resultat és la introduccié d’una familia parametritzada de mesures que verifiquen unes propi-
etats de caracter conjuntista prou satisfactories. L’estudi de la verificacié del principi del terg
exclos té aqui la seva aplicacié sobre la reflexivitat d’aquestes mesures, que son estudiades amb

una certa profunditat en alguns casos particulars.

El capitol 4 és, d’entrada, un repas dels principals resultats i metodes borrosos per a la clas-
sificacio dels elements d'un mateix conjunt de subconjunts borrosos. Es aqui on s’apliquen els
resultats sobre les ordenacions de les families de t-normes i t-conormes estudiades en el capitol
1. S’introdueix un nou metode de clusteritzacid, canviant la matriu de la relacié borrosa cada
vegada que s’obté un nou clister. Aquest metode permet homogeneitzar la metodologia del

calcul de la relacié borrosa amb el meétode de clusteritzacio.

El capitol 5 tracta sobre l'agrupacié d’objectes de diferent naturalesa; és a dir, subconjunts
borrosos que pertanyen a diferents conjunts. Aquesta teoria ja ha estat desenvolupada en el cas
binari; aqui, el que es presenta és la seva generalitzacié al cas n-ari. Més endavant s’estudien
certs aspectes de les projeccions de la relacié sobre un cert espai i el reciproc, I’estudi de cilindres
de relacions predeterminades. Una aplicacié sobre I'agrupacié de les comarques gironines en

funcio de certes variables borroses es presenta al final del capitol.

L altim capitol és eminentment practic, ja que s’aplica allo estudiat principalment en els capitols
314 a la classificacié dels paisos de la Unié Europea en funcié de determinades caracteristiques
borroses. Per tal de fer previsions per a anys venidors s’han utilitzat series temporals i xarxes
neuronals. S’han emprat diverses mesures i metodes de clusteritzacio per tal de poder comparar

els diversos dendogrames que resulten del procés de clusteritzacio.
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Finalment, als annexos es poden consultar les series estadistiques utilitzades, la seva extrapo-
lacio, els calculs per a la construccié de les matrius de les relacions borroses, les matrius de

mesura 1 les seves clausures.






Capitol 1

Fonaments

1.1 La logica borrosa

Els origens de la logica borrosa es van fixar el 8 de juny de 1965, data en que es va publicar el
famés article de L. A. Zadeh': “ Fuzzy Sets ” a la revista Information and Control (v. [108]).
Com sol passar en les diverses branques cientifiques, d’altres autors ja havien iniciat aquest
discurs cientific, com ara Lukaciewicz, precursor de la logica multiavaluada, i Max Black, un

dels primers autors a usar en els seus treballs cientifics la paraula vaguetat.

El paradigma de I’anomenada matematica borrosa es basa en el fet d’acceptar diferents graus
de certesa per a les proposicions logiques, és a dir, a I'aplicar els predicats a una col-leccio
d’objectes, aquesta no queda dividida en dues classes -els que verifiquen el predicat i els que no

el verifiquen- siné que sén permeses altres possibilitats. D’aqui prové el mot predicat vague?,

L’obra de L. A. Zadeh és immensa. Entre moltes d’altres contribucions ha estat un dels precursors de la

teoria de la possibilitat (v. [110]), i la molt més recent teoria de la informacié borrosa de la granulacié (v. [111]).
?Des dels comencaments fins als nostres dies, la modelitzacié del terme vaguetat ha estat un dels objectius
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20 Fonaments

que és l'eina principal de treball en la matematica borrosa. Es el que en llenguatge més
col-loquial anomenariem els grisos. Aquest fet indueix a la generalitzacié del concepte de
conjunt definit a partir de la seva funcié caracteristica al de conjunt borrés, on el rang de la
nova funcié caracteristica inclou 'anterior (v. [20, 70, 72, 80, 97]). Sota el concepte de conjunt
borroés resideix la idea que els elements clau en el pensament huma no sén els nombres siné les
etiquetes lingliistiques, les quals permeten que els objectes passin de pertanyer d’una classe a
una altra de forma suau i flexible. Amb aquest nou enfocament s’aconsegueix tractar amb prou
exit un dels seus objectius prioritaris: donar les bases del raonament aproximat que utilitza

premisses incertes com a instrument per formular el coneixement.

La matematica basada en la logica borrosa ha demostrat gran eficacia en molts camps aplicats.
En el camp del control automatic de processos el seu exit ha estat, i és, impressionant (v.
[47,102]). Tot comenga a principis dels anys vuitanta al Japé, quan Fuji aplica la logica borrosa
al control d’injeccié quimica per a plantes depuradores d’aigua. El 1987, OMRON desenvolupa
els primers controladors borrosos, Bosch anuncia rentadores amb el sistema eco-fuzzy, es fabrica
un controlador borrés de maniobra per al tren-metro de Sendai al Japd; molts electrodomestics
de Panasonic, Mitsubishi, Sony, Sanyo i Cannon sén comercialitzats amb 'etiqueta fuzzy com
a garantia i modernitat. En ’ambit més propiament cientific, gran quantitat d’articles aplicats
han estat publicats en revistes especialitzades, com ara a l’aviacié civil (v. [96]), a la medicina
(v. [107]), a la produccié d’acer (v. [12]), als transformadors (v. [14]) i, finalment, a les ciencies

naturals (v. [1]).

Si en el camp de I'enginyeria i 'automatitzacio la matematica borrosa aconseguia fins i tot sor-
prendre els més optimistes, en ’ambit teoricopractic de ’economia i la gestio la seva introduccio
pels professors Kaufmann i Gil Aluja ha estat tant o més fructifera (v. [31]-[37], [54]-[63]). Des-

prés d’aquests treballs que forneixen el contingut teoricopractic fonamental per tal de fer front

dels fonaments de la matematica borrosa (v. [90, 101]).
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als reptes importants de la incertesa en els fenomens socials, s’amplien els objectius introduint
els expertons (v. [59, 66]), els grafs neuronals a ’economia (v. [67]) i la teoria del caos borrosa
(v. [32]). També en aquesta disciplina la quantitat de treballs publicats en tots els camps ¢és
immensa: Tan sols a titol d’exemple, citem: en el camp dels models teorics (v. [3, 25]), de les
finances (v. [9, 10, 38, 39, 98]), de la gestié d’empreses (v. [8, 61, 68, 69]), de 'analisi de costos
(v. [71]), de la geréncia (v. [112]) o del marqueting (v. [40, 41]).

1.2 Connectives logiques

La logica proposicional crisp precisa definir la certesa o falsedat de les noves proposicions,
generades a partir de dues predefinides. En la logica borrosa cal fer el mateix pero afegint-
hi el grau de certesa. Cal, doncs, definir les valuacions de la 4, la o i les altres connectives
logiques a partir de les valuacions de dues proposicions vagues. Per aquest objectiu s’utilitzen
les t-normes, que ens defineixen la A i, per tant, la interseccié de subconjunts borrosos; i les
t-conormes, que ens defineixen la V i, per tant, la uni6é de subconjunts borrosos. Les propietats
que se’ls exigeixen sén les necessaries per tal que al restringir-les al conjunt {0, 1} obtinguem
les connectives classiques de 1’algebra proposicional i per tal de poder concatenar el llenguatge
(v. [100, 103]). Es important assenyalar que no existeix cap trencament fonamental, la logica

classica pot ser considerada com un cas particular de la multiavaluada. A partir d’ara, I = [0, 1].
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1.2.1 Definicions

t-norma

t: I x 1 — I ésuna t-norma si verifica les segiients propietats:

1. Va,yo',y €l | z<az,y<y = t(x,y)<t(z',y) (monotonia)

2. Ve,yel t(r,y)=t(y,xz) (simetria) 1)
3. Va,y,zel t(x,t(y,2)) =tt(z,y),z) (associativa)

4. Ve el t(z,1)=1t(l,z) =z (element unitari)

t-conorma

c¢: I x I — 1 ésuna t-conorma si verifica les segiients propietats:

1. Vo,y,o',y €l | o<2,y<y = clx,y)<c(z',y) (monotonia)
2. Ve,yel c(x,y)=c(y,x) (simetria) 12)
3. Vr,y,z€l c(x,cly,z)) =cle(z,y),z) (associativa)
4. Ve el c(z,0)=c(0,x) =2 (element neutre)
Negaci6
n: I — [ és una negacio si verifica les segiients propietats:
1. n(0)=1 1 n(l)=0
(0) (1) (1.3)

2 Voyellz<y = n(y)<n(x)

Si, a més a més, es verifica n(n(z)) = = direm que la negacié és involutiva. La més usual és

n(x) =1 —x,1és la que usem en tots els exemples i aplicacions.
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Propietats immediates

. Veel txx)<z i z<c(z,2) (1.4)

2. Veel tz,00=0 1 c¢(z,1)=1

Definicions complementaries

Siguin ¢ i ¢ una t-norma i una t-conorma respectivament. Aleshores:

t és distributiva sobre ¢ <= Vrz,y,z €l t(z,c(y,z)) = c(t(x,y), t(x, 2))

¢ és distributiva sobre t <= Vzx,y,z €l c(z,t(y,z)) = t(c(z,y),c(x, 2))

t és idempotent <= Vrel t(r,z)==

¢ és idempotent <= Vrel c(z,x)==x

t absorbeix ¢ <= Vz,yel t(z,c(z,y)) ==z

c absorbeix t <= Vx,yel c(x,t(z,y)) ==

t és una t-norma arquimediana <= Vz € (0,1) t(x,z) <z

e ¢ és una t-conorma arquimediana <= Vz € (0,1) c(z,x) >z

La parella (t, c¢) verifica les propietats de Morgan <=

— Veyyel 1—tzy=cl—z1—-y) i 1—clz,y)=t(1—2z,1—y)

t verifica el principi del terg exclos <= Vrel t(z,1—2)=0

c verifica el principi de no contradicci6 <= Vexel c(z,1—x)=1
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t-normes i t-conormes associades

Donada una t-norma t, la t-conorma associada a t es defineix de la segiient manera:

cle,y) =1—t(1l —z,1—1y) (1.5)

Es immediat comprovar que es verifiquen les propietats de t-conorma. De manera similar es

defineix t-norma associada a ¢, essent ¢ una t-conorma.

La importancia d’utilitzar t-normes i t-conormes associades prové del fet que si una t-norma
verifica el principi del terg exclos, aleshores la seva t-conorma associada verifica el principi de

no contradiccid, i viceversa. En efecte, si t(z,1 — z) = 0, aleshores:

cle,l—x)=1—-t(l—z,2)=1-0=1

i, per tant, es verifica el principi de no contradiccié. El reciproc també és immediat. Es per

aquesta rad que al llarg de la memoria utilitzarem t-normes i t-conormes associades.

1.2.2 Principals t-normes i t-conormes

La relaci6 de t-normes i t-conormes és molt extensa (v. [76]). Aqui presentem les que considerem
més importants, posant un especial emfasi en les propietats que fan referencia a ’ordenacio i
a la verificacié dels principis del ter¢ exclos i de no contradiccid, ja que sén forga rellevants en

els capitols posteriors sobre mesures i clusteritzacio.
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1. Producte drastic

tPD($7 y) =

CPD(x7 y) =

2. Minim i maxim de Zadeh

tmin(xa y)

Cmax (:I:7 y)

Figura 1.1: t-norma i t-conorma de Zadeh
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///// IR
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3. Producte acotat

tPA(‘ray) - maX{O,x + y— ]‘}

cpa(z,y) = min{l, 2 +y}

4. Producte algebraic

tP(x> y) =Ty

25
y=1
r=1
altrament
(1.6)
y=20
=0
altrament
= min{z, y}
(1.7)
— max{z, y}
X2
'l:‘z?zz:z,"'
""',;‘,'z‘z{?i"
1
1 0
(1.8)
(1.9)

cp(z,y) =2 +y—ay
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Figura 1.2: t-norma i t-conorma del producte acotat
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Figura 1.3: t-norma i t-conorma del producte algebraic
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5. Producte d’Einstein

tpe(,y) il
1} =
r+y ’
cpe(T,y) = Tty
6. Familia de Hamacher
Ty
t = A>0
caa(z,y) = Tty =@ Ny,

1—(1—-XNzy
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Figura 1.4: t-norma i t-conorma d’Einstein
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7. Familia de Dombi

tD,)\(way) =
1+ ((=—1) +

pr)\(l’,y) = 1 Y 1 Y _i
1+ ((=- 1) +(--1
xz Y

tD’)\(.’E,O) = tD’)\<O,$) =0 1 CD)\(Q},O) = CD)\(O,.’E) =1

(1.12)



28 Fonaments

Figura 1.6: t-norma i t-conorma de Dombi per a A = 2
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8. Familia de Yager

tya(z,y) =1 —min(L, (1 —2) + (L —y))3)  A>1 (1.13)

eyalw,y) = min(L, (@* +y)3)  A=1

Figura 1.7: t-norma i t-conorma de Yager per a A = 2
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9. Familia de Dubois i Prade

zy
- YW <A<t
1-— 1-— )
cppa(z,y) =1— U-2)l ~y) 0<A<1

max{l —z,1 —y, A} -
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Figura 1.8: t-norma i t-conorma de Dubois i Prade per a A = 0.2
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Propietats immediates

1. tpp és la més petita de totes les t-normes i cpp la més gran de totes les t-conormes.
2. tmin és la més gran de totes les t-normes i ¢, la més petita de totes les t-conormes.

3. tpp itpy verifiquen el principi del terg exclos; i, per tant, cpp i cpa verifiquen el principi

de no contradiccié.

4. tpin, tp 1 tpg no verifiquen el principi del ter¢ exclos; i, per tant, ¢pez, cp 1 ¢pg NO

verifiquen el principi de no contradiccio.

5. tH,l = tp, tH’g = tpE, lim tH)\ = tpD i lim CHX = CpD.
A— 400 A— 400

6. lim tD)\ = tmina lim tD,/\ = tpD, lim CD X = Cmax ilim Cpx = CpD.
A—+oo A—0 A—+00 A—0
7. tyy =tpa, lim tyx = tun, lim ity = tpp, ¢yt = cpa, lim ¢y = Cpmax 1 lim tyy = tpp.
A—+400 A—1 A—+00 A—1

8. tppPo = tmin, tpP1 = tP, CDPO = Cmax 1 CDP1 = Cp.

Les propietats limit es poden consultar a [76]. En les families de t-normes que depenen d’'un

parametre, depenent que el limit sigui ¢,,;, 0 bé tpp podem conjecturar que la respectiva familia



30 Fonaments

és creixent o decreixent?.

1.2.3 Desigualtats

1.2.3.1 Desigualtats elementals

Es verifica:

tpp < tpa <tpp <tp <tpn (1.15)

La primera desigualtat i I'iltima sén certes perque sén la més petita i la més gran de les

t-normes. Per a la segona:

Si max{0,x +y — 1} = 0 és trivial. Si max{0,2+y—1} =z +y — 1 tenim:

r4+y—1< y Y —

S 2—(z+y—ay) 1+(y—1(@-1)
—= z+y-1)A+w-D@-1)<zy <= (@-Ly-1x+y—2)<0

La qual cosa és obvia ja que x,y € I. Per a la tercera:

:L.? l’, €T @

— 2—(r4+y—ay)>1 <= z+y—azy<l <=

—zr(l—y)<1l—y certjaque 0<z<I1

1.2.3.2 Desigualtats sobre families parametritzades

Les families de Dombi i de Yager tenen en comu factors del tipus /z* 4+ y*. Per tal de

determinar si les anteriors families sén creixents, decreixents o bé cap de les dues respecte del

3Evidentment, d’entrada només es tracta d’una conjectura ja que una familia no té per queé ser monotona.
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parametre A, cal previament coneixer el comportament de les expressions anteriors al variar el

parametre del qual depenen. Anem doncs a demostrar una proposicié previa:

Proposicio
Ve,yel 0<A<puy = Th 4yt < /a4y (1.16)

Demostracio:

(;/ H w H B)A
WS )\/.CL’)‘—l-y)‘ T +y :A (J: +y) Sl —
Var +y (@t + yH)r

ey PO 1y ey

(xr + y)» - 2 (1 + (%)A)u N (14 22~

=f(z) <1 Vze[0,+00)

Vegem que f(z) <1

1 A
1 L\ (1 —+ —)
FO) =11 lim f(z) = tm SF2 o, DTz
z—+00 z—+00 (1 + Z)‘)“ z—+400 1
(1 z_A)M

Az (1 4+ 21 4+ 2 (A 4 2N — (L4 27))
(1+ 20

F)y=22n <1
Per tant, queda demostrada la proposicié. A la figura 1.9 hi ha representada la grafica d’f.

Siz,y € (0,+00) també és cert ja que el domini d’f és el mateix; per tant:
IRNE 1\~ 1\* 1\
o<a<n = Q) +G) =G +G)
z Yy T Yy

O<d<py = YA-o)r+A-yrJA—2)+ (1 -y
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Figura 1.9: Grafica de la funcié f(z)
“
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0 2 a6 8 10
1. A< o) — tH,)\ > tH,u
2. A< n = ty,)\ < tY,
! (1.17)
3. A< n = tD)\ < tD,,u
4. A<p = tppr>tppy

La segona i la tercera son immediates a partir de la proposicié anterior, i la quarta també ho

és a partir de les propietats de la funcié max. Anem a demostrar la primera:

Y

tun(z,y) > tuu(r,y) <=

Ty

—

A+ (1 =XN(z+y—zy)

>

p+ (1= p)(r+y—zy)

= At{1-Ne+ty—ay)<p+1-plzt+y—azy <
I-Nez+y—a2y) —Q—p)lz+y—zy) <p—A

(H=MNE+y—zy) Sp—A
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— zs+y—2y<l <<= (1-y)(z—-1)<0

que és trivial a causa del domini de les t-normes.

1.2.4 Generadors additius

Moltes d’aquestes t-normes estan generades per funcions d’una variable anomenades generadors

additius (v. [82]), és a dir, es verifica:

t(e,y) = fOV(f(@) + fy) (1.18)

on f:[0,1] — [0, +00) és estrictament decreixent i continua, f(~!) representa la pseudoinversa
d'f1f(1)=0. Si f és exhaustiva, no esta definit f(0) i, simbolicament, podem definir
f(0) = +o00 o bé t(x,0) = t(0,x) = 0. Suposant que f([0,1]) = [0,a], la pseudoinversa ve

definida per:

g { 7@ weld

0 z € (a,+00)

Observacions

e En el cas que f sigui exhaustiva (i per tant bijectiva) es verifica que f(=1) = =1,

e Si f és un generador additiu, aleshores ¢ = kf amb k£ > 0 també ho és. Efectivament,
si f([0,1]) =[0,a] == g¢([0,1]) = [0, ka] i, per tant, el conjunt de valors pels quals
f(z) 4+ f(y) > a coincideix amb el conjunt de valors pels quals g(z) + g(y) > ka. Per
altra banda, g = kf = ¢ l(x)=f"" (%) d’on es dedueix:

(f(x) + f(y))
k

Aixo0 ens permet, en el cas que f no sigui exhaustiva, de tractar funcions amb un recorregut

g ((x) + 90) = g (k@) + k) = 7 (B ) = @) + fw).

predeterminat el més senzill dels quals és: f([0,1]) = [0, 1], simplement escollint k& = —.
a
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e Com que f és estrictament decreixent, f~' també ho ési f(-1) és decreixent.

Anem a comprovar que, efectivament, una funcié ¢ definida com a (1.18) verifica les propietats

de t-norma:

1. Monotonia

Vo,y, o'y | e <2y <y

f@)+f) = f@)+ ) = taxy) =0 (@)+ fly) <
< fEVFE) + F) =t y)

2. Simetria

Evident a partir de la definici6 de t.

3. Associativa

(a)

Suposem que f(z)+ f(y) <11 f(y) + f(z) < 1, aleshores en aquest domini f(-1) =
f~11iper tant:

t(t(z,y),2) = FEVFFEVF (@) + F) + f(2) =

= U@+ fW) + f(2) = F7H(f (@) + fy) + f(2) =

= fTHf @)+ FUH ) + F(2) = FO (@) + FFED(fy) + f(2))) =

= i(z,1(y, 2))

Suposem que f(z) + f(y) > 1, aleshores:

fEOS@) + W) =0 = f(fTV(f(2)+ fw) + f(z) =

=1+ f(z) 21 = t(tlx,y).2) = FOOFFT @)+ F») + f(2) =0

Per al calcul de t(xz,t(y,2)) = fCV(f(x) + fCY(f(y) + f(2))) s’han de tornar a

distingir dos casos:
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= [N+ ) =1 =

=[OV (@) + FFOV(Ff ) + f(2)) = tla, t(y, 2) =0

. Si f(x) + f( D)+ f(2) =)+ f(2) =
=tz t(y,2) = fOf) + Q) + f(2) =

=1 f@) + fly) + f(2)) =0 jaque f(z)+ f(y)>1

<1l = f

4. Element unitari

t(z,1) = fCV(f(x) + f(1) = f1(f(2)) = @ ja que f(1) = 0.

1.2.4.1 Analisi del principi del terg¢ exclos

Estem interessats a determinar les condicions en queé una t-norma verifica el principi del terg
exclos; és a dir, en quines condicions Vz € [0,1] t(z,1 — ) = 0. Ho farem exclusivament en

el cas que la t-norma vingui generada per un generador additiu.
Cas A: f exhaustiva

En aquest cas, 1'inica possibilitat que 0 = f~!(f(x) + f(y)) és que f(z) + f(y) = +oo d’'on

xr =00y =01, per tant, no pot verificar el principi del terc exclos.
Cas B: f no exhaustiva

Com ja hem comentat en ’apartat d’obsevacions, centrem el nostre estudi per a funcions f

decreixents tals que f([0,1]) = [0, 1]. Aquest cas també el subdividim en diferents subcasos:

1. Funcions inferiors a la funcié y =1 —x

Veel fr)<l—-z = fl-a)<l-(1-2)=2 —
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= f@)+fl-2)<l-2+2=1 =
= O=t1-2)=fTV(f@)+f1-2)=Ff"(fl@)+fQ1-2) =
= 1=f0)=f(x)+f1-2)<1

Per tant, arribem a una contradiccié. No existeixen t-normes d’aquestes caracteristiques
que verifiquin el principi del ter¢ exclos. En particular, si f és concava en tot el seu

domini, la corresponent t-norma no pot verificar el principi del ter¢ exclos.

2. Funcions superiors a la funcié y =1 — x
Veel fz)>1—-2 = fl-a)>1-(1-2)=2 =

= fo)+fl-2)>1l—-z42=1 =
= tla,1—2)=fCI(fla)+ f1—-2) =0

I per tant sempre verifica el principi del ter¢ exclos. En particular, si la funcié f és

convexa en tot el domini, es verifica la condicié anterior. Vegem un exemple:

Sigui f(z)=1—-2> = [flYo)=V1-x

0 2 +y? <1

Vaz+y?2—1 2 +y?>1

Com que z,y € I aleshores 22 + (1 —z)? <z +1—2=1don:

Veel ti(x,1—2)=0
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Figura 1.10: Grafiques de les funcions f i f~! en el cas 2.
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3. Funcions que tallen a la funcié y =1 — x

(a)

Suposem Jzg < 1| f(zo) = 1—0, i que Va € [0, 7] la funcié és superior ay = 1—x
iVa € [x9,1] és inferior a y = 1 — 2. Aleshores Jx; xp < 27 < %| flz1) <1—mxi
fl=—z1) <1—(1—z) = jaque l—ay > L, d’on f(z1)+ f(1—=z1) < 11iper tant si
0=1t(x1,1—x1) = f1(f(x1)+ f(1—m1)) aleshores 1 = f(0) = f(z1)+ f(1—12) <1
i arribem a contradiccié. Per tant, si la funcié comenca essent superior a y =1 —
forcosament no la pot tallar abans del punt 0.5. De forma reciproca, si comenca

essent inferior a y = 1 — z no la pot tallar per primera vegada després del punt 0.5.

Anem a analitzar el cas en el qual Ve € I 1= f(z)+ f(1 —2z) don f(3) =1 iper

tant és un punt de tall amb la recta y = 1 — x. Derivant, obtenim:

fl(x) = f'(1—2)=0don f"(z) + f"(1 —2) = 0 i per tant f’(3) = 0. Com que la
funcié f és estrictament decreixent, deduim que el punt x = % és un punt d’inflexio.
Vegem un parell d’exemples on amb els subindexs de les t-normes volem indicar el

grau del polinomi de la funcié generadora:

i. El cas més simple és f”(x) = 0, d'on f'(z) = —A A > 0. Imposant les
condicions f(0) =11 f(1) = 0 obtenim la funcié f(z) = 1 —x que té per inversa

a ella mateixa: f~!(z) =1 — x. Com que:
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Figura 1.11: Grafica de la t-norma t;
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@)+ fy)=1-(1-2+1-y) =a+y—1

la t-norma generada és:

r+y—1 r+y=>1

tl(a% y) -
0 r+y<l

Per tant, t1(z,y) = tpa(z,y). Hem generat la t-norma del producte acotat.

El segiient cas més simple és escollir f”(x) com un polinomi de primer grau:

f"(x) = —A(x — =). Imposant les condicions descrites anteriorment i operant,
2

arribem a l'expressié de la funcié i de la seva inversa:

1\3 1\3
()~ (-2)
1 1 =z
1 _ 3
e i
Finalment, obtenim I'expressio de la t-norma:

e el g+ (=) f-3) =)

El procediment anterior es pot generalitzar canviant I'exponent 3 a l'expressié an-

terior per qualsevol altre nombre senar. Es significatiu que per n = 1 obtenim la
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Figura 1.12: Grafiques de les funcions f i f~! en el cas 3.
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t-norma del producte acotat (v. 1.8). Els dos casos estudiats no engloben totes les
possibilitats, pero sén prou generals com per a poder generar families de t-normes

que verifiquin el principi del ter¢ exclos.

1.2.4.2 Familia generalitzada de tpy

De forma totalment similar a ’exemple anterior, obtenim la segiient familia de t-normes (amb
les seves corresponents t-conormes associades), on n és un nombre senar. Siguin f i f! la

funcié generadora i la seva inversa definides per:

o= ()= (-3
AR (e

Operant de forma analoga als casos n = 11 n = 3 obtenim la segiient familia de t-normes:

e =ma {05+ /(e 1) 4 (- 1) - () (119)

1 les seves t-conormes associades:

Y (S [ R S
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Figura 1.13: Grafica de la t-norma t3

777777, I

L0
JRRXR
SN

QO
a8
S

.V

0

i
RO

AR
JRRREAR
RS
X

\/

Les anteriors families verifiquen les lleis de Morgan i, per tal de comprovar-ho, primer hem
d’analitzar - fixat un n - per a quins (z,y) es verifica per t,(z,y) > 0 i per a quins es verifica

cn(z,y) < 1.

to(z,y) >0 <= 1+d<x—%>n+<y—1)n—<l)n>0 =
(-3) 09"~ 25 = (-9 +(-3) >0 =

1\ n 1\ n
Y s (= 2) e 1
<‘” 2) > <y 2) Ty >

De forma equivalent es demostra:

clr,y) <1l «—= z+y<l

Les dues condicions sén incompatibles.

Sit(z,y) =0 = 1—t(z,y)=1.

Per altra banda, si t(z,y) =0 — z4+y<l =
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= l—-a+1-y>1 = c(l—-a,1-y)=1

Per a D'altra llei de Morgan es fa de la mateixa manera. Malauradament, no es verifica que

siguin distributives unes de les altres. Comprovem-ho amb un contraexemple:

Suposem que x = 0.6, y = 0.3 1 z = 0.2. Prenem com a valor d'n, n = 1, aleshores la t-norma

i la t-conorma son les del producte acotat. Utilitzant les férmules (1.8) obtenim:

tpa(z,cpaly,z)) = 0.1; i, en canvi, cpa(tpa(z,y), tpa(z, z)) = 0.

1.3 Subconjunts borrosos

En la teoria de conjunts crisp la definicié d’interseccid, unié i complementari esta absolutament
lligada amb les connectives de la logica proposicional. Les propietats de I’Algebra de Boole
dels conjunts es dedueixen de forma immediata de les propietats de la logica proposicional.
Al generalitzar la logica proposicional a la logica borrosa ens canvien les propietats de les
operacions entre conjunts borrosos, les quals esdevenen més febles, de la mateixa manera com
succeeix amb les t-normes, t-conormes i negacions. La definicié de subconjunt crisp a partir
de la funcié caracteristica de domini en el conjunt referencial E i recorregut en {0,1} queda
generalitzada als subconjunts borrosos prenent com a recorregut el conjunt [0,1]. Anem a

formalitzar-ho matematicament.

1.3.1 Funcié de pertinenga

Sigui £ un conjunt referencial. Un subconjunt borrés A ve definit per una aplicacio:

pi: B —[0,1] (1.21)
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anomenada funcid de pertinen¢a, on g ;(x) indica el grau de pertinenga de l'element z al
subconjunt A. En el cas que F sigui finit £ = {aj,as,...,a,}, el subconjunt borrds se sol

representar de la forma:

A= {(alv :u/l(al)): (an MA(GQ))v SR (an’ uﬁ(an))v 0bé A= ZMA(GZ)/GZ"

Si el conjunt E és numerable no finit, el sumatori esdevé indexat fins a 0o, i en el cas continu

s'utilitza el simbol integral.

1.3.2 Operacions entre subconjunts borrosos

Sigui G(E) el conjunt de tots els subconjunts borrosos® I’E, és a dir, o(E) = {A: A cC E}.

Suposem que fl, B € O(E), amb funcions de pertinenca pi5 i pp; ¢, ¢ i n una t-norma, una

t-conorma i una negacio respectivament.
Interseccidé, unié i complementari

Es defineixen la interseccié i la unié d’A i B com els subconjunts borrosos AN B i AU B, i el

complementari d’A com A° tals que tenen per funcié de pertinenca:

5(2))

(ni(z), p
() (1.22)

=
b
o]
sl
8
Il
~

De la mateixa manera que en el cas de la logica borrosa, 'estructura algebraica (¢(E), N, U)

és més feble que la corresponent dels conjunts crisp. En aquest cas ANA=A1 AUA=A
E,

4En Pambit crisp, el conjunt de les parts d’E és designat per p(F), i esta constituit pels subconjunts d’

ésadir: p(F)={A: ACE}
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nomeés es verifiquen quan ¢ i ¢ sén les del minim i el maxim de Zadeh i només amb elles obtenim
una estructura de reticle; pero, en canvi, per a aquestes t-norma i t-conorma no es verifica
AN A° =0 ni AU A° = E i, per tant, no verifiquen ni el principi del ter¢ exclos ni el principi

de no contradiccié.

Inclusio6

N
N
oo
[

Vee B pi(r) <p

sl
—
&

1.3.3 Cardinal

El cardinal d'un subconjunt crisp és el nombre dels seus elements, i coincideix amb la suma
de totes les imatges de la funcié caracteristica. Es aquesta segona definici6 la que fem servir
per tal de generalitzar el concepte de cardinal als subconjunts borrosos. Suposem que F és un
conjunt amb |E| = n -on || representa el cardinal- i A un subconjunt borrés d’aquest referencial.

Aleshores®:

card(A) = |A] =) ps(x) (1.23)

Propietats

zeE
3. [AUB| 2 Y max(uz(x). jp(x))
zeFE
L _ n
4 JANAY <Y min(ug(e), 1 - pg(e) < 5
zeE

5Evidentment, perqué aquesta definicié tingui sentit cal que E sigui finit, o bé que si és numerable no finit

la serie sigui convergent.
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CJAUA 2 S max(ug(a), 1 — () >

Fonaments
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zelR

. Si t verifica el principi del terc exclos, aleshores |A N A¢| = 0

. Si ¢ verifica el principi de no contradiccid, aleshores |[A U A¢| =n

Totes elles son facilment deduibles a partir de les definicions i de les propietats de les

t-normes i de les t-conormes.



Capitol 2

Relacions borroses

2.1 Introduccid

Les relacions borroses son 1’eina fonamental en el camp generic de la teoria de la decisié borrosa
(v. [4, 93]). Els conceptes i resultats que desenvolupem al comencament d’aquest capitol
constitueixen el marc teoric comu de totes les disciplines integrades en la teoria de la decisié com
ara la teoria de la classificacié i de I’agrupacid, que estudiem en els capitols 4 i 5, pero també sén
aplicables a d’altres branques, com per exemple la teoria de I'assignacio i de I'ordenacié, en les
quals juguen un paper determinant les relacions d’ordre borroses (v. [73, 109]). Més endavant,
pero, ens concentrem en 'estudi de les relacions d’equivalencia borroses ja que, dintre d’aquest
ambit tan general, aquest tipus de relacions borroses sén fonamentals en 'estudi en la teoria

de la classificacié, que desenvolupem en el capitol 4.

45
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2.1.1 Relacidé borrosa

Siguin Ay, As, ..., A, conjunts crisps. Una relacié borrosa R en Ay, A, ..., A, és un subconjunt

borrés en A;x Ayx...xA,' amb funcié de pertinenca?:

pp s AyxAgx. .. xA,—10,1] (2.1)

El valor ps(aq,as, .. .,a,) ens indica el grau en que els elements ay, as, . . ., a, estan relacionats.

Quan n = 2 s’anomena relacié binaria, per a n = 3 relacié ternaria, per a n = 4 relacié
quaternaria, i aixi successivament. En general, parlem de relacions borroses n-aries. Tot i que
en la definicié no cal imposar la condicié de finitud per als conjunts A;, pel caracter dels temes
tractats posteriorment sempre considerarem que els conjunts que intervenen son finits i que el

seu nombre també és finit.

Sén diverses les formes per representar una relacié binaria. Les més conegudes son les represen-

'De fet, aquesta definicié és un cas particular d’una definicié més general, en la qual la relacié borrosa esta
definida entre n conjunts borrosos i no entre n conjunts crisp. En aquest cas, cal imposar que el valor de la
funcié de pertinenca en la n-pla d’elements sigui menor o igual que el minim de les n funcions de pertinenca

que defineixen els n subconjunts borrosos en els n elements en qiiestié (v. [80]).
2 Aquesta definicié és una generalitzacié de les relacions en conjunts crisp en els quals una seérie d’elements

estan relacionats o no ho estan, sense haver-hi la possibilitat de diferents graus de relacid, la qual cosa equival
a definir una funcié:

MRIA1XA2X...XAn—>{0,1}
de forma que:
ai1,as,...,a, estan relacionats <= (a1,as,...,a,)ER <= pugr(ai,as,...,a,) =1

ai,as,...,a, no estan relacionats <= (aj,as9,...,a4,)¢R <= pgr(ai,as,...,a,)=0

En el cas que ens ocupa, el rang dels possibles valors esdevé tot Uinterval [0, 1] en lloc, inicament, de la seva

frontera.
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tacions matricial, sagital, en forma de graf i en forma de taula. La representacié sagital és la
tipica representacié de correspondencies entre conjunts, afegint a sobre de cada fletxa el valor
de la funcié de pertinenca que correspongui; si es fa mitjangant una taula en lloc de fer-ho amb
diagrames, obtenim la representacié en forma de taula. La representacié mitjancant un graf és
I’habitual dels grafs, pero també afegint-hi el valor de la funcié de pertinenca corresponent a
cada fletxa. La més utilitzada, pero, és la representacié matricial. En el cas que la relacié sigui
binariai Ay = {a11,a12 . . . G1p, }, A2 = {a21, a9 . . . asy, }, els valors de la funcié de pertinenca els

podem escriure en una matriu A = («;;) de dimensions n; X ng, de forma que p (a1, ag;) = ;.

11 12 N Oéln2

921 929 PN O./Qn2 ( )
2.2

anll an12 e Oénan

Com en el cas de funcions reals de més de dues variables reals, es fa molt dificil de trobar
una representacio adequada per a relacions borroses ternaries o n-aries. La més usual és una
generalitzacio de la matricial en la qual es formen matrius de matrius per representar els

hipercubs que defineixen la relacié borrosa.

2.1.2 Relacions n-aries

El fet que un problema depengui de diverses variables sol provocar la pregunta de que succeiria
si el nombre de variables disminuis o s’incrementés. En el nostre cas, el que volem determinar
és de quina forma queda modificat 'hipercub per la sortida o l’entrada de noves variables.
Els objectes matematics necessaris per a l'estudi d’aquest problema sén les projeccions, en cas
de disminuir les variables; i les extensions cilindriques, en cas d’augmentar-les. A les accions
de disminuir i augmentar les variables les anomenarem projectar i estendre una determinada

relacidé n-aria.
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2.1.2.1 Projeccio

Sigui {A;}ic; una familia de conjunts amb I = {1,2,...,n}CN i R una relacié borrosa en

Arx...xA, = Q A;. Sigui JCI, aleshores la projeccié de R en Q) A; sobre Q) A; i que deno-
el i€l icJ
tarem per R|@A; =Y ve definida per:

iceJ

Pryy (y) = max g () (2.3)

onx = (Ti)icr , Y= (Yjljes 1 >y & z;=y; VjeJ

2.1.2.2 Extensid cilindrica

Sigui {4;}ic; una familia de conjunts amb I = {1,2,...,n}CN i R una relacié borrosa en

QR A; =Y iJ C I. Lextensié cilindrica R1T X —Y de Ren A;x...xA, = QR A = X es
ieJ i€l
defineix com:

tigx—y(®) = pp(y) amby tal que y <= (2.4)

Propietats

Siguin [, J C Nfinits, J C I, QA =X1 @A, =Y.
iel ieJ
Per tal de relacionar les projeccions amb els cilindres observem que si R és una relacié borrosa

en X, aleshores:

Mooy (o) = iy () = max pp(e) = max  pup(w) > pa(zo) y <o (2)
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Per altra banda, si R és una relacio en Y, aleshores:

H(RTX—Y)1Y(3/> = Mﬁe(y) (2.6)

La segona propietat és menys rellevant que la primera donat que el valor de la funcié de

pertinenga no canvia.

2.2 Relacions binaries

2.2.1 Introduccio

Una relacié binaria és una relacié 2-aria, és a dir, una relacié entre dos conjunts. Per tal de
simplificar la notaci6 no utilitzarem subindexs, i anomenarem A i B els dos conjunts. L hipercub
de la matriu es redueix a una matriu 2x2 tal i com esta definida a (2.2). El conjunt dels elements

de la matriu s’anomena conjunt de nivells, o sigui®:
Ap={a:3ac Abe B| ppa,b) =a} (2.7)

En el nostre cas, com que el nombre d’elements dels dos conjunts és finit, també ho sera el
del conjunt de nivells. Es molt habitual utilitzar el que s’anomena l’escala hendecanaria els
elements de la qual pertanyen al conjunt: {0, %, 1—20, cee %, 1} i, per tant, Ag és un subconjunt
de l'anterior. La gran diferencia de les relacions borroses amb les classiques és justament el fet
que els elements de la matriu ja no sén zeros i uns, siné que poden prendre altres valors en
[0,1]. Existeix una forma de representar les relacions borroses en la qual s’observa de manera
encara més evident com les relacions classiques no sén res més que un cas particular de les

borroses. Aquesta respresentacié I’anomenarem representacio formal donat que no és res més

que aixo, una representacié simbolica de la relacié.

3En certs contextos s’utilitza la notacié a/aRb per indicar que pg(a,b) = a.
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2.2.2 Relacid a nivell a

Definim R, relacié a nivell o com*:

1 ppla,b) > a
1R, (a,b) = § (2.8)
0 pp(a,b) <a
2.2.3 Representacié formal
Tenint en compte les operacions que habitualment s’usen en els subconjunts borrosos:
R= aR, (2.9)
QGAR
o fiapr, (T,Y) = pr, (2,y)
e Exemple
0.5 0.7 11 11 0 1
o 1 [=02fo0 1|05 0o 1 |[Uo7] 01|
0.2 0.9 11 01 0 1
00 0 0
oo o1 |Ut| o1
01 00

4Observi’s que és una relacié crisp.
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2.2.4 Inversa

Donada R una relacié borrosa entre A i B amb funcié de pertinenca [, definim la inversa de

R (que designem per R_l) com la relacié borrosa entre B i A que té per funcié de pertinenca:

:U/Rﬂ(bv CL) - :uR(a7 b)

Si utilitzem la representacié matricial és evident que Mpz_, = ]\/[11%2 on el superindex t significa

matriu transposada.

2.3 Relacions binaries sobre un mateix conjunt

Aquesta secci6 esta dedicada a l'estudi de les relacions borroses binaries definides sobre un
mateix conjunt A, la qual cosa fa que les matrius que la defineixen siguin quadrades. La
motivacié és la mateixa que en el cas crisp, és a dir, construir particions en el cas d'una relacié
d’equivalencia, i ordenar elements en el cas d'una relacié6 d’ordre. Com en el cas de la teoria
de relacions crisp, aixo és possible per a relacions que verifiquen determinades propietats®. Les

principals sén les que es defineixen a continuacio:

e Reflexiva Una relacié borrosa R és reflexiva 6 si verifica:
Vae A ppla,a)=1 (2.10)
e Simétrica Una relacié borrosa R és simétrica 7 si verifica:
Va,be A pp(a,b) = pp(b,a) (2.11)

SPer a un estudi més general que el que aqui es realitza, es poden consultar 72, 113].
6Si no la verifica s’anomena irreflexiva.

7Si no la verifica s’anomena asimétrica.
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e Transitiva Donada ¢ una t-norma, una relacié borrosa R és t-transitiva 8 si verifica:
Va,b e A pgla,b) > maxt{uz(a,c), np(c,0)} (2.12)
ce
Si fem servir la t-norma del minim de Zadeh ? (v. 1.7) en resulta:

Va,be A ppla,b) > maxmin{p(a, c), pp(e,0)} (2.13)

Existeixen altres conceptes importants, tal com els de relacié antisimetrica, antireflexiva, e-
reflexiva i antitransitiva, perd no sén importants en 'estudi de ’agrupacié d’elements, encara

, , ; . , ‘. . .
que si en el d’altres problemes, com l'ordenacid, en la qual és necessaria la propietat anti-

simetrica.

2.3.1 Relacions de proximitat

Son aquelles que verifiquen les propietats reflexiva i simétrica tal i com estan definides a (2.10)
i (2.11). Per a aquestes relacions es verifica que la matriu de la relacié té el valor 1 a la diagonal

principal i és simetrica; per tant, coincideix amb la seva transposta.

Aquestes relacions sén de gran interes ja que l'estructura dels giiestionaris per coneixer I’'opinid
d'un grup d’experts, sobre el grau en que sén semblants dos objectes, condueix a matrius que

verifiquen aquestes propietats 1°.

8Si no la verifica s’anomena no t-transitiva.
9En aquest cas se sol ometre el prefix min i es parla inicament de relacié borrosa transitiva.
10F]s qiiestionaris emprats al capitol 6 sén per coneixer la opinié dels experts sobre el grau en qué un objecte

verifica una certa propietat, i constitueixen el pas previ per a l’obtencié de la matriu de proximitat que ens

mesura la semblanca.
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2.3.2 Relacions de t-equivalencia

i verifica les propietats reflexiva, simétrica i t-transitiva tal i

Una relacié és de t-equivalencia
com estan definides a (2.10), (2.11) i (2.12)'2. Sén relacions de proximitat a les quals s’afegeix
la propietat t-transitiva'®. Si no es diu el contrari es considerara que treballem amb la t-norma

del minim de Zadeh, i en aquest cas s’anomenen simplement relacions d’equivalencia, ometent

el prefix ,,ip.

La gran importancia de les relacions d’equivalencia en les relacions crisp és I'obtencié d'una
particié del conjunt en que esta definida la relacid, els elements de la qual formen el conjunt
quocient. La definicié de relacié d’equivalencia en el cas borrés provoca que també obtinguem
una particié, pero ara per a cada valor de I'a tall. Obtenim, doncs, un conjunt de particions.

Vegem-ho amb més precisio.

2.3.2.1 Teorema de representacié

Segons la representacié formal (2.9), sabem que una relacié binaria borrosa entre els elements
d’un conjunt A, no és res més que la unié de les relacions ordinaries definides per a cada nivell
d’a. Es demostra que si R és d’equivaléncia aleshores (v. [72]) Va € [0,1] R, és una relacié

d’equivalencia crisp i, per tant, per a qualsevol valor d’a podem construir el conjunt quocient:

Va € [0,1] A/R,={a* a€ A} on
a*={b: bRya}={b: ppla,bd)>a}

(2.14)

HD’altres autors les anomenen similarity relations. Nosaltres farem servir el mot semblanca en el context de

les mesures de semblanca, estudiades al capitol 3.
12Una generalitzacié d’aquest concepte és el de transitivitat feble (v. [44]).
BPer a un estudi molt més teoric, que demostra que aquestes relacions no sén res més que un cas particular

d’un conjunt més general, es pot consultar [5].
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D’aquest resultat es conclou que si @ > 3, aleshores a® C @” i, per tant, A/R,, és un refinament
d’A/Rg. Es important ressaltar que aixo només és possible si la t-norma per la qual la relacié
de proximitat és transitiva és la del minim de Zadeh. Per qualsevol altra t-norma no podem

obtenir una particié cada vegada més fina al incrementar el valor d’a (v. [106]).

2.3.2.2 Conjunt de particions

El conjunt de particions ve definit per:
A/R={A/R,| o € As} (2.15)

Per a cada nivell obtenim una particié cada vegada més fina a mesura que el valor del nivell es
va incrementant. El conjunt de les particions se sol representar en un diagrama en arbre, on a

cada nivell hi ha els nusos de les diverses branques.

2.3.2.3 Grafs borrosos

El concepte de graf borréds esta intrinsecament relacionat amb el de relacié borrosa de proximi-
tat. Entenem per graf borrés un conjunt definit mitjan¢ant una parella de conjunts G(A, f) on
A s’anomena conjunt de verters A = {ay,as,...,a,} 1 f és una aplicacid, f : A x A — [0,1],
de forma que a cada element d’A x A li associem un nombre en el conjunt [0,1]: si aquest
nombre és diferent de zero direm que els elements corresponents estan units mitjancant una
fletxal®. Aixo és totalment equivalent a definir una relacié borrosa en A. L’avantatge resideix
en el fet que podem generalitzar els resultats de grafs crisp a grafs borrosos i, aixi, obtenir-ne

de nous. El nombre que associem entre els elements a; i a; el designarem per a;;, que en termes

14 Aquesta definicié és una generalitzacié de graf crisp on els elements estan units per una linia o no ho estan,

sense permetre’s que hi hagi diferents nivells de connexio.
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de relacions borroses equival al grau p1z(a;, a;). A més, cal que de cada element surti una fletxa
cap a ell mateix amb un grau 1 (reflexiva), i que si d’'un element surt una fletxa cap a un altre
element amb grau « aleshores hi ha una fletxa en sentit contrari amb el mateix grau (simetrica).
En aquestes condicions no dibuixarem fletxes, siné només segments, i ometrem les fletxes d’un
element en si mateix donat que ja sabem que hi sén totes i a nivell 1. En termes de matrius,
cal que la matriu sigui simetrica i amb 1 a la diagonal principal, és a dir, que la relacié borrosa

sigui de proximitat.'®

Els a-talls del graf borrés vénen definits de la mateixa manera que els a-talls de la relacio:

(a;,a;) € By <= a;; > « (2.16)

Aquests a-talls ens defineixen un graf crisp per a cada nivell del conjunt de nivells. Vegem un
exemple de graf borrds en les seves dues representacions: matricial i mitjancant fletxes. Donat

el conjunt {ay,as,as, ay,as} si la matriu ve definida per:

1 03 0 05 0.8
03 1 03 06 03
A= 0 03 1 0 0 (2.17)
05 06 0 1 0

08 03 0 0 1

Aleshores, el diagrama del graf és:

5 . . . . .
158i no verifiquen alguna d’aquestes condicions s’anomenen digrafs en lloc de grafs.
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2.3.2.4 Passejada a través d’un graf

Direm que (a;o, - - -, @im) és una passejada al nivell « si existeix una passejada crisp (ayo, - - - , Gim)

a E,'%. Sino hi ha dos elements consecutius iguals en una passejada, s’anomena, cams.

Com més gran és el valor de 'a-tall, més dificil és que trobem una passejada entre dos vertexs
al nivell a. Si existeix una passejada al nivell «, direm que els dos vertexs estan a-connectats
o també que cadascun d’ells és a-accessible per a l'altre. A partir d'un graf de matriu A, ,
podem definir un nou graf de matriu B = (b;;), on el valor b;; és tal que existeix una passejada
de longitud 2 entre a; i a; en Ej,, 1 Ve > 0 no existeix cap passejada de longitud 2 entre
a; i a; en Ey, .. En altres paraules, b;; ¢s el maxim nivell de I'a-tall tal que existeix una
passejada de longitud 2 entre a; i a;. Es demostra (v. [79]) que b;; = max min{a;x, ag; } que
evidentment coincideix amb la composicié de relacions borroses per la t-norma del minim de
Zadeh, d’'on B = A? segons aquesta operacié. Per tal de no allargar les notacions, notarem:
(bi;) = (a3;). Aquest és el nexe d’unid entre les relacions borroses i els grafs borrosos. Mitjangant
una senzilla generalitzacid, es pot concloure el mateix amb les passejades de longitud m. La

composicié d'una relacié m vegades amb si mateixa i la potencia m-esima d’una matriu amb

6En termes crisps (aio, - - -, @im) 6és una passejada si (aix,aiks1) € E Yk k =0,...,m — 1. El valor m

s’anomena longitud de la passejada.
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I'operacié max — min estan intrinsecament relacionades. De la mateixa manera que per a la

segona potencia d’A, els elements de la m-esima potencia els designem per (aj}). Finalment, i
utilitzant la notacié matricial on + vol dir max, obtenim que els elements d’A + A% 4 ...+ A™
son els maxims nivells per als quals existeix una passejada de longitud menor o igual que m

per a dos vertexs qualssevol.

2.3.2.5 Index d’accessibilitat

Poden existir diverses passejades per anar d’un vertex a un altre, i de diverses longituds. La
idea és definir un nou graf (o relacié borrosa, que en termes de matrius tenen la mateixa
representacid) a partir del nivell més gran d’accessibilitat entre dos vertexs. Més concretament,
definim R°® = (1) de la segiient manera:

- a; 1 a; sonaccessiblesa FE.. i

Ro(ai,aj) =Ty (218)

Ve>0 a; 1 a; noson accessiblesa FE,. i

La relacié borrosa R® anteriorment definida és d’equivaléncia (v. [79]) i, per tant, indueix una
particié per cadascun dels a-talls (v. 2.15). De la definicié de R® es dedueix:

R°(a;,a;) = max{a,;, ag-), . ,ag.l)} (2.19)

2.3.2.6 Descomposicié matricial

Si s’observen atentament les matrius d’equivaléncia, es té la impressio que els diferents elements
es poden agrupar en matrius d’ordres inferiors del mateix tipus, després de reorganitzar colum-
nes i files. En realitat, no és només una impressié, siné que obeeix a una estructura matricial

molt definida i caracteristica només d’aquests tipus de matrius. Anem a veure-ho amb precisio:
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Siguin:
P, = {A: A és una matriu d'una relacié de proximitat}
E, = {A: A és una matriu d’una relacié d’equivalencia}
Sigui N = {1,2,...,n} el conjunt on varien els indexs d’una matriu quadrada A, és a dir,

A= (aij)meN. SlgUI ](m) = {il,ig, .. ,Zm} CNi .f(m) = N—I(m) = {jl,jg, c 7jn—m} i, per

tant, cardl(m) = m i cardI(m) = n — m. Definim:
A(I(m)) = (aij)ijer(m)

A(I(m)) = (aij); jerm)

A(I(m), j(m)) = (aij)i,je(l(m)Xf(m))u(f(m)><I(m))

A(I(m)) 1 A(I(m)) sén matrius d’ordres m x m i (n —m) x (n — m) respectivament. En
canvi, A(I(m),I(m)) no és una matriu, siné simplement una notacié que correspon al con-

junt d’elements que falten a les dues primeres per a completar la matriu A. La tripleta

(A(I(m)), A(I(m)), A(I(m), I(m))) s’anomena una descomposicié d’A.

El principal resultat relatiu a la descomposicié de la matriu d’una relacié borrosa d’equivalencia

(v. [46]) ens diu el segiient:

(

Ja € [0,1] 1 3(A(I(m)), A(I(m)), A(I(m), I(m)))tal que:
(a) A(I(m)) € E, i A(I(m)) € E,

(b) Vay € A(I(m)) ay > a (2.20)
(c) Vay € AI(m)) ay > a

(d) Vay € A(I(m),I(m)) ay=a

AcE, <+

El valor o s’anomena un element a-pont. Aquest resultat és important ja que A(I(m)) i
A(I(m)) es continuen descomponent fins a arribar a matrius no descomponibles que sén dun

dels dos seglients tipus:
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=
O~
Y
o —
= 9
N~

Podem descriure els anteriors comentaris mitjangant el diagrama en arbre de la figura 2.1,
tenint present que a cada bifurcacié pot haver-hi dos camins (com en el diagrama) o bé només
un. En el primer cas, direm que la bifurcacié és d’ordre 2; i en el segon cas, que és d’ordre 1.
A més, per construccid es verifica que a1 < as < ... < «, 1 a; — A;yq significa que tots els

elements d’A; 1 son > «;. Cada element « al final de I’arbre, correspon a una matriu del tipus:
1 «
a 1

Figura 2.1: Diagrama en arbre

AQZO./Q

-
N
N

Exemple

Suposem que tenim dues bifurcacions, la primera d’ordre 1 i la segona d’ordre dos:
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(6%]
(0 I ¢ 7
Qg

Per als extrems de la segona bifurcacié obtenim dues matrius del tipus:

1 (0% ) 1 (0 7]
i
Qs 1 iy 1
que, combinades entre elles, déna:

1 Q3 Qo (9
Q3 1 Qo Q2
[0 e) 1 Ay

Qo (g Qy 1

la qual, aplicant-li la primera bifurcacio, ens déna finalment:
1 a1 o ;.
aq 1 a3 Qo (9
a1 Q3 1 Qo Q9

a1 Qo Q9 1 g

a1 Qg ap g 1

Relacions borroses

(2.21)

(2.22)

El teorema de descomposicié ens mostra que el nombre de diferents tipus de matrius d’E,,

esta caracteritzat pel seu diagrama en arbre. Per tant, construint tots els diagrames en arbre

possibles obtenim tots els tipus possibles de matrius d'F,,, llevat de canvis en files i/o columnes
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i en les notacions dels «;. Si designem per f(n) el nombre de classes dins d’A (grups d’elements
que no tenen perque formar una matriu) que tenen els elements iguals, i per g(n) el nombre de

tipus diferents de matrius, es demostra -mitjancant induccié matematica- que:

1. fln)<n-1

Fixem-nos, mitjangant un quants elements de la successié g(n), que quan n creix, g(n) creix
molt de pressa: ¢(2) = 1, g(3) = 1, g(4) = 2, g(5) = 3, g9(6) = 6, g(7) = 11, g(8) = 24,

g(9) =47, g(10) = 103 i aix{ successivament.

2.3.3 Transitivitzacio

Com hem vist (v. 2.15), donada una relacié borrosa R amb matriu associada A, per tal que
puguem aconseguir un conjunt de particions -cada vegada més fines- a diferents nivells, cal
que la matriu sigui d’equivalencia amb la t-norma t,,;,,. Donada una matriu de proximitat,
se’'ns planteja el problema d’aconseguir la matriu de t-equivalencia que s’hi ajusta millor. Hi
ha dos camins possibles: El primer consisteix a buscar la que més s’assembla a 1’original amb
la condicié que la inclogui, entes en el sentit que els diversos graus de pertinenca no siguin
menors que els originals. Aixo ens condueix al concepte de la clausura t-transitiva, que és la
més ampliament utilitzada. La segona possibilitat consisteix a buscar la millor aproximacio en
el sentit d’estar a la minima distancia. L’anomenarem aproximacié optima. Aquesta segona
metodologia esta subjecta a la definicié de distancia entre dues relacions o bé entre dues matrius
pero, en canvi, només la exposarem en el cas de relacions d’equivaléncia (la t-norma associada

és la del minim de Zadeh).
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2.3.3.1 Clausura t-transitiva

Aquest concepte és relatiu a totes les relacions borroses en un conjunt E de cardinal n, encara
que només 'aplicarem a relacions borroses de proximitat. Sigui R una relacié borrosa en un
conjunt E, A la seva representacié matricial, i ¢ una t-norma. R; és la ¢ clausura transitiva
d’R si és la més petita de totes les relacidns t-transitives que conté a R; i, per tant, en el cas
que R sigui de proximitat, és la més petita de totes les relacions de t-equivalencia que conté a

R. La seva matriu la designarem per A} = (a;). Es a dir!":
Rf=min{S: RcS i S ésde t— equivalencia} (2.23)

La matriu de la t-clausura transitiva es calcula de la segiient forma (v. [5, 72]):

n
Ar=>) A (2.24)
i=1
on A* = (a3;) i aj; = max t(a, ax;). Per les altres poténcies es defineix de forma recurrent.

Donat que la relacié és de proximitat, es verifica A"~ < A i, per tant:
A = A" (2.25)

En realitat, sovint no cal arribar fins a la n-potencia, siné que la clausura t-transitiva s’assoleix
abans. Com en el cas de les relacions de t-equivalencia, si ometem el subindex t en la matriu

Aj significa que hem utilitzat la t-norma t,,,.

Si interpretem A com la matriu associada a un graf borrés, el significat dels elements d’A* és
el maxim nivell per al qual existeix una passejada -en el corresponent graf crisp (v. 2.18)- de
qualsevol longitud entre els dos elements considerats, per tant, A* = A°. Es interessant observar

I’equivalencia entre tres conceptes a priori independents: relacions borroses amb la composicio

1"Per a un conjunt qualsevol que no hagués de ser forcosament finit, s"hauria de canviar min per inf.
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max — min, matrius amb 'operacié max — min'® i les passejades a diferents longituds dels grafs

borrosos (v. 2.3.2.5).

Exemple

Sigui E = {ay, as, as, as,as}, t la t-norma del minim de Zadeh i R una relacié borrosa definida

a F per:

0.3
0.9
0.7
0.1

0.3

0.2
0.4
0.6

09 0.7
0.2 04
1 05
05 1

0.8 0.7

0.1
0.6
0.8
0.7

1

(2.26)

Aquesta matriu no és d’equivaléncia ja que R(ai,as) = 0.3, R(ay, aq) = 0.7 i R(as.a2) = 0.4,

d’on es dedueix que R(ay,as) # max min{ R(ay, a;), R(a;, as)}

Calculem A2:

1
0.3
A* =109
0.7

0.1

0.3
1
0.2
0.4
0.6

0.9
0.2
1
0.5
0.8

0.7
0.4
0.5
1
0.7

0.1
0.6
0.8
0.7
1

1
0.3
0.9
0.7

0.1

0.3
1
0.2
0.4
0.6

09 0.7
02 04
1 05
05 1
0.8 0.7

0.1
0.6
0.8
0.7
1

18D altres autors, com per exemple S. Kundu (v. [74]), prefereixen la composicié min — max a la max — min,

pero aixo no equival al calcul de la clausura transitiva. També és possible de fer aquesta operacié entre nombres

borrosos (v. [94]).
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04 1 06 06 06

0.7 06 07 1 0.7

08 06 08 07 1

Com que A # A2 cal calcular A3:

04 1 06 06 0.6 03 1 02 04 0.6
A2 =A%2A=109 06 1 0.7 0.8 09 02 1 05 08| =
07 06 07 1 0.7 07 04 05 1 0.7

08 06 08 07 1 01 06 08 07 1

1 06 09 07 038
06 1 06 06 06
=109 06 1 07 038
0.7 06 07 1 0.7

0.8 06 08 0.7 1

Com que A? # A3, cal calcular A*:

06 1 06 06 0.6 03 1 02 04 06
A*=A3A=109 06 1 07 08|A=109 02 1 05 08]=
0.7 06 07 1 0.7 0.7 04 05 1 0.7

08 06 08 07 1 01 06 08 07 1
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1 06 09 07 0.8
06 1 06 06 06
=09 06 1 07 08 (2.27)
07 06 0.7 1 07

0.8 06 08 07 1
Com que A* = A3, deduim que A* = A3.

El metode és senzill en si mateix; el problema radica en la computacio si la matriu és prou
gran. Es demostra que el temps de computacié és de 'ordre O(n®). S’han establert diversos
metodes per a computar la clausura transitiva: el que necessita el minim de temps, de I'ordre

de O(n?), és el que es presenta a continuaci6 (v. [75]).

El metode es basa en la descomposicié de matrius d’equivalencia (v. 2.20). La idea consisteix
a construir matrius d’equivalencia d’ordre més gran a partir de dues matrius d’equivalencia

d’ordre més petit, la qual cosa es fa mitjancant elements a-pont. El procés és el segiient:

1. D’entrada, sigui A* la matriu buida, és a dir, que no té assignat cap element.
2. Ordenem de major a menor els elements de la part triangular superior de la matriu.

3. Assignem el valor 1 a tots els elements de la diagonal principal, és a dir:
Vi 1<i<n a};=1.

4. Sigui k = 1.

5. Sigui a,, el k-ésim element de 'ordenacid del segon apartat, aleshores a,, és un element
Pq ) Pq
pont tal i com va ser definit anteriorment. Aleshores a;, = a,, 1, a més a més, qualsevol

altre element buit pren aquest valor si esta situat en una posicio tal que esta ocupat algun
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lloc de la columna o fila on es troba, sense tenir en compte els elements de la diagonal

principal. Sigui [ = {i: 3Jaj; i # j} i J ={j: Jaj; i # j}. Aleshores, si designem per

a;kj(k) I’element de la matriu de clausura en el pas k-eésim, obtenim:
a;kj(k_l) si Ha:;k_l)
*(k) _ . .. . *(kjfl) , . 2 28
W=y s ) eUx{ghudptxd) i @V ésbuit (228)

buit altrament
6. k=4k+1 (passem de k a k+ 1).

7. Es torna al cinque pas fins que la matriu estigui plena.
Exemple

Ho farem amb la mateixa matriu de I'exemple (2.26). Els passos que hem descrit anteri-

orment son:

(a) La matriu A* és buida.

(b) Si ordenem de forma descendent els elements de la part triangular superior de la

matriu, obtenim:
a3 =09 > a3 =08 > a4y =ays = 0.7 > as5 = 0.6 >

> agys = 0.5 > agy = 04 >a;5=03> ag3 = 0.2 > a5 =0.1

A*

I
—_
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(d) L’element més gran de la seérie del segon pas és aj3 = 0.9, per tant aiél) = aggl) =0.9.

La matriu queda:

A*

0.9 1

(e) El segiient de la llista és ags = 0.8, per tant agf) = a;§2) = 0.8, pero, a més a

més, a la primera fila de la cinquena columna hi ha un element ocupat; per tant,

al? = ;¥ = 0.8 i la matriu queda:
1 0.9 0.8
1
A*=109 1 0.8
1
0.8 0.8 1

(f) El segiient element de la llista és a14 = 0.7 i, com abans, queden ocupats els elements

de les seves columnes que tenen algun element ocupat en les seves files:

1 09 0.7 0.8

A* 0.9 1 07 08

0.7 0.7 1 07

0.8 0.8 0.7 1

(g) El segiient element de la llista és agss = 0.6. Fent els calculs de la forma descrita
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anteriorment, obtenim:

1 06 09 07 08
06 1 06 06 0.6
A*

09 06 1 07 08
0.7 06 07 1 0.7

08 06 08 07 1

Com que ja no queda cap element buit, I’anterior matriu és la de la clausura transi-

tiva, que, evidentment, ens dona el mateix que amb el metode de les potencies.

2.3.3.2 Matriu borrosa optima

De la classificacié dels diferents tipus d'E,, que ens déna (2.20), es tracta d’escollir quina és la
millor, en el sentit que minimitzi la distancia a la matriu donada, distancia calculada mitjancant
la norma de Frobenius basada en la distancia euclidiana. Abans ens cal saber com han de ser els
elements dels diferents blocs de la matriu optima tal i com han estat definits a la descomposicio
matricial. Donada A € P,, suposem que A" € E, és la matriu borrosa optima i que B/1 e B,’1
son els seus diferents blocs on a dins de cadascun d’ells tots els elements sén iguals i que hem
anomenat «;. Siguin Bj ... B, els mateixos blocs pero ara corresponents a A i, per tant, els seus

elements no tenen per que ser iguals. Si suposem que B; = {b;, ..., b;}; aleshores, finalment

es demostra que (v. [46]):
bir + - by

l (2.29)

o; =

Sintetitzant, el procés és el segiient:

1. Descriure tots els possibles diagrames en arbre que es poden despendre segons 'ordre de

la matriu.
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2. Per a cadascun dels diagrames en arbre, calcular els seus elements a partir del resultat

(2.29).

3. Fer els canvis de files i columnes a A; (matrius d’equivaléncia possibles) que ens portin al

seu equivalent de la matriu original A per obtenir A;.

4. Calcular la norma ||A — Aj||.

5. A=A si|[A— A= min [[A— A

1<i<g(n)

Exemple

Aplicarem els anteriors resultats i procediments a la matriu borrosa:

1 06 02 O

06 1 05 O
A —

02 05 1 04

0O 0 04 1

Com que g(4) = 2, tenim dos diagrames en arbre, un amb dues bifurcacions cadascuna d’ordre
1, i Paltre amb una bifurcacié d’ordre 2. Hem d’estudiar cadascuna per separat i trobar totes

les matrius d’equivaléncia possibles.

Primer cas

(651 (0] 3




70 Relacions borroses

Que condueix a una matriu del tipus:

1 o 1 O
(03] 1 Qo Q9
A=

a1 Q9 1 Q3

o oy oz 1

Per calcular ay, cal trobar la mitjana de cadascuna de les files (sense comptar 1'1) i escollir el
. . : . 0.4
minim. En el nostre exemple, el minim s’assoleix a la quarta fila, i val oy = 3 Anul-lades la

quarta fila i la quarta columna, obtenim la matriu:

1 06 0.2
B;=106 1 05
02 05 1

. . . ) 7
Per a aquesta nova matriu, el minim s’assoleix a la tercera fila i val: ay = <= Aqui acabem

ja que la segiient matriu és d’ordre 2 i ja és el bloc final; per tant, as = 0.6. Aleshores:

| 4 4 4
30 30 30
4 4 11
30 % 0
Ay = 4 7
30 30 0.6
47
30 20 06 1

Com que «; provenia de la quarta fila i ap de la tercera, ara hem d’intercanviar les files 11 4,

les columnes 11 4, les files 2 i 3 i les columnes 2 i 3. Aleshores, obtenim:

7 4

L 06 5 35

7 4

’ 0.6 1 20 30
A =

77 4

20 20 30
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Si haguéssim agafat com a a; no l'element minim sind 'immediatament superior, tindriem:
0.8
3

o = (0.26. Traient la primera fila i la primera columna, ens queda la matriu:

1 05 0

Ara, la mitjana minima superior a I’anterior correspon a la segona fila i val ay = 0.45. Traient
la segona fila i la segona columna ens queda la matriu identitat; per tant, ag = 0, la qual cosa és

impossible per construccid, donat que els elements «; han de constituir una seqiiéncia creixent.

Segon cas
Q2
aq
a3
Representa una matriu del tipus:
1 Qo (1 Oq
(0] 1 a1 Qq
A=

a; o 1 as

a1 Q1 Q3 1

De I'observacié directa de la matriu A es dedueix que no cal fer cap moviment de canvi de files

i columnes, només cal calcular a;. El seu valor és la mitjana dels elements d’A que estan en
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0.7

les mateixes posicions; aleshores, a; = T = 0.175 i, per tant, obtenim la matriu:

1 0.6 0.175 0.175
0.6 1 0.175 0.175
0.175 0.175 1 0.4
0.175 0.175 0.4 1

Aplicant la definici6 de norma de Frobenius:

v 1092

A— Al = = +/0.30
1 1l 50

, 536
A—All = 227 = V0.34
| Al 0

Per tant, U'optim és A" = A].

Per ultim, veiem que efectivament millora, en el sentit de la distancia, a la clausura transitiva.

Aplicant qualsevol dels metodes per al calcul de la clausura transitiva d’A obtenim:

1 06 05 04
06 1 05 04
05 05 1 04
04 04 04 1

I la seva distancia a A és: ||A — A*|| = 1/0.82, que és forca més gran que ||A — A}||.

2.4 Calcul de relacions borroses

Per les posteriors aplicacions que desenvoluparem als capitols 51 6, i que constitueixen el nucli
d’aplicacié d’aquesta memoria, creiem convenient explicitar el tractament de la informacio

obtinguda a través d’experts.



Relacions borroses 73

Tradicionalment, els experts proporcionen el valor dels parametres que intervenen en qualsevol
estudi economic en que la matematica de la incertesa hi té un paper destacable, com ara les
tecniques de la classificacié i de 'ordenacio, i la teoria de la decisié. Sén ells qui proporcio-
nen els diferents valors de possibilitat de 'escala semantica utilitzada. La més utilitzada és

I'’hendecanaria ', definida com:

valor de possibilitat | significat semantic

0 fals

0.1 practicament fals

0.2 quasi fals

0.3 forga fals

0.4 més fals que vertader
0.5 ni fals ni vertader
0.6 més vertader que fals
0.7 forga vertader

0.8 quasi vertader

0.9 practicament vertader
1 vertader

Si un grup d’experts donen diversos valors de possibilitat per a una mateixa proposicié vaga,
la practica habitual consisteix a ponderar-los mitjancant pesos en funcié de la importancia
de cada un dels experts. Si no hi ha diferéncies entre els experts, la ponderacié esdevé la
mitjana aritmetica (v. [6]). L’expert que ha estat consultat com a professional i del qual es
sol-licita la seva opinié sobre el grau de certesa que afecta un cert parametre, ens proporciona un

valor no pas expressat a l'atzar siné després d’un procés personal subjectiu. El que proposem és

19Existeixen altres escales semantiques, com la ternaria, la quaternaria i la pentanaria, que es distingeixen de
Panterior per prendre 3, 4 i 5 valors en lloc dels 11 de 'hendecanaria. Qualsevol altra escala pot ser considerada

si es creu oportu.
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intentar sistematitzar aquest procés pero sense perdre el seu aspecte fonamental: la subjetivitat
de I'expert. En els processos de classificacié sén basics els parametres que hi condueixen ja que
només aquests i el model incert utilitzat sén els que ens condueixen a l'agrupacié. Podem
afirmar que els valors de les funcions de pertinenca, tot i ser valors incerts, en el nostre domini
actuen com a dades del problema de la mateixa manera com les diverses magnituds ho fan en

altres estudis cientifics.

2.4.1 Metodologia

Intentar emular la capacitat de raonament i decisié que presenta 1’ésser huma utilitzant les
mateixes fonts de coneixement és I’'objectiu principal del que s’anomena intel-ligencia artificial.
Sén molt conegudes tecniques com les xarxes neuronals, els algorismes genetics, ’aprenentatge
automatic o el tractament del llenguatge natural. Totes elles tenen en comu I'intent de simulacio
d’algunes de les capacitats humanes. En el nostre cas, el que pretenem és donar una estructura
teorica dissenyada conjuntament per I'expert i I’analista. Aquest cos ha de ser flexible per
tal d’adaptar-se als canvis del problema, tenir un comportament racional per tal de poder-lo
sistematitzar, estar dins d’un entorn ric i complex i poder-ne fer abstraccié a fi de poder-lo
utilitzar en diversos problemes de diferent naturalesa. Tot aixo s’assoleix combinant el que
podriem anomenar la base de fets, on tenim totes les dades que I'expert pugui necessitar, i la
base de coneixement, que ens dona les estrategies i regles mitjancant les quals les dades es tracten

20 El tret principal consisteix en la sinérgia de l'expert

per poder obtenir els valors buscats
del problema concret, que no té per que coneixer els procediments ni la matematica utilitzats,

amb l’analista de la matematica de la incertesa que a priori tampoc té per que coneixer a

20 Aquest llenguatge no és arbitrari ja que s’utilitza habitualment en els sitemes experts. Nosaltres el fem
servir unicament des d’un sentit conceptual. Aquests sistemes han estat molt desenvolupats en les dues tltimes

decades (v. [18, 52]).
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fons I’ambit de coneixement en el qual 'expert huma es desenvolupa. L’analista, utilitzant un
llenguatge molt proper al llenguatge ordinari, només ha de transcriure el llenguatge de 'expert
a simbols i procediments que es puguin utilitzar en el tractament de les dades i els diversos
models de la incertesa. La diferencia fonamental amb el procés matematic tradicional d’aplicar
algorismes a dades consisteix a inferir a partir del coneixement de I’expert. En aquest tipus de
problemes és molt important 1’heuristica, que inclou un back-ground (coneixement previ) més

de tipus practic que no pas teoric.

El principal problema consisteix a traduir el coneixement de l'expert a regles. Al ser regles
borroses, encara es complica més la inferencia ja que déna lloc a la utilitzaciéo de logiques
multivalents. El nostre domini basat en coneixement no sempre esta suficientment estructurat,
lo qual dificulta sistematitzar el coneixement, i incorpora coneixements subjectius poc definits.
Aquestes sén les raons per introduir-hi una part de la metodologia propia de certes branques

de la intel-ligencia artificial, com la monotoritzacio, la diagnosi o la planificacio.

Les fonts de coneixement constitueixen el nexe entre ’expert i I’analista de la incertesa. Aques-
tes fonts han de ser enteses com un conjunt de dades i metodes que habitualment es troben
a llibres, bases de dades, ’entorn i el propi expert. A més, es precisen coneixements adjunts,
com conceptes, procediments, heuristiques, férmules, relacions, valors estadistics i qualsevol in-
formacio ttil. Tot plegat constitueix el coneixement. També cal tenir un coneixement factual,
és a dir, fets que ens permeten analitzar i estudiar el problema en qiiestié. En les aplicacions

posteriors es tractara de dades estadistiques i presumpcions de caracter teoric.

Regles d’inferencia

Per estudiar els coneixements heuristics de ’expert, els hem d’introduir mitjancant regles que
poden afectar, o no, un fet fonamental. Aquest és el coneixement condicional. La formalitzaci

d’una regla és de la forma:
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SI [ condicions | ALESHORES | conclusions ]

El coneixement interdependent ens serveix per relacionar els diversos elements que conformen
el problema. Un exemple del cas que ens ocupa serien les diverses ponderacions de les variables

. - R , , L
que intervenen en alguna de les caracteristiques de ’aplicacié del capitol 5 per a ’agrupacio
de les comarques gironines en funcié de caracteristiques incertes de la modernitat en el treball.
La base de fets i la base de coneixement es mantenen separades perque hi puguem actuar de

forma independent.

Les regles fonamentals del sistema soén de la forma:

ST [A; A A A ... AN A,] ALESHORES [B] amb un grau de certesa «

Es necessari concatenar les diverses regles per a obtenir-ne de noves. Aixo s’aconsegueix utilit-
zant alguna de les t-normes i t-conormes de la logica borrosa, i -a partir d’elles- realitzar totes
les operacions de la logica proposicional borrosa (v. [82]). La concatenacié ha d’aconseguir
simular el raonament huma de I'expert, per la qual cosa la interrelacié amb ell esdevé essen-
cial. En aquest tipus de sistemes el raonament tant pot anar endavant, de forma que si s’han
verificat les hipotesis es déna per bona la tesi, com endarrere, de forma que si s’ha verificat
una certa tesi el raonament verifica si les hipotesis eren certes o no (tot plegat amb un cert
grau de certesa, obviament). En cas de no ser-ho, es deduiria que aquesta regla no és valida,
i s’eliminaria del conjunt de regles. En les aplicacions dels capitols 5 i 6, la segona opcié no
té sentit ja que no es pot verificar un valor de possibilitat. Cal esmentar, a més, que el nostre

sistema no té possibilitat d’aprendre i, per tant, el resultat no s’afegeix a la base de fets.
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2.4.2 Organigrama general

Com ja hem indicat anteriorment, la base de fets és tot el conjunt de dades en el sentit més
ampli de la paraula. El que pretenem és incorporar el tractament de dades estadistiques al

calcul de la relacié borrosa entre dos conjunts.?!

El nostre objectiu és calcular pz(A, P), on A és un conjunt i P una caracteristica de la qual
volem esbrinar en quin grau A la verifica. La distincié entre conjunts i caracteristiques és

artifical pero ajuda a fixar I'estructura.

El nostre model és del tipus:

Ha(A, P) = aps(A, P) + (1 - a)ug (A, P) (2.30)

Evidentment es tracta d'una ponderacié entre dues funcions de pertinenca: pg i py. La funcid
(g té un caracter totalment subjectiu, en el sentit que no hi intervenen les variables estadistiques
i es calcula inicament mitjangant regles d’inferéncia donades per 'expert??; up, en canvi, es
calcula a partir de variables estadistiques i la participacio de ’expert en la forma que es comen-
tara més endavant. Si o =1, uz = g 1 no es té en compte cap base de dades estadistiques,
siné només les regles d’inferencia donades per 'expert, que en el cas més simple es poden reduir
a donar un tnic valor. I si a = 0, aleshores pz = py; 1 només es té en compte la component

estadistica. Anem a veure com calculem .

21Gi la relacié, en lloc de ser binaria, fos n-aria amb n > 2 es faria de forma similar.

22Generar regles fuzzy a partir de dades és un procés que ja ha estat forca estudiat (v. [11, 49, 83, 91]), aix{

com el de determinar nombres borrosos (v. [30, 95]) i la modelitzacié de com respondre a preguntes (v. [16]).
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2.4.2.1 Estrategia fonamental per al calcul de py;

Suposem que tenim r experts Ei, F», ..., E,.. A cadascun d’ells se li demana que faci una
llista de les variables contingudes en la base de fets que al seu entendre intervenen a ’hora de
trobar el valor de possibilitat, decidint si el seu efecte és positiu o bé negatiu en la caracteristica
considerada. Fixem-nos que el nombre de variables per a cada expert pot ser diferent. Aquestes
variables les anomenarem X1, X;o, ..., X;,,, on ¢ pren valors d'1 a r. Seguidament, se li demana
a cada expert que assigni a cada variable un cert valor d’importancia que mesura la rellevancia
de la variable respecte de les altres. Aquests valors els designem per c¢;1, ¢;o, . . ., Cipn,, que podem

suposar que estan ordenats de més gran a més petit i, si es creu necessari, normalitzats.

L’expert Ej; tria les variables i assigna valors d’importancia:

Xit, Xigy - ooy Xin,
Ci1:Cig ...  Cin,
Sigui X el conjunt de totes les variables que han triat els experts:
x= | X=X} (2.31)
i=l.rj=1l..n;
Evidentment, n < n; + ns + ... + n,. La igualtat només es verifica si tots els experts trien
variables diferents, la qual cosa pot semblar contradictoria amb el seu caracter d’experts. Segui-
dament, a cada variable X; d’X se li ha d’assignar el seu ordre d’importancia dins del conjunt,
i que designem per ¢;. Sembla logic fer-ho mitjangant la mitjana aritmetica ¢; = ¢;;, on els ¢;;
son els corresponents de la variable en qiiestio, o bé 0 si no apareix en la relacié donada per
I'expert E;. El procediment també es pot invertir: primer es fa la relacié de variables i després

3

es demana l'assignacié dels indexs d’importancia?®. Una altra possibilitat és que els experts

assignin a cada variable un valor entre 0 i 1, en funcié del grau de semblanca a una variable

23També es podria fer ponderant els diversos experts, fet que no canvia l’essencia del problema; en canvi,

complicaria excessivament la notacié i per aquesta raé no ho fem.
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redundant (valor 0) o, a una d’essencial (valor 1), i a partir d’aquests valors trobar els indexs

de la segiient manera?*:

Cada variable X; té assignat un valor v; de ’escala hendecanaria, que correspon a la ponderacié
dels experts del grau de pertinenca d’aquesta variable en la variable borrosa que es vol avaluar.
Calculem els valors maxim i minim: 4, 1 Upmin, 1 dividim linterval [vy,i, — 0.05, Va0, 4 0.05] en
106 + 1 intervals que designem per Qy,...,Qp, ON § = Upar — Vmin?®. L’assignacié dels indexs

es fa de la segiient manera:
Si wv; € (@), assignem a la variable X; elvalor ¢; =7 (2.32)

Al final del procés obtenim:
X17X27 s 7Xn

Cl:Cyi...:.Cp

Cada ¢; € N representa una importancia relativa de la variable X; de 'ordre de:

&

n
>
j=1

(2.33)

Per al calcul del valor (A, P), partim d’un valor inicial que, sense perdre generalitat, podem
suposar que és 0.5, i a partir del valor de les variables que hem trobat i de la seva importancia
I’anem ajustant, augmentant-lo o disminuint-lo. Que la variable prengui valors grans no vol
dir que hagim d’augmentar py (A, P), i que si sén petits I'hagim de disminuir: aixo depen de si
es considera que la variable té un caracter positiu o bé negatiu en la caracteristica que volem

avaluar. Com que el rang maxim en que pot variar el valor prefixat és 1 — 0.5 = 0.5, acceptem

24Una altra possibilitat podria ser assignar a la variable X; el valor ¢; = 10v;. La que nosaltres proposem fa

que se separin més els valors i que, per tant, s’accentuin les diferéncies.
|4 7 N . . 7’
25Donat que els valors v; sén de ’escala hendecanaria, deduim que 106 4+ 1 és un nombre natural.
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una variacié maxima per a cada variable X; de:

Ci
n
2 E Cj
Jj=1

de forma que es verifica que la variacio total permesa és:

V= Zn:m - Zn:(m G
i=1 i=1 ch
j=1

V=

Relacions borroses

(2.34)

=0.5

i, per tant, el valor estara inclos dins de l'interval [0, 1], sempre i quan arrodonim els valors al

final del procés.

En aquest punt del procediment l'expert ens ha de donar dues dades addicionals: el valor

maxim i el valor minim que, segons ell, pot prendre la vari

able X;. Aquests valors els designem

per minexpX; i marexrpX;. També son acceptables per a aquests valors els maxims i minims

que prenen les variables. Amb aquestes dades construim l'interval [minexpX;, marexpX;| i el

subdividim en 2¢; 4+ 1 intervals de la segiient forma:

(

I_., = [minexpX;, minexpX; + 0]

\

ia=maxexrpX; — minexpX;.

Regles associades a 1’estrategia fonamental

En aquest punt del procés ja podem definir les regles que

Iy = [minexpX; + kb, minexpX; + (¢; + 1)b] (2.35)

1., = [minexpX; + 2kb, minexpX; + (2¢; + 1)b]

ens acabaran determinant els valors
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de possibilitat. El conjunt de regles esta intimament lligat al d’estrategies. En realitat, formen

un unic cos: la base de coneixement.

En el que hem anomenat estratégia fonamental es construeixen una serie d’intervals per a
cadascuna de les variables que hem decidit que intervenen en el calcul. Depenent que el valor
de la variable estigui en un interval o un altre, es modifica el valor de possibilitat buscat. Les

regles fonamentals sén de la forma:

Cas A

En el cas que la variable estadistica tingui un efecte positiu a u (A, P), la regla fonamental és

de la forma:

SI [X; € I;] ALESHORES [augmentem el valor de possibilitat en ———]

Cas B

En el cas que la variable estadistica tingui un efecte negatiu a (A, P), la regla fonamental és

de la forma:

SI [X; € I;] ALESHORES [disminuim el valor de possibilitat en Z ]

2 Z Cj
j=1

Obviament, si ¢ < 0, en el primer cas en lloc d’augmentar disminuim el valor de possibilitat;

en canvi, en el segon cas 'augmentem en lloc de disminuir-lo.

1
Amb aquest procediment els valors de I'escala utilitzada sén multiples de ———, i ens definei-

2 Z Cj
j=1
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n

xen 2 Z ¢; + 1 intervals. El procés se simplifica si V; = 0.1k k € N, la qual cosa ens donara
j=1

lloc a valors de I'escala hendecanaria.

2.4.2.2 Altres estrategies

1. Estrategia normalitzada

Funciona com en el cas anterior, pero la divisié en intervals no es fa amb uns valors
prefixats per I'expert, sind suposant que entre la mitjana menys tres vegades la desviacid
tipica i la mitjana més tres vegades la desviacid tipica hi ha practicament tots els valors.
Aquest és un fet molt conegut per a les variables aleatories gaussianes o normals que
apareixen molt freqiientment en les ciencies socials. En realitat, els valors X; — 39;
i X; + 35; fan la mateixa funcié que els minexpX; i maxexpX; donats pels experts.
Aconseguim diferenciar millor els valors estadistics si usem el valor 2 en lloc de 3, aixo
és possible si cap d’ells queda fora del nou interval. Es evident que aquesta estrategia

pressuposa un coneixement més aprofundit del comportament de les variables.

2. Creacié de noves variables

Els experts poden creure convenient que és aconsellable la creacié de noves variables a
partir d’altres que estan a la base de dades. Aixo pot ser adequat si el que es vol és donar
diferents pesos, és a dir, ponderar diverses variables que ens donen valors de la mateixa

naturalesa.

3. Taula de valors

Si el nombre de variables no és gaire gran, ’expert pot considerar oportuna la construccio
d’una taula on ell assigni directament els valors de possibilitat que cregui convenients per
a cadascun dels valors possibles de les variables. Aquest procediment és impracticable si

el nombre de variables és elevat ja que el nombre de les possibles combinacions creix molt
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de pressa. A més, cal comentar que hi ha dades estadistiques que ja sén borroses donat

que fan servir graus de certesa: molt poc, poc, regular, forca i molt 26.

4. BEstratificat

Una o diverses variables divideixen el domini en estrats. Un cop assignat el valor de
possibilitat a un d’aquests estrats ja no pot sortir-ne per efecte de les variables ulteriors.
Les altres variables només serveixen per acabar de definir el valor dintre de I'estrat al qual
ha estat assignat inicialment. Aquest procediment pot ser aconsellable quan les variables

que assignen els estrats sén considerades pels experts com a fonamentals.

26Diverses variables sén d’aquest tipus en els anuaris d’Eurostat.






Capitol 3

Mesures de semblanca

3.1 Introduccio

En moltes disciplines aplicades s’estudia el problema de treure el soroll que s’ha generat en un
determinat objecte i que el desfigura. Es a dir, disposem d’un objecte i la seva imatge després
de la distorsié. Reconeixer 'objecte original que hi havia abans que es produis la pertorbacié és
I’objectiu, fet que ens obliga a mesurar la semblanca entre els dos objectes, o bé la distancia, la
qual cosa equival -en certa forma- a reconstruir la pertorbacié. Una via de solucié és construir
un model matematic de la pertorbacié per arribar a eliminar-la i reconstruir ’objecte inicial.
Si, en canvi, el que volem és avaluar la semblanca entre dos objectes diferents, hem de definir
un conjunt d’atributs o caracteristiques que els identifiquin, ja que amb aquest plantejament el
que no podem és afirmar que existeixi una transformacié que ens porta d’'un a 'altre. Deduim,
doncs, que en I’ambit de la matematica de la incertesa la similitud o semblanca! s’ha de calcular

entre subconjunts borrosos determinats a partir de conjunts d’atributs que descriuen els objectes

1Una extensa descripcié d’fndexs en el cas bidimensional es pot trobar a [7].

85
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que considerem.

Diversos treballs en Psicologia, com per exemple els que Tversky va realitzar amb paisos, figures
i senyals (v. [99]), demostren que la percepcié humana no segueix de forma estricta algunes
de les propietats que es consideren fonamentals per mesurar la semblanca entre objectes de
naturalesa inicament geometrica. La simetria és, potser, la propietat més emblematica d’entre
elles. Per aquest motiu i altres de similars el calcul de la semblanca no és només un problema
matematic, sindé també un problema de com modelitzar la percepcié humana. Si només fos
matematic, els nostres objectes serien inicialment vectors, matrius o qualsevol altre objecte
algebraic, i, en canvi, en el nostre cas aquests elements sén la representacié dels objectes, pero
no pas ells mateixos. Un expert ens podria avaluar la semblanca, i ho faria amb el seu propi
judici huma, que podria ser -per exemple- asimetric. En aquests casos és aconsellable optar
per un model matematic no simetric, que, a més, ens proporciona l’avantatge de sistematitzar
tot el procés?. Hem de procurar d’imitar el procés cognitiu huma de la millor manera possible.
Es en aquest punt on la teoria dels subconjunts borrosos ha demostrat ser d’'una gran utilitat,

donat que ens permet un gran nombre de possibilitats metodologiques.

A qualsevol procés d’agrupacié d’objectes realitzat de forma que els elements d’'un mateix
grup s’assemblin més entre ells que amb els d’un altre grup -problema estudiat a 1’analisi
de clusters- 1i cal la matematitzacié del concepte assemblar-se. Aix0 s’aconsegueix definint
mesura de semblanca® (o distancia®) entre els elements, de forma que com més s’assemblen
aquests elements, més gran és el valor de la mesura (i més petita la distancia). En el present

capitol estudiarem aquestes funcions.

2En aquest punt de la discussié hem de tenir en compte totes les possibilitats tot i que en el capitol 6 usarem

mesures simetriques donada la naturalesa dels objectes que es volen classificar.
3També anomenada de similitud.

4Si s és una mesura de semblanca, una distancia d ve definida per d = f(s) > 0, on f és una funci6 decreixent.

Molt sovint s’utilitza d = 1 — s i, de forma reciproca, s = 1 — d.
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3.1.1 Mesura de semblanca crisp

Sigui A = {Ay, As,..., A} el nostre conjunt de referéncia. Volem definir una mesura de
semblanca entre els diversos elements a partir de la verificacié o no de diversos atributs o
caracteristiques el conjunt dels quals designem per £ = {P,, P, ..., P,,}. Ateés que, en aquest
cas, o bé es posseeix un atribut o bé no es posseeix, cada element té associat un vector de tants
components com el nombre d’atributs, els elements dels quals sén nombres binaris. El valor
1 vol dir que verifica la propietat corresponent, i el 0 que no la verifica. Com que el nombre

d’atributs és m, obtenim:
Ai ~ (ail, a;2, ... ,aim) on aij € {0, 1}

de forma que:
a;j =1 <= A; verifica P,
a;j =0 <= A, no verifica P,
A partir d’ara utilitzarem un llenguatge que ens permetra estendre de forma natural la definicié

de mesura de semblanca per a conjunts crisp a subconjunts borrosos.

3.1.1.1 Parametres de semblanca i de dissemblanga

Per avaluar la semblanca cal calcular el que s’assembla i el que no s’assembla. Definim:
v:A— p(F) (3.1)

de forma que’:

P, ev(4;) < A; verifica Py

Es dedueix immediatament que: card(v(4;)) = |v(A;)| = nombre d’atributs que verifica A;.

5 Aquesta condicié en termes borrosos equival a dir que la funcié de pertinenca de I'element A; en I'atribut

Pk val 1.
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Per tal d’establir la semblanca entre dos elements A;, A; € A, calcularem el nombre d’atributs

que verifiquen i no verifiquen alhora. D’aqui la definici6 dels segiients parametres®:

= |v(A;) Nv(A;)| = nombre d’atributs que verifiquen A; 1 A;

= |v(A4;) Nv(4;)°| = nombre d’atributs que verifica A; 1 no verifica A; (32)
= |v(A;)“Nwv(A;)] = nombre d’atributs que no verifica A; i verifica A, .
= |v(A;)“Nv(A;)°] = nombre d’atributs que no verifiquen ni A; ni A,

A més a més:
(v(A:) No(A))) U (v(4;) Nu(4;)) U (v(A)" Nu(4)) U (v(A)° No(4)°) =

= (v(4) N (v(A7) Uv(A4;)7) U (v(A4)" N (v(A4;) Uv(4;))) = v(Ai) Uo(Ai)* = E

Com que la uni6 dels quatre subconjunts que defineixen a, b, ¢ i d és disjunta, el seu cardinal

és la suma de cardinals i, per tant, a +b+c+d=m. ”

A partir dels parametres a, b, ¢ i d es defineixen moltes mesures de semblanga (també anome-
nades indexs de semblanga). Vegem-ne algunes de molt citades en la bibliografia sobre mesures

de semblanca.

3.1.1.2 Principals mesures de semblanga crisp

1. Mesura de Jackard

a
) =
2. Mesura de Rao
a
sl &) = o eva

5Observem que el valor de b i ¢ coincideix amb la suma dels valors absoluts de les diferéncies de les components

dels respectius vectors binaris.
"Com veurem més endavant, aquesta és una de les propietats que en el context borrds no es verifica.
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3. Mesura d’aparellament

a+d

o) = et

Com que b+ ¢ = |v(4;) A v(A;)| on el simbol A vol dir diferencia simetrica de v(A4;) i v(4;).

Aleshores:

a+d b+c [v(A;) Av(A))]
A =14 ——"" 11— 1
saldo ) = 14

a+btc+d m

[v(Ai) & v(A))]

En aquestes condicions pot ser interpretada com una distancia que, al generalitzar-

ho en el context borrés, s’anomena distancia de Hamming.

4. Mesura de Dice

a
A A =
soldi 4j) = s 0 me
5. Mesura de Sokal 1 Sneath
a
sooldo i) = oo

3.2 Mesures de semblanca borroses

El principal objectiu previ a la teoria de clisters és trobar la semblanga entre diversos conjunts
de dades per tal de determinar la conveniéncia d’agrupar-los o no en un clister. De forma
analoga al cas crisp, cada conjunt de A = {Ay, Ay, ..., A,} ve representat per un subconjunt

borrés A; que pren valors en un conjunt de caracteristiques £ = {Py, Py, ..., Py}, és a dir:

Ai ~ (//LAi(Pl)’MAi(P2)’ cee 7”Ai(Pm))

Com en el cas crisp, mesurar la semblanca o la dissemblanca sén processos simetrics ja que d’una

d’elles podem obtenir I'altra mitjancant una funcié decreixent que mantingui les propietats. En
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matematiques la manera habitual d’avaluar la dissemblanca és mitjancant distancies, la més
coneguda de les quals és la distancia euclidiana 8. Si, per contra, el que es vol és avaluar la
semblanca entre objectes parlarem de mesura de semblanca o similitud. Les distancies s’usen
en aquells problemes on es creu necessari que es verifiquin les tres condicions que les defineixen:
minimalitat, simetria i desigualtat triangular. Aixo sol ser necessari en problemes de caire
estrictament geometric. En canvi, en problemes on, com ja hem comentat, la percepcié humana

hi té un paper destacat poden ser més adequades altres funcions.

Definir les propietats que volem que verifiquin les mesures de semblanca borroses és senzill,
pero, a l'afeblir considerablement ’estructura booleana dels conjunts crisp, no és facil que es
verifiquin. Es per aquest motiu que, per a segons quines aplicacions, a vegades s’utilitzen
mesures que no verifiquen totes les propietats de les mesures que es dedueixen a partir de

distancies. Aquestes mesures seran estudiades en la seccid 3.3.

3.2.1 El model geometric

En el model geometric el concepte primari és el de distancia, i, a partir d’ell, es defineix mesura
de semblanca de forma natural. En aquest model s’interpreta un subconjunt borrés A com
una m-pla d’'R™. El principal atractiu és la verificacié d’unes propietats molt fortes, a canvi
d’assimilar els objectes a subconjunts borrosos i d’'interpretar aquests inicament com elements

d’R™. Seguidament, vegem quins son els principals conceptes d’aquest model.

Sigui JS(E) el conjunt de tots els subconjunts borrosos d’un referencial F.

8D’altres, com la de Mahalanobis o la de Minkowiski, sén molt utilitzades en Estadistica o Teoria de la

Mesura.
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Distancia

ek

Considerem  d: P(E)x P(E) — [0,1]

1. YA d(A,A) =0 (minimalitat)
2. YA, B d(A,B)=d(B,A) (simtrica)
3. VAB.C d(AC)<d(AB)+d(B.C)

d és una distancia <=

(desigualtat triangular)

Distancia metrica
Una distancia metrica és una distancia que, a més, verifica la segiient propietat:

dA,B)=0 <= A=08B

Propietat ultrametrica

VA,C e P(E) d(A,C)< min max{d(4, X),d(X,C)}

~ XeP(E)

91

(3.3)

(3.4)

(3.5)

Aquesta propietat és més forta que la desigualtat triangular, és a dir, si aquesta es verifica

també es verifica la desigualtat triangular:

d(A,C) < min max{d(A, X),d(X,C)} < max{d(A, B),d(B,C)} < d(A, B) +d(B,C)

XeP(E)

Les dues primeres desigualtats sén trivials, i la tercera és certa ja que d(A, B) i d(B,C) sén

positius i un d’ells coincideix amb max{d(A, B),d(B,C)}.

Aquestes propietats sén analitzades amb més deteniment en el capitol 4.
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3.2.2 Principals distancies

Suposem que A i B sén dos conjunts borrosos amb funcions de pertinenca p; i pt5 respectiva-

ment, tals que prenen valors en P, Ps, ..., P,.

1. Distancia Euclidiana

=1
2. Distancia L!
(A, B) =) |pa(P) — pg(P)]
i=1
3. Distancia de Hamming
L. 1 &
dn(A, B) = — > lua(P) — pp(P)|
i=1

La distancia de Hamming® no és res més que la distancia L' dividida per m.

4. Distancia de Minkowski

m

di (A, B) = ¢ Y lua(P) = pa(P)PP p>0

i=1
Per a p = 1 obtenim la distancia L!, i per a p = 2 la distancia euclidiana.

5. Distancia de Mahalanobis

du(A.B) = | > (ua(P) = pa(P))ey(ua(Py) = np(P))

i,j=1,i#]

(3.6)

(3.7)

(3.9)

(3.10)

9En molts de textos d: és la distancia de Hamming i dy és la distancia relativa de Hamming. Hem suprimit

el terme relativa donat que sempre usem aquesta.
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On ¢;; son els components de la matriu inversa de les variancies i covariancies de les variables

(i(P), g (P))iz1....m, 6s a dir: (cij) = (o) 7"

Siu=(ni(F)), v=_(uz(P))iM=(0;) aleshores:

du(A, B) = /(u—0)' M~} (u —v)
Mesura de semblanca associada a una distancia

Sigui d una distancia. Com ja hem indicat, una mesura de semblanca s associada a d s’obté a

partir de s = f(d), on f és una funcié decreixent. En particular, en el cas més habitual en que

s = 1 — d, resulta la segiient definicié!:

( ~

s:P(E)x P(E) — [0,1] i verifica:

s és una mesura de 1. VA s(A,A)=1 (reflexiva)
semblanca associada <= { 2. VA, B s(A,B)=s(B,A) (simetrica) (3.11)
a la distancia d 3. VA, B,C s(A,C)>s(A B)+s(B,C)—1

(desigualtat triangular)
Mesura de semblanca associada a una distancia metrica

Sigui d una distancia metrica. En aquest cas, la mesura de semblanga s associada a d, anome-

nada mesura de semblanca associada a una metrica d, verifica:

s(A,B)=1 <= A=B8B

Al generalitzar les mesures de semblanga crisp - introduides anteriorment a l'apartat 3.1.1 - al

10F] terme desigualtat triangular no sol ser utilitzat per a mesures de semblanca, siné per a distancies, pero,
com que és equivalent a la propietat de la desigualtat triangular per a distancies, creiem convenient anomenar-lo

de la mateixa manera.
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context borrds, i que analitzarem en la segiient seccid, se solen perdre la primera i la tercera
propietats que defineixen les mesures de semblanca borroses associades a una distancia. Per
aquest motiu es defineixen dues versions més febles de mesura de semblanca associada a una

distancia, que anomenarem simplement mesura de semblanca borrosa i mesura borrosa:
Mesura de semblanca borrosa

Sigui: s: P(F)x P(E) — [0,1]

s és una mesura de semblanca borrosa <= 2. VA,B 3([1, B) — S(B’ [1) (3.12)

(simetrica)

Si una mesura de semblanca borrosa verifica la propietat reflexiva es pot interpretar com una
relacié borrosa de proximitat, és per aquest motiu que en aquest cas no se’'n dona una definicio

explicita.
Mesura borrosa

En el cas de que es verifiqui només la primera propietat s’anomenen simplement mesura borro-

sa'l. Es a dir:

s ésuna mesura borrosa <= VA, B 0<s(4,B)<1 (3.13)

"'No confondre aquest concepte amb el de mesura de borrositat que esta lligat al d’entropia.
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3.3 EIl model conjuntista

Considerant els subconjunts borrosos tinicament com a m-ples de nombres reals'? en l'interval
[0, 1], coneixem gran varietat de distancies i, per tant, de mesures; a més, moltes d’elles sén
distancies!3. L’enfocament que donem a partir d’ara és més conjuntista i prové de la generalit-
zacio de les mesures de semblanga crisp, tot i que la verificacié de les propietats de les mesures

de semblanca associades a distancies és evidentment desitjable.

Com que els atributs son borrosos, no podem establir si un objecte posseeix o no un determinat
atribut: El posseeix, perd només en un cert grau. Una de les implicacions immediates d’aquest
plantejament és que ara no obtenim vectors els components dels quals sén binaris, sind que
pertanyen a tot Uinterval [0,1]. La definicié dels quatre parametres (v. [79]) es fa servir per
generalitzar-los, utilitzant férmules analogues a (3.2) i la definici6 de cardinal per a subconjunts
borrosos. Puix que els conjunts involucrats sén interseccions, hem de fer servir t-normes.

Obtenim les segiients férmules':

IS

Il
=

D)
£

I
(7=

t(pz,(Pr), a, ()

el
Il
—

S

|
=

D
£

Il
[

t(pg, (Pr), g, (Pe)))
! (3.14)

t(npg,(Pr)), g, (Pr))

3

o

I
=

D
S

I
[

=
Il
—

IS8

I
=

D
o
0
[

t(np g, (B)), n(p iz, (Pr)))

B
Il

1

12En el cas de treballar amb nombres borrosos continus es poden definir els indexs mitjancant el calcul integral
(v. [85]).
BDistancies L1, L,,, Mahalanobis, etc.

T C

“També es fan servir les notacions: A; NA;" = A; — A; i t(p g, (Pr), 14, (Pr)) = > t(ux(A4s), uk(A))).
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Com s’ha vist anteriorment, tot i que la definicié dels quatre parametres és molt logica, hi ha
forca indefinicié a I’hora de definir les diferents mesures de semblanca. Quan ho generalitzem a
subconjunts borrosos, apareix una nova indefinicié a I’haver de triar entre les moltes t-normes, t-
conormes i negacions que es coneixen. El coneixement de les propietats que volem que verifiquin

i el problema concret que volem estudiar ens han d’ajudar en aquesta tria.

Ja hem comentat que en les mesures crisp és indiferent calcular a, b, ¢ i d per separat i fer les
sumes i proporcions corresponents, que fer primerament les interseccions i unions corresponents
i després fer el cardinal, ja que en el context crisp | X U X¢| = |X|+ | X = |E|i|XNX =0,
essent E el conjunt referencial. El que acabem de dir no és cert en el cas borrds, a menys
que les connectives utilitzades verifiquin el principi del ter¢ exclos, com ara les connectives de
Lukaciewicz (v. 1.8). En particular, a + b+ ¢+ d = m no té per que verificar-se en el context

borrds. Per tant, en general:

(& ~ C ~

(AN A) U (A NAS ) UA NA)U (A NAS)| #

A AN A+ AN A+ 1A N A+ |AS N A

Depenent del moment en que fem la generalitzacié en I'ambit borrds, ens podem plantejar
dos tipus de generalitzacions que anomenarem mesures borroses classiques i mesures borroses

generalitzades.

3.3.1 Mesures borroses classiques

En aquest enfocament es tracta d’utilitzar les propietats distributives, aixi com els principis del
terc exclos i de no contradiccié dels conjunts crisp, abans de fer la generalitzacié als subconjunts
borrosos. Es una generalitzacié feble, la qual cosa ens simplifica les férmules (per a una analisi

més aprofundida (v. [79])). De fet, si no s’apliquen les propietats conjuntistes abans de la
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generalitzacid, a més de cardinals d’interseccions també s’obtenen cardinals d’unions en lloc de
suma de cardinals. Aquest procediment és especialment important en la generalitzacié de la
mesura de semblanca d’aparellament. De la seva versié final com el cardinal de la diferencia
simetrica dividit per m, obtenim la mesura de semblancga, que, restada d’1, ens dona la distancia

de Hamming; en canvi, si fem la generalitzacié en el pas anterior, no ’obtenim.

3.3.1.1 Principals mesures borroses classiques

Suposem que tenim dos subconjunts borrosos'® A i B.

1. Mesura de Jackard

a lv(A) No(B)|

En el cas crisp, 5,(4, B) = — Yote oA Uuu(B)

Per tant, aplicant-ho a subconjunts borrosos queda definit com:

(3.15)

Utilitzant la t-norma i t-conorma de Zadeh, s’esdevé:

m

min{p;(Py), us(Pr)}

SJ(A’ B) = k;
Zmax{uA(Pk),MB(Pk)}

k=1

15Com que les mesures de semblanca estan definides per a parells d’elements, per tal de simplificar la notacié

deixarem d’utilitzar subindexs a menys que no sigui estrictament necessari.



98 Mesures de semblanca

En canvi, usant les connectives del producte acotat obtenim:

ZmaX{O,,uA(Pk) + pup(Pr) — 1}
5J<A7B) = k:1m
Z min{1, i (Pe) + 1s(Pr)}

2. Mesura d’aparellament

De la interpretaci6 del cas crisp obtenim:

> lna(Pr) = pp(Pr)l

AB =1-
SA(>> m

= 1—dy(A,B) (3.16)

On dy(A, B) és la distancia de Hamming entre A i B.
3. Mesura de Rao

De la verificacio de la propietat a + b + ¢+ d = m en el cas crisp, generalitzem al aplicar-ho a

subconjunts borrosos i obtenim:

> t(pa(Pr), pg(Pr))
sr(4, B) = = (3.17)

Utilitzant la t-norma de Zadeh obtenim:

Z min{ e ;(Py), pg(Pe)}
SR(A, B) = b=

m

3.3.1.2 Propietats

1. sg(A, B) < s;(A, B). Es immediata a partir de les definicions d’sp i s,.
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2. Si usem les connectives de Zadeh, s; és reflexiva i simetrica. Per tant, és una mesura de

semblanga borrosa que dona lloc a una matriu de proximitat. Vegem-ho:

> min{us(Ph), pa(P)} D palPe)
SJ(/L A) = k;l - k”:11
ZmaX{MA(Pk),uA(Pk)} 15(Pr)

k=1 k=1

=1

La simetria és evident.

D’altra banda, si usem les connectives del producte acotat, s; és obviament simetrica,
pero, en canvi, no és reflexiva:
> max{0, p3(Pe) + pa(Pe) — 1}
ss(A,A) = E=L <1
> min{1, pz(Py) + pi(Pe)}
k=1

Per tant, és una mesura de semblanca borrosa que no déna lloc a una matriu de proximitat.

3. sy és reflexiva i simetrica. Per tant, és una mesura de semblanca borrosa que déna lloc a

una matriu de proximitat. Vegem la reflexiva:

D i) = (Bl

m

sa(A,A)=1-— =1 —dy(A,A) =1

La simetria és evident. Com ja hem comentat anteriorment, en realitat es tracta de la

mesura de semblanga borrosa associada a la distancia de Hamming.

4. Per a qualsevol t-norma, si és simetrica pero no és reflexiva. En particular per a t,,;,, és

evidentment simetrica, pero en canvi:

m

> min{pg(P), pa(P)}y Y pa(P)

sp(A, A) = = - =<1

Com en el cas de la mesura de Jackard definida a partir de les connectives del producte

acotat, sg no defineix una matriu de proximitat.
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Exemples
Siguin A = (0.9,0.2,0,0.6,0.1,0.8,1,0.3) i B = (0.1,0.5,0.8,0.4,1,0,0.7,0.9), aleshores:

> min{pz(Pe), pz(Pe)}
014+024+0+04+0.14+0+0.7+0.3 1.8

sj(A,B) = =1 — - 2%
m 094+054+08+06+1+08+1+09 65
> max{p;(Pe), pp(P)}
k=1

0.277

> pa(Pe) = pp(Pe)|

m

SA(A,B):l_ :1—dH(A,B):

~08+03+08402+09+08403+06 3.3

=1 — =0.413
8

En el cas que la mesura de semblanca s no sigui reflexiva, es pot definir § de forma que aquesta

si que ho sigui:

Reflexivitzacio

=
Ez
N
RN
well

$(A,B) = (3.18)

—_
z
o
I
sol

3.3.2 Mesures borroses generalitzades

A D'apartat anterior hem descrit una manera d’obtenir mesures i mesures de semblanca sobre
subconjunts borrosos. Es basa en la generalitzacié de mesures conjuntistes crisp, la seva re-
presentacié a partir de cardinals i 'aplicacié de les propietats crisp de la teoria de conjunts,

abans de passar als subconjunts borrosos. En aquest apartat, - que a diferencia de ’anterior
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- podem considerar que és una generalitzacié forta i d’aqui el mot generalitzades, retrobem la
idea fonamental: calcular el que tenen de semblant i de dissemblant dos objectes, en aquest
cas dos subconjunts borrosos. Calculem separadament a, b, ¢ i d, i després definim les mesures.
Parlem de mesures perque moltes d’elles no sén simetriques (ni reflexives) tot i que el seu rang

esta inclos en 'interval [0, 1].

3.3.2.1 Propietats conjuntistes de les mesures de semblanca

Suposem que tenim dos subconjunts borrosos A1 B, que vénen determinats per dues m-ples
tals que els seus components pertanyen a l'interval [0, 1]. Volem determinar unes mesures de
semblanca, s, a partir de les expressions (3.14) de forma que verifiquin una serie de propietats
addicionals que ens siguin ttils en les nostres aplicacions 6. Aquestes propietats, que consti-
tueixen una generalitzacié d’unes propietats més febles pensades per a un conjunt de mesures

més reduit (v. [99]), sén les segiients:
1. Funcionalitat

Sigui:
f: P(E)x P(E)x P(E)x P(E) — R
(X.V.2.7) R
La semblanca s’avalua comparant el que tenen en comt i de diferent els dos subconjunts borrosos

que volem comparar. Es a dir:

S(AB) = f(ANB, AN B A~ B, B - A) (3.19)

16Recordem que des del punt de vista geometric classic es demanen unes altres propietats: minimalitat,

simetria i desigualtat triangular.
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2. Monotonia

Direm que una mesura de semblanca és mondtona si VA, B,C, D € P(E) es verifica:

Acn Ccc Acn B¢ o oo

o o —  $(A,B) >s(A,0) (3.20)
A—-BCA-C

B-AcC-A

Aquestes condicions s’han d’interpretar com el fet que A s’assembla més a B que a C si les
caracteristiques comunes i no comunes d’A i B inclouen les comunes i no comunes d’A i C.
A més, cal que les caracteristiques que les diferencien siguin menys en el primer cas que en el

segon.

A causa de I'analogia entre les notacions dels subconjunts borrosos i els crisp, podria semblar
que alguna de les quatre condicions de les hipotesis de la monotonia és superflua. Vegem amb

un contraexemple que no és aixi. Suposem que:

wa) = 0.7, ulb) = 0.8, u(c) = 0.4, don 1 — pla) = 0.3, 1 — u(b) = 0.2, 1 — u(c) = 0.6,
min(u(a), u(c)) = 0.4 < 0.7 = min(u(a), (b)), min(u(a), 1 — u(b)) = 0.2 < 0.6 = min(u(a), 1 —
1(e)), min(u(b), 1—p(a)) = 0.3 < 0.3 = min(u(c), 1 —pu(a)) i en canvi: min(1— p(a), 1 —pu(c)) =
0.3 ¢ 0.2 = min(1 — u(a), 1 — u(b)).

3. Independéncia

Direm que X té una certa similitud amb Y i ho expressarem X ~ Y si 3Z,U,V,W € P(E)

tals que es verifica alguna de les seglients propietats:

fX, U,V W) = f(Y,U,V,W)
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<

f(Z, X, VW)= f(Z,Y,V,W)

N
=t
ge

On f és una funcié del tipus de les definides en la funcionalitat.

A més, direm que (A, B) i (C, D) estan d’acord en un, dos, tres o quatre components sempre

que una, dues, tres o quatre de les segiients condicions es verifiquin:

condici6 1: ANB~CND condicié 2:  A°N B¢~ C°N D¢

condici6 3: A—B~C—D condici6 41 B—A~D—-C
En aquestes condicions la independencia es formula de la segiient manera:

VA,B,C,D, A" B',C",D' € P(E), si (A,B) i (C, D) aixi com (A',é’) i (é',ﬁ') estan d’acord
en els mateixos tres components i (A, B) i (A, B') aixi com (C', D) i (C', D') ho estan en el que
queda, aleshores direm que s és una mesura de semblanga independent si es verifica la segiient
condicio:

s(A,B) > s(C,D) = s(A',B') > s(C", D) (3.21)

3.3.2.2 Nova familia de mesures de semblanga

Ara, definirem un conjunt de funcions f dependents de parametres tals que es verifiquin les
condicions imposades anteriorment. Més endavant, comprovarem que per a valors concrets
d’aquests parametres obtenim una generalitzacié dels indexs classics, com el de Jaccard, Sneath,

Rao i molts altres que es troben habitualment en els manuals.
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Com ja hem comentat anteriorment, cada subconjunt borrés té associada la m-pla formada pels
valors de les funcions de pertinenca de les caracteristiques que ens representen el conjunt. Es

a dir:

A s (nz(Py), pg(Pa), - - pg(Prm))

B (pp(Pr) np(Pa)s s pip(Pn))

La idea consisteix a considerar una funcié ¢, ¢ : P(E) — [0, 400] que verifiqui:

Ac B= ¢(A) < ¢(B) (3.22)

i, d’aqui, definir'”:

S(ALB) = ap(AN B) + Bp(A°N BY)
7 vo(AN B) 4 6p(Ac N Be) 4+ Ap(A — B) + up(B — A)

On «, f3,7,0,\, 4 son nombres reals positius. Aquest conjunt de mesures les anomenarem
mesures generalitzades donat el seu caracter molt ampli al variar ¢ i el conjunt de parametres.
Sota determinades condicions, que més endavant analitzarem, podran ser mesures borroses
o mesures de semblancga borroses tal i com les hem definit a l'inici de I'apartat 3.3. Si fem
I’extensié natural del cas crisp al borrds, ¢ coincideix amb el cardinal, que -obviament- verifica

la condici6 (3.22). Obtenim:

m

p(C) = na(P) =|C

k=1

El valor de ¢ en les interseccions i diferencies utilitzades es calcula emprant la t-norma que

correspongui. Finalment, 'expressio és del tipus:

a|AN Bl + AN B
Y|AN B| 4 6|Ae N Be| + A\|A — B| + u|B — A

s(A,B) = (3.23)

I"El motiu pel qual els parametres «, 3, v, 0, A i i d’entrada no estiguin lligats per cap condicié respon al fet
que, en el cas crisp, existeixen mesures de semblanca per a valors molt diferents dels parametres, com ja hem

comprovat.
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m

> at(ug(Pr), np(Pr) + Bt(n(pz(Pr)), nugz (Pr)))
s(A, B) = A=l

Y ta(Pe) pg(Pr)) + 6t (n(ia(Pe))s nlpg (Pr)) + (i z(Pe), nlpp(Pe)) + pat(n(pz (Pe), g (Pa))
k=1

Si utilitzem la negacié habitual n(u;(A)) =1 — p;(A), obtenim la férmula:

> at(pg(Pe), pp(Pe) + Bt — pg(Pe), 1 — pg(Pr))
s(A,B) = — A=l
> t(na(Pe), pg(Pe)) + 6t(1 = pz(Pi), 1= pg(Pe)) + M(ug(Pe), 1 = pp(Pe)) + pt(1 = 5 (Pr), pg(Pr))

k=1
Per tal d’abreujar la notacié en els seglients paragrafs farem servir el simbol de cardinal | |

en lloc de la suma i la t-norma.

El nostre objectiu consisteix en trobar el conjunt més ampli de parametres de forma que les
funcions s definides anteriorment verifiquin les propietats de funcionalitat, monotonia i inde-

pendencia.

3.3.2.3 Verificaci6 de les propietats

1. Funcionalitat

Es evident que de la definici6 de s(fl, B) es dedueix immediatament la funcionalitat:

s(A,B) = f(ANB,A°NB°, A~ B,B - A)

2. Monotonia

VA,B,C,D € P(E)
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An CcAnB AN C| <|ANnB|
Acn Ccc AN Be |Acn C¢| < |A°n B|

B N N B — N 5 N B —
A-BcA-C A-B|<|A-C|
B-AcC-A \ |IB—A| < |C - A|

aMANB||A—-B|>a)\AN C||A- B|
BAA°N B¢||A — B| > BA|A — B||A°n C¢|
aplANB||B - Al > au|B - Al|[An C|

| BplAn Be|B — Al = pulB — Al|A°n ¢

Anem a trobar una condicié suficient per tal que es verifiqui la condicié de monotonia. Malau-
radament, com veurem, no sera una condicidé necessaria; per contra, ens definira una familia de
mesures de semblanca que englobara la gran majoria dels indexs crisp que es descriuen en la

bibliografia de referencia.
alAN B|+ B]A° N B -
Y AN B| +6|Acn Be| + NJA - B| +pu|B - A| ~

s(A, B) > s(A,C) <

- alANC| + BlAcn Ce
T A ANC| +8|AenCe| + MA - C| + p|C — A
— ay|ANB||ANC| + By|A°N Be||AN C| + ad|A N B||A° N C¢| + 35| A° N C¢||A° N B+
+aA AN B||A - B|+ BMA°N B||A — B| + ap|AN B||B — A| + 8u|An Be||B — A| >

> ay|AN B||[ANC| + By|A° N C¢|AN B| + ad|A N C||A° N B| + 85| Ac N C°||A° N B[+
+aNANC||A = B|+ BAA°N C||A - Bl + ap|AN C||B — A| + Bu|Ac N C<||B — A|
Simplificant els termes comuns i considerant les condicions anteriors, obtenim que si es verifica:
By|AcN B||ANC| + ad|AN B||[An C°| >
> By|A°N Ce||AN B| + ad|AN C||A° N B

aleshores es verifica s(A, B) > s(A, C'). Aquesta condici6 és equivalent a:

|AN BJ|A°N C¢(ad —8) + |A°N B||ANC|(By — ad) >0
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D’on establim les condicions suficients:
ad—y3>0 i fBy—ad>0

Per tant, si es verifiquen les anteriors desigualtats, aleshores es verifica la condicié de monotonia,
encara que per a qualsevol negacié n el reciproc no és cert. D’aqui es dedueix immediatament

la segiient condicié suficient per tal que es verifiqui la monotonia:

Condicio suficient de monotonia

ad =0 (3.24)

Fixem-nos que si a = v i # = ¢ 'anterior condici6 es verifica. Acceptar les anteriors condicions
només implica acceptar que les ponderacions dels elements comuns en el numerador i en el

denominador sén les mateixes.

Anem a demostrar una proposicié previa a la independencia sobre X ~ Y en el nostre cas

particular.
Proposicio
Si es verifica la condicié suficient de monoticitat ad = v i A # 0 o u # 0, aleshores:

VX, Ye@E) X~Y = |X|=]|Y] (3.25)

Demostracio:

a|Z|+ﬁ|U|
YNZ|+6|U[ + AV] + W]

Per hipotesis: f(Z,U,V,W) =
Donada la definicié de X ~ Y, hem de distingir quatre casos:

(a) f(X,U,V,W)=f(Y,UV,W)



108 Mesures de semblanca

o|X|+ 80| _ of V| + 87
AX]+3T]+ AT+ al W V] + 801+ AIV] + W)

= a(IX] = [YDOU|+ V] + g W]) + 1U([Y| - |X) =0 =

= (IX]=[YD((ad = B0+ AV ][+ uW]) =0 = [X]=]Y]

o 2] + B X _ ol 2|+ BIY|
AZ]+ 81X+ AT+ ul W] A|Z]+ 57| + AV] + al ]

— BUX| = [PDGIZ)+ AV ]+ ul W) +ad| 2|7 - |K) =0 =

= (IXI= Y8~ ad)|Z| + AV + plW]) =0 = |X|=]Y|

a|Z] + BIU| _ a|Z] + B0
A2+ 0101 + NX| + ulW] A1 Z]+ 0|01 + AY| + ul W

= AMIX|=IY])(Z|+8l0))=0 = |X]|=]|Y]

d) f(z,U0,V,X)=f(Z,U,V,Y)

Per simetria es fa igual que el cas (c).
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Independeéncia

En les condicions de la formulacié (3.21), hem de demostrar:

s(A,B)>s(C,D) = s(A,B)>s(C',D)

Sabem que (A, B) i (C, D) aixi com (A',B') i (C',D') estan d’acord en els mateixos tres
components, i que (4, B) i (fl', é') aixi com (C, D) i (é', 15') ho estan en el que queda. A més,
suposarem que es verifica la condicié suficient per a la monotonia, que és justament la de la

proposicié anterior: ad = (. A fi d’abreujar el llenguatge utilitzarem la segiient notacio:

Per tal de fer la demostracié hem de tornar a distingir quatre casos corresponents a les quatre

possibles combinacions de quatre elements en grups de tres:

Cas A

De la demostracié de la proposicié anterior sabem que el simbol ~ equival a la igualtat entre

el cardinal dels conjunts.

s(A,B) >s(C,D) —
o X| + Y| . alU| + B|V|
X[+ Y[+ AZI 4+ ulT]  5|T| 4 6|V| + AW| + p|R|

—
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o X| + AV . ol X| + AV
SR 43|+ NZ| 1+ AlT] = FIRI+0I7| + MZ| + i
5 B 5 5 X! Y/
— <R — |PI<| o X'+ 57|

VX + OV + N2 + T

> oUIEOWV X By = (6 D)
YU+ 0|V + AW!| + p| R|

Cas B
X~U X' ~U Z~7

YoV YV i WeW

Evidentment és identic al cas anterior ja que, llevat dels parametres, el paper que hi juga la

interseccié de dos subconjunts i la interseccié dels seus complementaris en la funcié és totalment

simetric al cas anterior.

Cas C

s(A4,B) > s(C,D) =

AX|+8YV] o|U| + BIV|
NX[+ Y[+ AZ[ 4+ pu[T] — AU+ 6|V + AW | + pl|R|
o X| + AV . ol X| + AV

VXISV [+ A Z] + ulT] — A|X]+0|V]+ N Z| + plT|
ad|X[([V] = Y]) + By XI([Y] = V) + BUY| = [VDAIZ| + ulT) 20 =

— (a8 —ABIXIV] + (48 — ad) [ XI[T| + B(Y] - [VDAIZ| + ulT)) 20 —>

= (a0 = O (IXIIVI = IXIYV]) + B(Y| = [V)(AZ] + plT]) > 0
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Si apliquem la condicié ad — By = 0 a lanterior desigualtat, ens queda:

BUIYI = VDAIZ|+ T 20 = [Y|>V] = [Y|>[V
Per altra banda, fent els mateixos calculs, de la condici

s(A',B) > s(C', D)

Arribem a |Y?| > |V/|, que justament és el que acabem de demostrar.

Cas D
Y~V Y~V X ~ X/
ZoW Z0~W' i U~U
T~R T ~FR

Aquest cas és identic al cas C.

Propietats immediates

1. De la definicié d’aquestes mesures generalitzades es dedueix immediatament que si o = ~
i § = 0 aleshores sén mesures borroses ja que el cardinal d’'un conjunt és sempre positiu;
encara que no sén simetriques. De fet, seria logic que les anteriors condicions sempre
fossin certes i, per tant, només treballariem amb quatre parametres. La utilitzacié de sis
parametres en lloc de quatre és per tal de recollir casos en que termes del denominador

no es troben en el numerador, com és el cas de la mesura de Rao.

2. Si A = u, obtenim mesures simetriques. Per tant, si treballem en condicions de no simetria

es tracta d’escollir aquests dos parametres amb valor diferent.

3. En les condicions dels dos apartats anteriors (a« =7, = ¢ 1 A = p) obtenim mesures de
semblanca borroses que verifiquen de forma addicional la funcionalitat, la monotonia i la

independencia.
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4. La condici6 reflexiva es verifica si a = =, § = J i utilitzem com a t-norma una que verifiqui
el principi del ter¢ exclos. Les més conegudes sén les connectives de Lukaciewicz. En el
capitol 1 ja hem trobat condicions suficients per generar t-normes amb aquestes propietats.
La condicio de la desigualtat triangular sera tractada en el segiient capitol, ja que esta

relacionada amb el procés de clustering.

5. De les propietats anteriors es dedueix que per a = v, § = 0, A = p i usant una t-norma
que verifiqui el principi del terg exclos, obtenim mesures de semblanca borroses que donen
lloc a matrius de proximitat; i, a més, verifiquen les propietats de funcionalitat, monotonia

i independencia.

3.3.2.4 Exemples de mesures borroses generalitzades

De les expressions de les mesures crisp, es dedueixen les segiients mesures borroses generalitza-

des:

1. Mesura d’aparellament

|AN B|+|A°n Be|
AN B|+|Acn Be|+ |A — B| + |B — A

sa(4,B) = (3.26)

2. Mesura de Rao

|AN B

AB) == e
(4, B) |ANB|+ AN B¢|+|A—B|+|B — A

(3.27)
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3. Mesures generalitzades de Tversky

|AN B|

sr(A,B) = —— — S
r(4,B) AN B|+NA - B|+u|B - A

(3.28)

Les tres mesures segiients son casos particulars d’aquestes, pero d'una especial rellevancia:

4. Mesura de Jackard

s;(A,B) = —— . (3.29)

5. Mesura de Dice

o ANB
sp(A,B) = ——= |~ ~’ = = (3.30)
|AN B|+ 0.5|A — B| +0.5|B — A
6. Mesura de Sokal i Sneath
. ANB
855(14,3) = | | (331)

AN B|+2|A - B| +2|B — A|

Finalment introduim una nova familia de la qual estudiarem algunes propietats més endavant.

7. Familia de mesures d’aparellament

|AN B| +|A°N B

A B)=—— Luhi. _ S
sa6(4, B) |ANB|+|Acn Be|+ A\|A— B| + ulB - A

(3.32)
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Per A = 1ip = 1 obtenim s45 = s4. Son evidentment una extensié de la mesura d’aparellament

i d’aqui el seu nom!®.

Del que hem vist fins ara, és immediat comprovar que les anteriors mesures de semblanca
verifiquen les condicions de funcionalitat, monoticitat i independéncia ja que verifiquen ( 3.24),

llevat de la mesura de Rao.

Propietats

1. Per a t-normes que verifiquin el principi del ter¢ exclos, sa, S, Sag, Ss, Sp 1 Ssg sOn

reflexives.
2. 8a, Sr, Sj, Sp 1 Sgg son simetriques. Per a A = u, sp i s4¢ so6n simetriques.

3. sac 1 sp estan ben definides, en el sentit que el denominador no s’anul-la mai; llevat de
casos molt especials com el d’utilitzar la t-norma del producte acotat i en condicions de
maxima incertesa donat que max{0,0.5+ 0.5 — 1} = 0, max{0, (1 —0.5) +0.5 — 1} =0,
max{0,0.5+ (1 —0.5) — 1} = 0 i max{0, (1 —0.5)+ (1 —0.5) — 1} = 0.

Es per aquestes raons que és recomanable utilitzar s4¢ per a A = p ja que es tracta de mesures
de semblanca borroses que verifiquen les propietats de funcionalitat, monotonia i independencia,
i generen matrius de proximitat. Si no hi ha motius per a discriminar entre la importancia de
les caracteristiques que son comunes de les que les diferencien, el més natural és mesurar la

semblanga mitjangant s4 (A = p = 1).
Exemples

Suposem A = (0.9,0.2,0,0.6,0.1,0.8,1,0.3) i B = (0.1,0.5,0.8,0.4,1,0,0.7,0.9)

18Sempre que no s’indiquin els valors de A i u, el mot mesura d’aparellament fa referéncia a s4
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Amb la t-norma del minim de Zadeh i la negacié habitual:
IANB|=01+02+04+04+01+0+07+03=18

AN Bl =014+05+02+01+0+02+0+0.1=12

SN

|A—B|=09+02+0+06+0+08+03+0.1=29

B — Al

014+05+08+04+02+0+0+0.7=2.7

sa(A,B) = 0.35, s;(A,B) = 0.24, sp(A, B) = 0.21, sp(A, B)
1.8 S 3

ol B) = TS ram T B = 5o o

Amb la t-norma del producte algebraic i la negacié habitual:
AN B| =0.0940.1+0+0.36 +0.1 +0+ 0.7+ 0.27 = 1.62
|A°N B°| = 0.09 + 0.4+ 0.2 4 0.06 + 0.2 + 0.07 = 1.02

|A— B|=0.8140.1+0.54+0.840.340.03 = 2.58

B - Al

0.014+04+08+0.04+09+0.63 =2.78

115

N
ool

= 039, 855( ) = 0.14,

Y

sa(A,B) = 0.33, s;(A, B) = 0.23, sp(A,B) = 0.20, sp(A,B) = 0.38, sgs5(A,B) = 0.13,

1.62

- ~ 2.64
,B) = SAGv(A, B)

I

ST<

©1.62 4+ 2.58\ + 2.78u

Amb la t-norma del producte acotat i la negacié habitual:
IANB|=03+01+074+02=13

AN B} =03+02+02=0.7

T 264+ 2.58)\ + 2.78u



116 Mesures de semblanca

SN

084+05+08+03=24

A~ B

|IB— Al =03+08+09+06=26

sa(A,B) = 029, s;(A,B) = 0.21, sg(A,B) = 0.19, sp(A, B) = 0.34, sgs(A, B) = 0.12,

N 1.3 <~ 2
Bl =326 W) = s o

I

ST(

Anem a fer un estudi més aprofundit de les mesures d’aparellament generalitzades.

3.3.2.5 Familia de mesures d’aparellament

Aquestes mesures tenen la particularitat que per A # p no sén simetriques i, per tant, poden
ser utilitzades en la modelitzacié de situacions on el judici huma tampoc és simetric. El que
volem és estudiar el comportament d’aquestes mesures en un parell de casos particulars: el
primer, quan un dels dos subconjunts borrosos verifica amb grau de pertinenca 1 totes les
caracteristiques, que anomenarem prototipica, i 'altre, quan existeix la maxima incertesa en
els diferents atributs. Quan hi pugui haver dubte de quina t-norma s’esta utilitzant, s’afegira

una tercera lletra al subindex d’s per tal d’indicar-ho.
Prototipica
Suposem que A = (1,1,...,1). i B qualsevol.

SAG’(/L é) =

D tpa(Pe)pg(B) + (1= pi(P), 1 — pp(Pr)
k=1

> t(g(Pr), pp(Pe) +t(1 = pg(Pr), 1 — pp(Pe)) + M(ug(Pe), 1= pg(Pr)) + pt(1 = pz(Pe), g (Pr))
k=1
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> (L pg(Po) + 10,1 — pg(Fr))

> ilp ) + (0,1 = pp(Pr) + A(1,1 = pp(Pr)) + pt(0, pp(Pr))

m
k=1

A partir de les propietats de les t-normes deduim:

sac(A, B) = — S, = -
S P+ A (L—pp(P)  (1=X) pg(P) +Am

I, per tant, el se valor no depeén ni de la t-norma ni de p!*

En el cas que B = (1,1,...,1) es dedueix immediatament que sAc;(fl B)
Maxima incertesa

Cas A

Suposem A=B= (0.5,0.5,...,0.5). En aquest cas el valor de la mesura no és constant, fins
i tot no té per que estar definit, com ocorre quan la t-norma és la del producte acotat. Si,
en canvi, que pren un valor constant en la t-norma del minim de Zadeh i en la t-norma del

producte algebraic. Vegem-ho.

En aquest cas:

A, B) = -
sacm (A, B) m+ 0.5 m + 0.5um 1+ 0.5\ + p)
o 0.25m + 0.25m !
sacp(A, B) =

0.25m + 0.25m + 0.25Am + 0.25um 1+ 0.5(A + p1)

19En realitat, aquest resultat també és cert per a la mesura de Jackard donat que les termes que s’anul-len

en SAg(A, B) sén justament els que falten en la definicié de SJ(/L B)
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On els subindexs M i P es refereixen respectivament a les t-normes del minim de Zadeh i del

producte algebraic.
Cas B
Suposem A = (0.5,0.5,...,0.5), B qualsevol i A = p = 1, aleshores:

SA(A, B) =

> 405, np(P)) + (1= 0.5,1 — pg(Pr))
- k=1 =05
D 0.5, pnp(Py)) + (1= 05,1 — pp(Py)) + £(0.5,1 = pg(Pe)) + (1 — 0.5, (i)
k=1

3.3.3 Superficies de semblanga

3.3.3.1 Definicio

Suposem que E = {P;, P} i que a través d'un procés d’expertatge I'expert no ens expressa la
seva opini6 només mitjancant un valor entre 0 i 1, sin6 que ho fa mitjangant un nombre borros;
és a dir, pi(FPy) k =1,2 és un nombre borrds, i, per tant, pz(P%) = p;(FPy)(x). Siguin doncs
wi(Pr)(z) i pi(P2)(y) els nombres borrosos assignats per U'expert, i p5(P1) 1 pu(FP2) dos valors
de referencia que defineixen un altre subconjunt borrés B. La representacié de la mesura de
semblanca entre A i B és una superficie que té com a domini el producte cartesia dels dominis

dels nombres borrosos proporcionats per I'expert, i que representarem per D i Dy 2°. Per tant:

s(A,B) = s(A,B)(z,y) (x,y) € Dy x Dy (3.33)

29En el cas general d’m components, ens trobem en un espai de dimensié m +m + 1 = 2m + 1.
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Finalment, per tal de definir un valor real mitja de tots els valors de la superficie de semblanca,

el podem calcular amb 'expressio:

fD <Dy S A B )(x,y)dzdy

A B
sl )= dxdy

fDl ><D2

D’aquesta manera aconseguiriem tenir la semblanca entre dos subconjunts borrosos expressada

amb un sol valor. De les propietats de s(A, B)(z,y) es dedueix immediatament que:

0<s9(A,B)<1

3.3.3.2 Exemples numerics

Les figures 3.2-3.7 han estat calculades utilitzant les t-normes del minim de Zadeh, del producte
algebraic i del producte acotat; i utilitzant les mesures generalitzades de Jackard i d’aparella-
ment. Com a nombres borrosos continus suposem que els experts ens han expressat la seva
opinié mitjan¢ant dos nombres triangulars: 7} = (12,16,20) i 75 = (1,3,5), aleshores els
dominis corresponents sén: Dy = [12,20], Dy = [1,5] 1 D = Dy x Dy = [12,20] x [1, 5].

Figura 3.1: Nombres triangulars 77 i 75
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En la figura 3.1 hi ha la representacié de la funci6é de pertinenca dels dos nombres triangulars.
D’esquerra a dreta, els grafics de les superficies de semblanca de les diferents figures estan
calculats per al cas prototipic, de maxima incertesa, i una altra mesura, que en aquest cas ha
estat (0.85,0.31). Aix0 s’ha fet aixi per veure graficament que, al canviar de forma accentuada
un valor, la mesura queda forca afectada. Obviament, si la t-norma és la del producte acotat

només hi ha dues superficies, ja que per a maxima incertesa no esta definida.

Figura 3.2: Mesura de Jackard per a t,
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Figura 3.3: Mesura d’aparellament per a i,
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Observi’s que en el cas prototipic la superficie de semblanca no depen de la t-norma utilitzada,

aixi com tampoc de la mesura, donat que hem usat les mesures generalitzades de Jackard i

d’aparellament. Com ja hem vist anteriorment, si calculem les mesures d’aparellament amb

la condicié de maxima incertesa i la t-norma és la del minim de Zadeh o la del producte

algebraic, la mesura de semblanca dona

d’aparellament), aleshores

14+ 0.5(A+ pu)

= 0.5, la qual cosa també és certa encara que un dels

14+ 0.5\ + )

; si, a més a més, A = = 1 (mesura

dos subconjunts borrosos no sigui el de maxima incertesa (v. cas B). Es per aquesta raé que les

superficies de semblanca en el cas de la mesura d’aparellament tenen per grafica el pla z = 0.5.
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Figura 3.6: Mesura de Jackard per a tpy
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Capitol 4

Analisi de clusters

4.1 Introduccio

L’analisi de clisters és una de les principals tecniques de reconeixement de patrons (v. [15, 43,
46, 104, 105]). La teoria dels subconjunts borrosos aplicada a ’analisi de clisters déna una
idea de la incertesa de la pertinenga d’un objecte a un cluster. Estudiarem els metodes que

sorgeixen de les relacions borroses representades mitjancant matrius.

L’objectiu de I'analisi de clusters és I'agrupacié, a diferents nivells, d 'objectes A;, A, ..., A,
que defineixen un conjunt A = {4, As,..., A,}. Aquests objectes vénen representats per
subconjunts borrosos Ay, Ay, ..., AL, els quals prenen valors en un conjunt de caracteristiques

Py, P, ..., P, que ens defineixen un altre conjunt £ = {Py, Ps, ..., P,,}. Aquest model defineix
una relacio binaria determinada per una matriu n xm. Un cop obtinguda la matriu de la relaci6

borrosa entre objectes i caracteristiques, es tracta d’aconseguir una matriu de mesura (o de

!Per tal de no complicar la notacié, sempre ens referirem als objectes, encara que treballem amb els subcon-

junts borrosos.

125
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distancia) entre els objectes; aix0 és possible utilitzant alguna de les mesures de semblanca del
capitol 3. El resultat és una matriu n x n, que sol descriure una relacié borrosa de proximitat
entre els objectes. Es en aquest punt on comenca el procés de clusteritzacio, que es veu afectat
per la tria de la mesura de semblanca. Les mesures associades a distancies han estat i son
molt utilitzades (v. [53]), en particular, la distancia euclidiana (v. [28]) i la de Minkowski
(v. [45]); nosaltres farem el nostre estudi amb les mesures introduides en el capitol anterior.

2 i no jerarquics, que parteixen de filosofies diferents.

Existeixen dos tipus de metodes, jerarquics
La diferencia consisteix que en els primers no es prefixa el nombre de clisters i, en canvi, en els
segons si que es fa. Els metodes jerarquics son els més ampliament utilitzats i seran el nostre

objecte d’estudi durant aquest capitol.

4.2 Metodes jerarquics

Un clister ha de ser entes com un grup d’objectes similars amb la condicié que no coneixem
informaci6 sobre les classes d’agrupament a priori del processament. Els objectes s’agrupen
només en funcié del elements que contenen. Sembla no només logic, sin6 obligat, agrupar els
elements de forma que la mesura de semblanca entre ells sigui maxima (o la distancia sigui
minima?). El principal problema arriba un cop hem agrupat els dos primers elements; llavors,
el nostre conjunt de referencia ha canviat: El cardinal que era n ha disminuit ja que dos
elements han estat agrupats formant un nou cluster, d’on el nostre conjunt referencial conté
n — 1 elements. D’alguna manera hem de tornar a definir la mesura de semblanca entre aquest
nou element i tots els altres. La forma en que es realitza aquesta definicié condiciona tot el

procés de clusteritzacio.

2El terme jerarquic també es utilitzat per tal d’ordenar criteris en base a preferencies. Un exemple es troba

a [19], que és una fuzzificacié del metode \q. de Saaty.
3En els exemples, tant ho farem d’una manera com de I'altra.



Analisi de clusters 127

Hi ha diversos metodes, pero tots ells tenen en comu que sén processos iteratius. Anem a

enumerar els diversos passos:

1. Es parteix d'n clusters {A; = {A;}}i=1..n, cadascun d’ells format per només un element,
i s’avalua s(A;,Aj) = s(A;, A;) per a cada parell d’elements mitjangant alguna de les
mesures introduides en el capitol 3 i tals que defineixen una relacié borrosa de proximitat.

Si A! és el conjunt de cliisters en el primer estadi, tenim: A = {A;, Ay, ... AL}
2. Es busquen Ay i A; tals que:

S<AkaAl) = Ai,AI]I-leaA)%,i;éj 8<Ai7Aj) (41)

Aquests dos clisters s’agrupen en un nou clister, que anomenarem® Ay = A, U A i
designem per A? al nou conjunt de clisters (si estiguéssim en el pas iteratiu p designariem
per AP al nou conjunt de clisters). Es evident que aquest procés fa que a cada iteracio
obtinguem un clister nou per dos d’antics. Finalment, es reactualitza el calcul de la
semblanca amb algun dels metodes que s’exposaran a continuacio; aixo provoca que la
matriu quadrada de la mesura de semblanca redueixi les seves dimensions d'n X n a

(n—1)x (n—1).

3. Es repeteix 'anterior pas fins que el cardinal del conjunt de clisters és u.

Es necessari que en cada pas de I'anterior procés es guardi la informacio sobre a quina semblanca
s’han unit dos clisters, fet que ens permetra -més endavant- de construir diagrames, anomenats
dendogrames, en els quals veurem a quin nivell de possibilitat, que pot ser interpretat com un

a-tall, s'uneixen els clusters entre si per formar nous clisters.

4Tot i que el nombre de subindexs va creixent, aquesta notacié té 'avantatge de saber en tot moment quins

dels elements originals estan agrupats.
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4.2.1 Connexioé simple

Aquest és el metode més conegut i utilitzat. La forma de calcular la mesura de semblanca entre
clusters és la segiient:

s(AT) = max s(z,y) (4.2)

zEAyeD
L’anterior féormula obliga a calcular la mesura de semblanca entre dos clisters a partir de les
mesures dels clisters simplets; una manera més eficient és la que ara comentarem: Si estem
en el moment p del procés iteratiu i A,I' € AP el conjunt de clisters i A i I" sén tals que

s(AT) = Jnax 5(0, ), aleshores formem el nou cluster ¥ = AUT, i llavors:
RIS P

VO e AP & #£AT s(3,0) =max{s(A,®),s(I,P)} (4.3)

Equivalentment amb distancies®

d(AT) = ccenAl,i;leF d(z,y) (4.4)
Ve e AP & # AT d(E,®)=min{d(A,®),d,®)} (4.5)

4.2.2 Connexié completa

s(A,T) = min s(z,y) (4.6)
VO e AP &£ AT s(X,0) =min{s(A,®),s(I",P)} (4.7)

=4 . N . K .7 . . N . 7
°L’equivaléncia entre la utilitzacié de mesures de semblanca i distancies prové del fet que:

max(z,y) =1 —min(l —z,1 —y)
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o equivalentment amb distancies:

d(A,T) = max d(z,y)

zeA,yel

VO A & £AT d(S,®) =max{d(A,®),dI,®)}

4.2.3 Connexié mitjana

(An = g ¥
EAy
A

VO e A? ®AAT 5(3,0)= H(A(I))

4.3 Clausures transitives

4.3.1 Clausura per t,,;,

Equivalencia t,,;,-transitivitat amb la ultrametrica

Ve,z€ A d(z,z) < mi}‘l max{d(x,y),d(y,z)} <=
ye

Va,y,z€ A d(z,z) <max{d(z,y),d(y,2)} <~

voy,2 €A minds(z,y), s(y, 2)} < s(z,2)

[N A

s(x,z) > r;leax{mm{s(x v),s(y,2)}}

Veyz €A dx,z) <dey) 6 dl.z) < d(y,z)

Vr,y,z€ A s(a,y) <s(z,2) 6 sy, 2) <s(,2)

]

5 —s(I, D)

—

Ve,y,z€ A 1 —d(z,y) <1—d(z,z) 6 1—d(y,z) <1—d(x,z)

—

—
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(4.11)
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Teorema d’equivaléncia

El principal resultat pel que fa referencia al metode de la connexié simple, i la raé per la qual
és tan utilitzat, consisteix en ’equivalencia entre ell i la clausura transitiva per la t-norma del
minim de Zadeh d’una relaci6é de proximitat (v. [79]). En realitat, els segiients tres metodes

ens condueixen a la mateixa particio:
a) El metode de la connexié simple.

b) La clausura transitiva d’una relacié borrosa de proximitat per la t-norma del minim de

Zadeh.
c¢) Els components connectats d’'un graf borrés (v. apartat 2.3.2.4).
La demostracié d’aquest resultat és prou coneguda (v. [79]) i 'ometem en aquesta memoria.

Donat que el metode de la connexié simple és equivalent al calcul de la clausura transitiva
mitjancant la t-norma del minim de Zadeh, analitzarem amb més detall la relacié entre les

clausures transitives respecte d'una t-norma i les propietats que verifiquen les mesures.

4.3.2 Clausura per qualsevol t-norma

La propietat ultrametrica és la que ens permet fer particions cada vegada més fines per a cada
nivell a € [0, 1]. Per aconseguir-ho, hem d’obtenir obligatoriament la clausura transitiva amb
la t-norma t,,;,, que és la més gran de totes les t-normes i 'inica que verifica la propietat
ultrametrica. Si escollim una t-norma més petita perdem la propietat ultrametrica, pero, com
veurem en aquest apartat, si és més gran que la del producte acotat encara mantenim la

propietat de la desigualtat triangular. Per a t-normes més petites que la del producte acotat
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ja no es verifica la desigualtat triangular i, per tant, sembla que no és aconsellable el seu
us. Des del punt de vista tnicament de la distancia, sembla, doncs, que hem d’escollir una
t-norma entre la del minim de Zadeh i la del producte acotat. Si escollim la del minim de
Zadeh, tenim diverses maneres d’aconseguir la clusteritzacio: clausura transitiva, components
connectats d'un graf borréds, i metode de la connexié simple. Si n’hem escollit una altra, no
podem aconseguir una particié inica per a cada valor entre 0 i 1. Més endavant veurem un
metode degut a Miin-Shen Yang i Hsing-Mei Shih (v. [106]), que -utilitzant la tp4 clausura
transitiva- ens permet fer una clusteritzacié, encara que perdem la unicitat i sense aconseguir
un conjunt de particions, cadascuna d’elles més fina que I’anterior a ’anar incrementant el valor
d’a. Finalment, presentarem un exemple per comprendre que a vegades és millor perdre alguna
propietat considerada fonamental, com les dues comentades anteriorment, per tal d’obtenir uns

resultats acceptables en el sentit d’aconseguir una major diferenciacié entre els elements.
Ordenacio de les t-transitivitats
Donades dues t-normes t; i t5, es verifica:

t1 <ty = (ty — transitivitat = ¢; — transitivitat) (4.12)
Aquesta propietat, tot i ser senzilla de demostrar, té molta importancia perque ens pot ajudar

a acotar quines t-normes sén admissibles si volem que la mesura utilitzada verifiqui la propietat

de t-transtivitat. Vegem-ho:
tl S t2 <~ Vx,y,z EA tl(s(xay)73<ya Z)) Stg(S(l‘,y),S(y, Z))

Aleshores:

ty — transitivitat = s(z,z) > majc{tg(s(x,y), s(y,2))} >
ye

> majc{tl(s(x,y), s(y,2))} = t; — transitivitat
ye
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Es aqui on les desigualtats entre t-normes prenen tot el seu sentit i importancia. De la propietat

(1.15) es dedueix immediatament:

tin—transitivitat — tp—transitivitat =— {pg—transitivitat =— {ps—transitivitat

I de (1.17) obtenim:

1. A<p tgy—transitivitat ==ty , — transitivitat
2. A<p ty, —transitivitat = 1y — transitivitat
3. A<u tp, — transitivitat == tp\ — transitivitat

4. A< p tppy — transitivitat = {pp, — transitivitat
Equivaléencia tp,-transitivitat amb desigualtat triangular

Com ja hem comentat, aquesta equivalencia és important en el sentit que afeblir més la distancia
perdent la propietat de la desigualtat triangular no sembla aconsellable i, per tant, tampoc ho

sera escollir una t-norma més petita que la del producte acotat. Vegem-ho:

Ve,y,z€ A d(z,2) <d(z,y) +d(y,2) <= 1—s(z,2)<1—s(z,y)+1—5(y,2) <=
—  s(z,z) >s(r,y)+s(y,2)—1 i s(x,2) >0 <=

<~ Vr,y,z€ A s(x,z) > max{0,s(z,y) + s(y,z) — 1}

— Vr,ze A s(x,z2)> r@r’leaj({max{o,s(x,y) +s(y,z) —1}} = I;qeaj({tpA(s(m,y),s(y,z))}
Exemple

Suposem que construim triangles equilaters amb totes les possibles combinacions de bisectrius.
En total, en tenim vuit, que designarem per T1, T2, T3, T4, T5, T6, T7, T8. Un amb cap
bisectriu, tres amb una bisectriu, tres més amb dues bisectrius, i , finalment, un amb tres

bisectrius. La figura 4.1 representa els vuit triangles:
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Figura 4.1: Triangles equilaters
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T1

T2

T3

T5

El que volem és formar clisters que incloguin els triangles que més s’assemblin. Dos triangles

diferents tenen, com a molt, tres bisectrius diferents; en conseqiiéncia, comptant el nombre de

bisectrius diferents que tenen dos triangles, sembla logic definir la seglient mesura de semblanca

S = (si):

T1
T2
T3
T4
T5
T6
T7
T8

T1

1
0.67
0.67
0.67
0.33
0.33
0.33

T2
0.67
1
0.33
0.33
0.67
0.67

0.33

T3
0.67
0.33

1
0.33
0.67

0.67
0.33

T4

0.67
0.33
0.33

1

0
0.67
0.67
0.33

T5

0.33
0.67
0.67

0

1
0.33
0.33
0.67

T6

0.33
0.67
0
0.67
0.33

0.33
0.67

7
0.33
0
0.67
0.67
0.33
0.33

0.67

T8

0
0.33
0.33
0.33
0.67
0.67
0.67

Com que 0.33 = S51 < 0.67 = max min{Ss;, S;1}, resulta que S no és min-transitiva. Anem a
j=1...

trobar la seva clausura transitiva amb el metode de les potencies:
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0.67
0.67
0.67
0.33
0.33
0.33

0.67

0.33
0.33
0.67
0.67

0.33

0.67
0.33

0.33
0.67

0.67
0.33

0.67
0.33
0.33

0
0.67
0.67
0.33

0.67
0.67
0.67
0.67
0.67
0.67
0.33

1
0.67
0.67
0.67
0.67
0.67
0.67
0.67

0.33
0.67
0.67

0.33
0.33
0.67

0.67

0.67
0.67
0.67
0.67
0.33
0.67

0.67

0.67
0.67
0.67
0.67
0.67
0.67

0.33 0.33

0.67

0 0.67
0.67 0.67
0.33 0.33

1 0.33

0.33

0.67 0.67

0.67
0.67

0.67
0.67
0.33
0.67
0.67

0.67
0.67

0.67
0.67
0.67
0.67
0.67

0.67
0.67
0.67

0.33
0.67
0.67
0.67

0.67
0.67
0.67

0.67
0.67
0.67
0.67

0.33
0.33
0.33
0.67
0.67
0.67

0.67
0.67
0.67
0.33

0.67
0.67
0.67

0.67
0.67
0.67
0.33
0.33
0.33

0.67
0.67
0.33
0.67
0.67
1
0.67
0.67

0.67 0.67 0.67

1 033 0.33

033 1

0.33

033 033 1

0.67 0.67 0

0.67 0

0.67

0 067 0.67

0.33 0.33 0.33

0.67
0.33
0.67
0.67
0.67
0.67
1
0.67

0.67 0.67 0.67

0.67
0.67
0.67
1
0.67
0.67
0.67

0.67 0.67

0.67 0.67

0.67 0.67

0.67 0.67

1

0.67

067 1

0.67 0.67

0.33
0.67
0.67
0.67
0.67
0.67
0.67

1

0.67
0.67
0.67
0.67
0.67
0.67
0.67

Analisi de clisters

0.33
0.67
0.67

0.33
0.33
0.67

£33
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0.33
0.67

0.67
0.33

0.33
0.67

0.33

0.67
0.67
0.33
0.33

0.67

0.33
0.33
0.33
0.67
0.67
0.67
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1
0.67
0.67
0.67
St =
0.67
0.67

0.67

0.67

0.67
1
0.67
0.67
0.67
0.67
0.67
0.67

0.67
0.67
1
0.67
0.67
0.67
0.67
0.67

0.67
0.67
0.67
1
0.67
0.67
0.67
0.67

0.67 0.67 0.67
0.67 0.67 0.67
0.67 0.67 0.67
0.67 0.67 0.67
1 0.67 0.67
067 1 0.67
0.67 0.67 1
0.67 0.67 0.67

0.67
0.67
0.67
0.67
0.67
0.67
0.67
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Per tant, ja hem assolit la clausura transitiva d’.S. Els clusters que obtenim son:

Si 0 < a < 0.67, obtenim un sol clister: {T1,T2,T3,T4,T5,T6,T7,T8}.

Si 0.67 < a < 1, obtenim set clusters: {T1}, {T2}, {T3}, {T4}, {T5}, {T6}, {T7} i {T8}.

No sembla que per a cap a obtinguem resultats acceptables, ja que o bé els agrupem tots, o bé

els separem tots; en canvi, la nostra percepcié ens diu que hi ha triangles més semblants que

d’altres. El segiient metode permet obtenir millors resultats en aquests casos.

Metode de clusteritzacié amb t-norma ¢p4

Aquest metode (v. [106]) és un metode iteratiu. Els passos son els seglients:

1. Suposem que tenim S = S una matriu de proximitat (reflexiva i simetrica) de dimensi-

ons n X n, sigui I = {1,2,...,n} el conjunt d’indexs. Com ja hem comentat, si ¢t és una

t-norma tal que tps < t, aleshores la distancia que defineix la clausura transitiva d’S per

a t verifica la desigualtat triangular. Aleshores, és logic calcular la clausura transitiva per

la t-norma del producte acotat ja que és la més feble possible que verifica la desigualtat

triangular. Escollim un llindar .
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Sigui S = S la clausura tp-transitiva d’S.

(2)

i

(2)

(5]

(1)

Definim s;;” =01 57" = 0si s <a. Es a dir, considerem que per sota d'un cert llindar

dos elements no sén semblants.

Escollim p, g € I tal que 51(0? = max{sg)\ i<j, 1,7 € I}. Fixem-nos que aquest maxim

pot ser assolit per diversos elements, en aquest cas s’escullen p i ¢ de forma aleatoria. Si
s,(fz) # 0, aleshores ajuntem p i ¢ en un clister que anomenem C' = {p, ¢} i anem al pas 5.

En cas contrari, tots els indexs de I formen clisters separats.

Escollim r € I — C' de forma que:

ngf) = max{z sg)| jel—-C amb 32(]2-) #0 VieC}

ieC ieC

Si existeix r, formem el nou clister i tornem al pas 4. El més important és I’obligacié que

tots els ngz-) # 0 ja que per ajuntar-se al cluster s’obliga I’element a tenir alguna semblanca

al nivell o amb tots els elements del cluster.

Fem ara [ = I — C' i tornem al pas 4.

Vegem els resultats d’aquest metode en I'exemple dels triangles. Anem a calcular la matriu

tpa-transitiva:

% =

1 0.67 067 0.67 033 033 033 O 1 0.67 0.67 0.67 033 033 033 O
0.67 1 033 033 067 067 0 0.33 0.67 1 033 033 067 067 0 0.33
0.67 033 1 033 067 0 067 0.33 0.67 033 1 033 067 0 067 0.33
0.67 033 033 1 0 067 0.67 0.33 0.67 033 033 1 0 0.67 0.67 0.33
0.33 0.67 067 O 1 033 033 0.67 0.33 0.67 0.67 O 1 033 033 0.67
033 067 0 067 033 1 033 0.67 033 067 0 067 033 1 033 0.67
033 0 067 0.67 033 033 1 0.67 033 0 067 0.67 033 033 1 0.67

0 033 033 033 0.67 0.67 0.67 1 0 033 033 033 0.67 0.67 067 1
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1 067 067 067 033 033 033 0
067 1 033 033 0.67 067 0 0.33
067 033 1 033 067 0 0.67 0.33
0.67 033 033 1 0 0.67 0.67 0.33
0.33 0.67 0.67 O 1 033 033 0.67
033 067 0 067 033 1 033 0.67
033 0 067 067 033 033 1 0.67

0 033 033 033 0.67 067 067 1

I, per tant, la clausura tpu-transitiva d’S és ella mateixa. Sigui I = {1,2,3,4,5,6,7,8} el

conjunt dels indexs, on cada index ¢ representa el corresponent triangle Ti. Escollim o = 0.55.

0 067 0.67 067 0 0 0 0
0.67 0 0 0 067 067 O 0
067 0 0 0 067 0 067 0
067 0 0 0 0 067 067 O

0 067 067 O 0 0 0 0.67

067 0 067 0 0 0 0.67

0
0 0 067 067 O 0 0 0.67
0 0 0 0 067 0.67 067 0

El maxim és 0.67 i, de forma aleatoria, escollim sg) = 0.67 # 0; per tant, C' = {1,2}, [ — C' =

{3,4,5,6,7,8}. En totes les expressions 5;(321) + 51(322), sfl) + 55‘22), 3?1) + 5&22), sg) + 3((522), 591) + s%),

sg) + sg) hi ha algun dels seus elements igual a 0 i, per tant, 'element r de I — C' no existeix.

Ja tenim el primer clister: A; = {T1,T2}.

El nou conjunt d’indexs és [ = I — C' = {3,4,5,6,7,8}. S’assoleix el maxim a 0.67 # 0 i, de
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forma aleatoria, escollim 1’element sé? = 0.67, en aquest cas C' = {3,5}, i també séi) + séi),

sg%) + 8536) 1 sg27) + sff?), s:(fg) + 3228) tenen algun dels seus elements igual a zero. El nou clister és

Ay = {T3,T5}.

El nou conjunt d’indexs és I = I — C = {4,6,7,8}. Assolim el maxim a s\ = 0.67 # 0 i
C ={4,6}, i també 55127) +34(é) i s 4 sgg) tenen algun dels seus elements igual a zero. Aleshores,

Az = {T4,T6}. Finalment, com que s%) # 0 obtenim el cluster: Ay, = {T7,T8}.

Es del tot evident que no hi ha unicitat en el procés, pero, almenys en aquest exemple, obtenim
millors resultats que amb la clausura max —min, ja que aconseguim que T2 no estigui amb
T7, T3 amb T6, T4 amb T5, ni T1 amb T8, que sén les parelles de triangles amb maximes

diferencies donat que no comparteixen cap bisectriu.

4.4 Nou metode de clusteritzacio

Aquest metode ha estat concebut a partir d’'una serie de comentaris i observacions de S. Miya-
moto (v. [79]). Si analitzem el procés de clusteritzacié en les seves tres etapes fonamentals
-creacié de la matriu de la relacié borrosa entre objectes i caracteristiques, calcul de la mesura
de semblanca entre els elements del conjunt, i finalment el procés de clusteritzacié propiament
dit, que fonamentalment consisteix en el calcul de la mesura de semblanca entre clusters- ens
adonem que els dos ultims sén de la mateixa naturalesa: Avaluen la semblanca entre diver-
sos elements. En el primer cas, entre elements d’un conjunt, i en el segon, entre subconjunts
d’aquest conjunt. En realitat, aquesta diferencia no és essencial i, en canvi, els metodes de la
primera part i els de la segona son radicalment diferents. El que ens proposem és donar una

metodologia comuna per a tots dos processos.

Les mesures de semblanca introduides en el capitol 3 ho sén en un model conjuntista, utilitzant
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el cardinal de la interseccid de les possibles combinacions entre els dos conjunts i els seus
complementaris. Donat que a ’agrupar dos clisters el que obtenim és un nou conjunt unio
dels dos anteriors, sembla logic aplicar la metodologia del capitol 3 al procés de clusteritzacio.
Aixi, obtindrem una estructura teorica més homogenia que no pas aplicant metodes diversos i,
a vegades, sense relacié. Recordem que la mesura entre dos objectes en realitat es fa entre dos

subconjunts borrosos que els representen. Analitzem amb més detall aquest procés.
Correspondencia entre objectes i subconjunts borrosos d’atributs
Recordem quina és la relacié entre objectes i atributs:

Siguin A = {A;, Ay, ..., A} el conjunt d’objectes i E = {Py, P, ..., Py} el d’atributs o carac-

teristiques, i P(F£) el conjunt dels subconjnts borrosos d’E.

o
- A,
— A tal que  E  —5 [0,1]

Pj — i ()
On ,LLAi(Pj) ens indica el grau en que l'objecte A; verifica 'atribut P;, o bé el grau en que
latribut P; és verificat per 'objecte A;. El que pretenem és definir la funcié de pertinenga per

a clusters.
Correspondencia entre clisters i subconjunts borrosos d’atributs

Sigui A = {A; }iers € p(A) un clister amb I* C I = {1,2,...,n}.

HA

A — A tal que E — [0,1]
Z/”Lf‘ii(Pj)
i€l*

P — NA(PJ‘)ZT
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Mesures de semblanga entre clasters

SiI'i A sén dos clusters on els seus elements vénen donats per subconjunts borrosos

I'={j, gel}iA={h, heA}, definim:

alTNA[+ BTN A
YT Al 40T N Ac| + AT N AC| + p|Te N A

s(T,A) = (4.13)

Cal, doncs, definir la funcié de pertinenca d'un clister, sense confondre-ho amb la unié de
dos subconjunts borrosos, la qual cosa ha estat realitzada a l’anterior apartat. La diferencia

consisteix que mentre AU B € P(E), {A, B} C P(E).

Malauradament, no existeixen férmules que ens actualitzin la matriu de mesures de semblanga
a partir de 'estadi anterior. Es necessari recalcular la funcié de pertinenga del nou clister i

tornar a buscar les mesures de semblanca entre aquest nou element i els altres.
Algorisme per al nou metode de clusteritzacio

El procés iteratiu dels metodes classics queda aqui modificat de la segiient manera:

1. Es calcula la matriu de semblanga entre objectes s;; = (s(4;),s(4;))11=0.
2. l=10+11estroba a= mj.X{S(Ai), s(A;)}. Es guarda el seu valor.
i#]

3. Es forma el clister A; = {4,, A,} de manera que s(4,, 4,) = a. En cas que hi hagi més

de dos elements que verifiquin la condicid, es tria la parella a 1’atzar.
4. Es calcula la funcié de pertinenca del clister de 'apartat anterior: pa,p,),k =1,...,m.
5. Es calcula s(A;, A;) per ai #1,p,q.

6. Si només tenim un clister, aturem el procés. En cas contrari, tornem a (2).
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Observacions

e El quart pas fa que canviem d’espai i de funcié de pertinenca, i és la gran diferencia amb

els altres metodes.

e Si el maxim és assolit per més de dos clisters, s’agrupen de forma aleatoria i, per tant,
es perd la unicitat del procés. En el cas d’utilitzar escales amb un gran nombre de

possibilitats, aixo és molt poc freqiient.

e Com que la relacio borrosa és canviada d’'un pas a l’altre, els valors maxims de la mesura
(o minims de la distancia) fan referéncia a matrius diferents i, per tant, no tenim una

ordenacié dels nivells de semblanca com tenim en el cas de la connexié simple.

Exemple

Siguin A = {Ay, Ag, A3, A4, A5} el conjunt d’objectes al qual volem aplicar el procés de clus-
teritzacié, i £ = {P, P2} el conjunt d’atributs. Els elements d’A vénen determinats per les

respectives funcions de pertinencga:

A =1/P +0.9/P,
Ay =0.2/P, +0/P,
A3 =0.2/P, +0.5/P,
Ay =0.8/P, +0.3/P,
A5 =0.8/P, +0.5/P,

En aquest exemple farem servir la mesura d’aparellament classica, és a dir, la mesura associada
a la distancia de Hamming. Com que les matrius son simetriques, només especifiquem els

elements de sota la diagonal principal:

b, (Pr) = p, (PO + (g, (P2) — pg, (B2)]
2

d(Ai, Aj) = du(4;, 4)) =
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La matriu de distancies és:

A Ay As Ay As
A 0
Ay 0.85 0
As| 06 025 0
Ayl 04 045 04 0

As\ 03 055 03 01 0

Obtenim la distancia minima d(A4, As) = 0.1 i formem el nou clister A; = {A4, A5}. Calculem

la funcié de pertinenca d’aquest nou cluster:

g (P) Hpg(P) 08408

ps,(P) = p gy (P1) = 5 5 0.8

pi (Pe)+ i (P) 03405
/LA~1 (PQ) = /’L{m}(P2) = ! 2 L = 2 =04

La nova matriu de distancies queda:

A Ay A Ay
A O
A1 085 0
As] 06 025 0

A\ 035 05 035 0

La distancia minima és: d(Ay, A3) = 0.25, d’on formem el clister Ay = {Ay, A3}, que té com a

funcié de pertinenca:

,uAQ(Pﬂ + /LA”S(P1> 02402

pi,(P2) +pg,(P2) 0405

2 2
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La nova matriu de distancies és:

Al Ag Al
Ay 0
Ay 0.725 0

A\ 035 0375 0
El valor minim és: d(A;,A;) = 0.35 i, per tant, el nou clister és: Az = {41, Ay, A5}, que té

com a funcié de pertinenca:

g, (P) 4 pg,(Pr) + pg (P) - 1408408

pi (Po)+ pi (Po) +pi(P)  0.9+0.3+05
pa, (Po) = py g (P) = = : = —0.56
{A4,45} 3 3
La nova matriu de distancies és:
Ay Ag
JACY 0|
Az\ 328 0

Obviament, al nivell 210 s’agrupen tots els elements en un sol clister.

Obtenim el dendograma de la figura 4.1, on el valors 1, 2, 3 i 4 simplement indiquen en quin

moment de la iteracié es forma el cluster, sense significar cap valor de distancia.

Figurad.1: Dendograma de I'exemple

1 2 3 4







Capitol 5

Afinitats

5.1 Introduccid

En el procés de clustering s’obté una classificacié d’un conjunt d’elements a partir de diverses
caracteristiques definides per a subconjunts borrosos. El que no s’aconsegueix és determinar
quines d’aquestes caracteristiques son les que fan homogenis els elements del clister. La teoria
de les afinitats (v. [31, 64]) aconsegueix agrupar els elements del conjunt pero, a més a més,
els associa un subconjunt de caracteristiques. Segons la definicié donada per J. Gil Aluja (v.
[31]), Les afinitats son aquelles agrupacions homogénies a determinats nivells, estructurades
ordenadament, que lliguen elements de dos conjunts de diferent naturalesa, relacionats per la
propia essencia dels fenomens que representen. En 'apartat 5.3 d’aquest capitol ens proposem

generalitzar aquesta teoria per a relacions n-aries .

1En el cas que R sigui una relacié ternaria, la generalitzaci6 ja va ser publicada amb anterioritat (v. [17]).

145
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5.2 Familia i tancament de Moore

5.2.1 Principals definicions

Familia de Moore

Sigui A un conjunt. Una familia de Moore és un subconjunt de les parts d’un conjunt A, de

manera que A hi pertany, i també la interseccié de dos elements qualssevol de la familia.

AeM
M C p(A) és una familia de Moore <= (5.1)

VS, TeM — SNTeM

Tancament de Moore

Un tancament de Moore és una aplicacié del conjunt de les parts d’un conjunt A en si mateix

f:p(A) —  p(A) de forma que es verifiquin les segiients propietats:

o Extensivitat

Qualsevol subconjunt d’A esta contingut en la seva imatge.

VS epld) = S Cf(9) (5.2)

e Idempoteéncia

Al compondre el tancament de Moore amb si mateix s’obté la mateixa funcio.
VS € p(A) f(S) = f(f(S9) = f(S) (5.3)

e Isotonia

Es conserva la inclusié a I’aplicar f a un parell de conjunts.

VS, T e p(A) ScT = f(S)cC f(T) (5.4)
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5.2.2 Obtencio de tancaments de Moore

Donada una familia de Moore M, I'aplicacié que a cada subconjunt d’A 1i correspon la inter-
seccio de tots els elements de la familia de Moore que contenen el subconjunt, és un tancament
de Moore.
fopd) —  p(4)
S — ﬂ X

XeM,ScX

(5.5)

Comprovem que es verifiquen les tres propietats que defineixen un tancament de Moore:

e Extensivitat

SCX = Sc (] X = Scf©®

XeM,SCX

Observem que: S € M = S = f(S)

e Idempotencia

f)= (] XeM = f(f(9)=f(S)

XeM,SCX
e Jsotonia

SCT = {X:TCcX}Cc{X:SCX} =

(N Xc [ X = [f(S)cCHT)

XeM,SCX XeM,TCcX
5.2.3 Tancat d’un tancament de Moore

Definicié

Sigui f un tancament de Moore. Definim:

S € p(A) ésuntancat d'f <=  f(9)=S5 (5.6)
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Altres propietats sén les segiients:

1. Sigui f un tancament de Moore. De la idempotencia es dedueix que qualsevol conjunt

imatge té per imatge a ell mateix i, per tant, qualsevol imatge és un tancat.

2. Els tancats d’un tancament de Moore formen una familia de Moore que s’anomena clau-

sura del tancament de Moore. Comprovem que es verifiquen les propietats:

(a) AC f(A) = A= f(A).
(b) La interseccié de clausures és una clausura.
i. Per 'extensivitat: SNT C f(SNT)

ii. Per la isotonia:
SNTcS = f(SNnT)cCf(9)

SNTcT = f(SNT)cC f(T)
= f(SNT)C f(S)Nf(T)=SNnT

3. Sigui S € p(A). El tancat més petit que conté S és f(.S). Aixo és a causa de la definicid
d’f(9), ja que per ser una imatge és un tancat. Donat que és la interseccié de tots els
elements de la familia, que a la vegada sén també clausures, és la més petita de totes

elles. Es a dir:

f(S) = f(S) ésuna clausura

—
~~
=
3
I

ScT i T clawsswra = f(S)C f(T)=T

5.3 Generalitzacié per a relacions n-aries

En el capitol 2 hem estudiar les relacions n-aries i la seva representacié mitjancant matrius

en el cas de relacions binaries (v. 2.2), i de hipercubs en el cas més general de dimensi6
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ki X kg x «-+ X ky, on Ay = {ai,aig,...,a;,}, ki = card(A;) i R és una relacié borrosa
en Ay X Ay x --- x A,. Els elements de la matriu els anomenarem p;,;,..;,, i a la practica
corresponen habitualment a elements de I’escala hendecanaria. En aquest apartat presentem

la generalitzacié de la Teoria de les Afinitats per a relacions n-aries.

5.3.1 Hipercub boolea

Com el seu nom indica, I’hipercub boolea d’una relacié borrosa és un hipercub de les mateixes
dimensions que la relacié borrosa els elements del qual son 1 o 0. Per tal d’assignar un dels
dos valors anteriors, el que es fa és escollir un valor llindar 6 a partir del qual considerarem que
els valors estan relacionats i, per tant, assignarem el valor 1 per a la relacié entre aquests dos

elements, és a dir:

Si fhiyiyq, > 0 assignem el valor 1.

Si o fhiyigq, <0 assignem el valor 0.

Els elements de la nova matriu anteriorment definida els representarem per 3;,;,...,, -

5.3.2 Connexions

Donada una relacié borrosa R, fixem un llindar , 0 < # < 1. En el cas de relacions entre dos
conjunts, es parla de connexions a la dreta i a I’esquerra. Quan les relacions sén n-aries, aixo

no és possible donat que el nombre de connexions creix molt rapidament en funcié d'n.
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Definicié
Una connexié f;, ; és una aplicaci6 definida per?:

fil__il:p(Ail><~--><Ail)—>p(A1><---><Ailx---xAilx---xAn)

firea(8) ={(arz - iy, - @iy, - ang) 2 V(@i - aig,) €5 By, =1}

(5.8)

En una relacié n-aria el nombre de connexions és 2(2"! — 1). Quan [ = 1 podem parlar de

primera, segona . . ., n-esima connexio. Per exemple, la primera connexio ve definida per:

fl : W(Al) — p(AQ X e X An)
f1(S) = {(agj, ... ... nj,) * Vary, €S Bjjy. g, = 1}

I aix{ successivament amb totes les altres.
Propietats

Suposem que f és una connexio. Les segiients propietats ens descriuen de forma prou clara

quin tipus de comportament tenen aquestes funcions:

1. A partir de les anteriors definicions es comprova que, si obtenim les imatges dels simplets?,

podem obtenir totes les altres imatges fent la interseccio de les imatges dels seus simplets.

y € f(S) <= les corresponents [ per a qualsevol element d’S sén 1 <=

= vWreS yef({z}) <= ye()fHz})

zeS

2. De l'anterior propietat és immediat que, si un conjunt esta inclos en un altre, aleshores

la imatge del segon esta inclosa en la imatge del primer.

ScT = (f@hc N = FT)C(S)

zeT €S

2El sfmbol & indica que ’element a no hi és present.
3Conjunts formats per un sol element.
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5.3.3 Obtencié de tancaments de Moore a partir de connexions

El paper que juguen les connexions és fonamental ja que, al compondre-les entre elles, ens

generen tancaments de Moore. Del domini i el recorregut d’aquestes funcions es dedueix que
d d d . 1 1 . N ’ 2’ ;bl l b. .4 .

no es poden compondre dues connexions qualssevol; aixo només és possible en el cas binari®, ja

que el nombre de connexions es redueix a dos: f* 1 f~. Analitzem-ho amb deteniment:
Definicié
Les possibles composicions de connexions sén aplicacions del tipus:

Giyoiy * (A X - X Ay)) — (A X - X Ay)

definides per:

iy iy = flzlfzn © fh"'il (59>

Propietats

L. fir"il © Giy-ip = gl[lfln ° fir"il

Aquesta propietat és immediata a partir de la definicid.

2. Fovis© Gieis = Firve

Per demostrar-la anem a comprovar les dues inclusions:

Gir-ir(S) = friy i (firir(S)) =

= {(ailjil .. ailjil) : V(aljl .. aifjil R ai;jil S anjn) S fuzl(S) /le---jn = 1} oS

4Per a la teoria de les connexions en el cas binari (v. [?]).
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Per tant:
S C gi1~~il(S) — fil'“iz (gnu(s)) C thz(S)

b) Per a l'altra inclusié:

fireir(S) C fiyi(9iyir(S) = firoois (Froiy oo (fir i (S)))
La demostrarem pel contrareciproc:
Suposem que J(aip, - - - iyp,, - - - Ay, - - - Anp,) € fiyiy (), pero en canvi:
(Q1py « - Qispy, + - Qigpy, -+ - np,) & irooi (friy iy (firi ()
aleshores:
Hairg,, - tig,) € (froqiponfirei(S)) 1 Bipreciracciraieempn =0 (%)
Si (Girgs, - - - Wirgsy) € (Frooiyoipon(firi(S)) =
= V(@ - Qigjy, - Qg -+ - Anj,) € fiyoiy (5)
D’on: 513‘1..@1%...z‘lqil...njn =1
En particular per (@ip, - .- Qijp,, - Qigp,, -+ - Anp,) € fiyi, (S) obtenim:

ﬁlpl.,_ilqilmilqil,,,npn =1, la qual cosa és contradictoria amb (x).

Proposicio

Gy, sOn tancaments de Moore.

Anem a comprovar les tres condicions que defineixen un tancament de Moore:

e Extensivitat
= friyien U@y < Qi e Qi - Ongy) Y (g ag ) €S By, =11 =

= {(a’iljil ce ailjil) . V(aljl c. ailAjil Ce &i;]'il e anjn) € fllll(S) 6]'1,”]'” = 1} oS8
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e Isotonia

ScT = X=()fial{e) <[ )fial{eh) =Y =

eeT eeS

= ﬂ flulln{u} C ﬂ fluun{u} —
ueY ueX
= frdeioaY) Cflgga(X) =
= frieipenfii (9) C froqien (i (1)) = giyei(S) C gy (T)
e [dempotencia
De V'extensivitat: S C g“”(S) - g””(S) C 9221”(5)

L’altra inclusié es demostra a partir de la segona propietat que verifiquen els tancaments

de Moore:

fuu(S) - fil'"iz (91111(8)) -
— fl‘..[l...{l.‘.n(fz‘1~~~il (gi1-~~il(s))) - fl...{l..~z‘}~~.n(fz‘1~~~iz(S)) =

5.3.4 Clausures dels tancaments de Moore

Per a cada tancament de Moore g;,...;,, volem trobar tots els seus tancats, el conjunt dels quals

anomenarem la seva clausura, que representarem per:

Q(A“ X - X Ail7gi1-~il>

Proposicio

QA x -+ % A,

11

XX Ay X X A i) = faea(S) (5.10)
SE@(AileXAiZ)
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1 la seva formula dual:

Q(Ah Xoeee X Aizvgil“'iz) = U flz}{ln(s)

Sep(Ar ><~~-><A;-1 ><~~~></fil XX An)

Per demostrar-ho veurem que es verifiquen les dues inclusions:
(a) fi1~~'il (921”(5)) = lell(S) = full(flflfln(fulz(s))) = full(S) =

= glz}z}n(fulz(s)) = fllll(S) =

fiy.i,(S) és un tancat per g, ;. ;. ., =

— U faia) COAL X oo x Ay X oo x Ay x oo % Ay gy
SE@(AZ'IX'“XA”)

(b) S és un tancat per Groiyiyom = 91...i1...i}...n(5)25 —

= fii(f15q.m(5) =S

De forma idéntica es demostra la férmula dual.

5.3.5 Teorema d’Isomorfisme

Es verifica el segiient isomorfisme entre clausures:

Q(Asy X+ X Ay, iyoig) = QAL X -+ X A XX Ay X x Ay 91y i) (5.11)
Demostracié:
Jiroiy t QA X oo X Ay, Giyoiy) — QA X -0 X /ﬂl X oo X Ail X e X An,gl_,ﬁ_,_i}_._n)

Anem a comprovar que ’aplicacié anterior verifica les propietats que defineixen un isomorfime:
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e Ben definida

Esta ben definida a causa de la proposicié anterior.

e Injectiva

fnzz(flzlzln<5>> = fllll(flzlzln<T)) =

= frdion(Gdion(9) = friiion Gy (D)) =
froiveipen(8) = friiipen(T)
e Exhaustiva
VT € QA x - x Ay x oo x Ay oo X Ay grgiien) T = fia(S) =

- glz}zln(fllll(s)) = fuu(S) =T =

5.3.6 Reticles de Galois

Un reticle de Galois és un conjunt ordenat (X, <) tal que, per a cada parella d’elements, existeix

el suprem i I'infim. Es a dir:

a) Vee X <z

(X, <) ésun reticle de Galois <=
¢) Ve,y,z€X <y i y<z = z<z
d) Ve,yeX  Finf{z,y}, sup{z,y}

(5.12)
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Tots els conjunts totalment ordenats son reticles de Galois ja que, donats dos elements, sempre

existeixen el més gran i el més petit, que coincideixen amb el suprem i I'infim.

Ara veurem com el conjunt p(A;, X -+ x Ag) X p(Ay X -+ X Az, X - X Ay X -+ X Ay,) té una

estructura de reticle de Galois, amb les ordenacions que es defineixen a continuacio:

Ordenacions

~

VX1, Xo € p(Ay, X - x Ay) VY, Yo € p(Ap X - X Ay X - X Ay X - X Ay)
(Xl,}/i) <4 (X2,§/2) — XiCcX, 1 YoCVY (513)

(X1,77) <0 (Xp,Ys) = XoCXy 1 VIO, (5.14)

De les propietats reflexiva, antisimetrica i transitiva de la inclusié de conjunts, es dedueixen de
forma immediata les mateixes propietats per a <; i <5. Per completar I'estructura de reticle de
Galois ens cal justificar 'existencia de suprem i infim per a qualsevol parella d’elements. Aixo és
a causa de la introduccié dels elements (A;, x---x A;,,0) 1 (0, Ay x- - ffil X+ X Ail XX Ap),
que son el maxim i el minim, i el minim i el maxim de <; i <5 respectivament; per tant, sempre

seran cotes superiors o inferiors de qualsevol subconjunt del conjunt:

(A x - xA;) X p(A x - xAil X e xAil X oo X Ay)
aleshores, sempre existira el suprem i 'infim. Del que hem exposat anteriorment no es pot
deduir que aquests elements hagin de ser forgosament el suprem i I'infim d’un subconjunt de
la relacié: Pot ser que existeixin altres cotes superiors o inferiors, i, per tant, que la minima
cota superior o la maxima cota inferior siguin altres elements. Tampoc és cert que, donats dos
elements qualssevol, hagin d’estar relacionats, ja que les ordenacions introduides anteriorment

son d’ordre parcial, no total. A més, I'isomorfisme descrit en 'anterior seccié conserva aquestes
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dues ordenacions. Aquest isomorfisme se sol representar, en la forma habitual dels reticles, com

una xarxa els elements de la qual estan units si estan relacionats, és a dir, ordenats.

Per tant, podem formar un reticle de forma que en cada punt de la xarxa s’hi trobin dos elements
pertanyents als conjunts Q(A;, X---x A;, giy.iy) 1 (AL % -xAil X 'XAZ'; XX Ay, 91~--i1-~z‘}~-n)
respectivament, amb la condicié de que aquests dos elements sén imatge i antiimatge per el

isomorfisme f;,..;,. Les agrupacions sén doncs entre elements de diferent naturalesa (objectes i

caracteristiques per exemple) i estan ordenades mitjancant el reticle de Galois.

5.3.7 Projeccions i cilindres

Les operacions de projeccid i extensio descrites en el capitol 2 tenen un efecte en els reticles de
Galois. En aquesta seccié enumerem i comentem breument aquests efectes. Suposem que R és

una relacié borrosa n-aria.
Operacio R T|

Amb el simbol R 1] volem indicar Uoperacié d’extensi6 i projeccié (v. 2.3, 2.4), i en aquest
ordre. Si a R li apliquem l'operacié extensié obtenint el corresponent cilindre, i aquest el
projectem sobre el primer espai, obtenim els mateixos reticles que per a R, atés que la matriu

de la relacié R no ha canviat.
Operacié R |1

En el cas contrari a l'apartat anterior, és a dir, si primer la projectem i després ’estenem, no
és cert que obtinguem els mateixos reticles, pero si que podem enunciar algunes propietats que

enumerem a continuacio:
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1. Com que els elements de la funcié de pertinenca d’R |1 sén més grans que els d’R, els
elements de 'hipercub boolea també ho son (tots els uns es mantenen pero algun 0 s’ha
pogut convertir en 1). Si designem per f;,..;, les connexions d’R, i per fiyoiy les 4R |1,
obtenim:

VS € @(All X oo X Azl) f””(S) C ﬁlll(S)

2. Donat que les clausures s’obtenen a partir de les imatges de les connexions, de la propietat

anterior deduim que les clausures d'R |1 contenen les d’R.

4. El nombre de clausures no té per que mantenir-se, com es podra comprovar en I’exemple

de la relacié ternaria de la segiient seccio.

5. No hi ha cap tancat per a R |1 que no tingui inclos algun tancat per a R. Per tant, al
realitzar la projeccid i posteriorment fer-ne ’extensio, pot provocar que en certa forma es

perdi informacio.

5.4 Aplicacions

En aquesta seccié presentem dos exemples: El primer consisteix en una relacié ternaria els
elements de la qual sén arbitraris. El segon és una relacié binaria els elements de la qual han

estat calculats seguint el procediment descrit en el capitol 2 (v. 2.31, 2.33, 2.35).

5.4.1 Cas d’una relacio ternaria

Considerem tres conjunts que, per tal d’abreujar la notacié, no indexarem. Els designem

per E, i G. Els seus cardinals sén 3, 2 i 3, i els definim com: E = {x1,x9,23}, F =
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{y1,92} i G = {21, 22, 2}. Sigui R la relacié ternaria que ens ve donada per un hipercub
de dimensio tres, també anomenat matriu tridimensional, i la representarem mitjancant tres
matrius bidimensionals, una per a cada element d’E. Els valors associats son arbitraris i
unicament tenen 'objectiu de mostrar el procediment emprat, pero, si haguessin estat donats

per experts, aquest fet no canviaria el procediment.

Matriu tridimensional de la relacié ternaria

21 Z9 z3 21 Z9 z3 21 Z9 Z3

vy [ 0.7 04 0.6 [ 0.5 0.9 0.8 yi [ 0.7 0.3 0.9

y2\ 0.3 0.8 0.7 y2\ 0.7 0.6 04 y2\ 1 0.6 0.2
T i) XT3

Matriu booleana tridimensional

Escollint com a valor llindar per a totes les caracteristiques 6 = 0.6, obtenim les segiients

matrius booleanes (v. 5.7):

Z1 29 23 Z1 29 23 Z1 29 23
n{l 0 1 w0 1 1 nf{l 0 1
Y2\ 0 1 1 w\1 1 0 ya\1 1 0

T X2 xs3

5.4.1.1 Connexions

fiip(E) — @(F xXG) fu:p(FxG) — p(F)
farp(F) — o(ExG) fis:p(ExG) —  p(F)
f3:0(G) — p(EXF) fua:pEXF) — o(G)

De la definicié de connexié de la seccié anterior (v. 5.8) obtenim:

fi(A) ={(yj,z): Va; € A By =1}
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fa(B) = {(xi,2) = Vy; € B Bijp = 1}
f(C) ={(ziy;): Vae O Biyp =1}
f12(Ss) = {z = V(wiy;) € S5 Bijp =1}
fi3(S2) ={y;+ V(zi,z) €5 Bijp =1}
fas3(S1) = Az s V(yj,2) € St By =1}
En les anteriors condicions tindrem tres isomorfismes. Donat que els calculs sén de la mateixa

naturalesa en els tres casos, només en farem un. Anem a calcular f; i fo3, que sén les connexions

necessaries per a l'isomorfisme Q(F, g1) ~ Q(F x G, go3).

fl(w):FXG

fi{o}) = {(y1, 21), (W1, 23), (Y2, 22), (2, 23) }

fil{za}) = {(y1, 22), (Y1, 23), (Y2, 21), (92, 22) }

fil{zs}) = {(y1, 21), (Y1, 23), (2, 21), (92, 22) }

fil{wy, w2}) = {(y1, 23), (Y2, 22) }}

fil{zr, 23}) = {(y1, 21), (1, 23), (42, 22) }

fil{me, 3}) = {(y1, 23), (Y2, 21), (42, 22) }

fil{zy, wo, 23}) = {(y1, 23), (Y2, 22) }

faz(0) = E

fa3s({(y1, 21) }) = {z1, w3}

Fas({(y1, 22)}) = {2}
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fo3({(y2, 21)}) = {x2, 73}

fa3({(y2; 22) }) = {1, 22, 23}

fas({(y1, 23)}) = {z1, 72, 23}

fa3({(y2, 23)}) = {1}

Fas({(y1, 21), (41, 22)}) = 0

fas({(y1, 21), (42, 21)}) = {23}

fa3({(y1, 1), (42, 22)}) = {71, 23}

fas({(y1, 21), (1, 23)}) = {@1, 23}

fas({(y1, 21), (42, 23)}) = {21}

fa3({(y1, 22), (42, 21)}) = {wa}

fas({(y1, 22), (42, 22) }) = {22}

fas({(y1, 22), (Y1, 23)}) = {72}

f23({(917 22), (3/2, 23)}) =10

fo3({(y2, 21), (y2, 22) }) = {72, 23}

fa3({(y2, 21), (W1, 23) }) = { @2, w3}

Fas({(42, 21), (42, 23) }) = 0

fo3({(y2, 22), (1, 23)}) = {1, T2, 73}
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fo3({(y2, 22), (y2, 23)}) = {71}

fos({(y1, 23), (42, 23)}) = {21}

fas({(y1,21), (1, 22), (32, 21) }) = 0

Fs({(y1, 21), (41, 22), (32, 22)}) = 0
fas({(y1, 21), (91, 22), (31, 23)}) = 0
fas({ (w1, 21), (1, 22), (32, 23)}) = 0
Fs({(y1, 1), (42, 21), (32, 22)}) = {ws}
fas({(y1, 21), (w2, 21), (1, 28)}) = {ws}
fas({(y1, 21), (2, 21), (32, 23)}) = 0
fas({(y1, 21), (12, 22), (1, 23)}) = {1, s}
Fas({(y1, 21), (y2, 22), (Y2, 28)}) = {1}
fs({(y1, 21), (w1, 23), (12, 23)}) = {1}
Fs({(y1, 22), (2, 21), (32, 22)}) = {2}
Fas({(y1, 22), (w2, 21), (1, 2)}) = {2}
Fas({(y1, 22), (42, 21), (32, 23)}) = 0

fza({(yh 22): (3/2, 22), (917 Zs)}) = {952}

f23({(y17 ZQ)? (y27 22)7 (y27 ZS)}) = @
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fas({(y1, 22), (y1, 23), (32, 23)}) = 00

f23({(y27 Zl)> (3/2, 22), (1, 23)}) = {1’27 IE3}

fas({(y2, 21), (42, 22), (32, 23) }) = 0

fas({(y2, 21), (w1, 23), (32, 23)}) = 00

fas({(y2, 22), (Y1, 23), (Y2, 23)}) = {21}

fas({ (1, 21), (1, 22), (Y2, 21), (42, 22) }) = 0

fas({(y1, 21), (1, 22), (Y2, 21), (41, 23) }) = 0

fas({(y1, 21), (1, 22), (Y2, 21), (42, 23)}) = 0

fas({ (1, 21), (1, 22), (Y2, 22), (41, 23)}) = 0

f23({<y17 21)7 (ylv ZQ)? <y27 22)7 (y27 Z3)}) = @

Fas({(y1, 21), (w1, 22), (91, 28), (2, 23) }) = 0

fas({(y1, 21), (Y2, 21), (Y2, 22), (Y1, 23) }) = {73}

fas({(y1, 21), (425 21); (Y2, 22), (42, 23)}) = 0

fas({(y1, 21), (y2, 21), (91, 28), (2, 23) }) = 0

fa3({(y1, 21), (Y2, 22), (Y1, 23), (Y2, 23) }) = {21}

fza({(yh 22), (3/2, Zl)a (927 22), (?/1, 23)}) = {$2}

fas({ (1, 22), (2, 21); (Y2, 22), (42, 23)}) =
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Fas({(y1s 22), (2, 21), (1, 23), (32, 23)}) = 0
fas({(y1, 22), (42, 22), (1, 23), (32, 23)}) = 0
fas({(y2, 21), (42, 22), (w1, 23), (32, 23)}) = 0
fas({(y1, 21), (w1, 22), (2, 21), (w2, 22), (1, 23) ) = 00
Fas({ (v, 21), (1, 22), (32, 21), (92, 22), (2, 23)}) = 0

fa3s({(y1, 21), (1, 22), (Y2, 21), (Y1, 23), (Y2, 23)}) = 0

fas({(y1, 21), (1, 22), (Y2, 22), (W1, 23), (2, 23)}) = 0
fas({ (1, 21), (25 21); (Y2, 22), (41, 23)5 (Y2, 23) }) = 0

fas({ (1, 22), (2, 21), (Y2, 22), (W1, 23), (Y2, 23)}) = 0

f23({(y17 21), (yl, 22), (Y2, 21), (yz, 22), (Y1, 23), (yz, 23)}) =0

5.4.1.2 Tancaments

(a) g1=fasofi
q1(0) =0
g({1}) = {x1}
g1({w2}) = {2}

g1({ws}) = {ws}
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gi({z1, v2}) = {71, 72, 73}

gi({z1, x3}) = {21, 23}

g1({za, v3}) = {22, 23}

91({$175E2,9€3}) = {51017!152@3}

(b) Go3 = f10 fa3

923(0) = {(y1, 23), (42, 22) }

g23({(y1, 21)}) = {(w1, 21), (1, 23), (2, 22) }

923({(y1, 22)}) = {(v1, 22), (Y1, 23), (Y2, 21), (Y2, 22) }

923({(y2,21)}) = {(y2, 21), (42, 22), (1, 23) }

923({(y2, 22)}) = {(v2, 22), (v1, 23) }

923({(y1, 23)}) = {(v2, 22), (Y1, 23) }

923({(v2, 23)}) = {(v1, 21); (Y1, 23), (Y2, 22), (Y2, 23) }

93({(y1,21), (Y1, 22)}) = F x G

923({(y1, 21), (Y2, 21) }) = { (w1, 21), (W1, 23), (Y2, 21); (Y2, 22) }

923({(y1, 21), (Y2, 22) }) = {(v1, 21), (W1, 23), (Y2, 22) }

923({(y1, 21) (Y1, 23) }) = { (Y1, 21), (U1, 23), (Y2, 22) }

923({(y1, 21), (2, 23) }) = { (w1, 21), (W1, 23), (Y2, 22), (Y2, 23) }
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923({(y1, 22), (Y2, 21) }) = {(v1, 22), (W1, 23), (Y2, 22), (Y2, 23) }

g23({(y1, 22), (42, 22) }) = { (1, 22), (W1, 23), (Y2, 21), (Y2, 22) }

923({(y1, 22), (y1, 23) }) = {(v1, 22), (Y1, 23), (Y2, 21); (Y2, 22) }

Gas({(y1, 22), (42, 23)}) = F x G

923({(y2, 21); (Y2, 22) }) = {(Y1, 23), (Y2, 21), (Y2, 22) }

923({(y2, 21) (Y1, 23) }) = {(¥1, 23), (Y2, 21), (Y2, 22) }

Ga3({(y2, 21), (42, 23)}) = F x G

923({(v2, 22), (Y1, 23) }) = {(y1, 23), (Y2, 22) }

923({(y2, 22), (Y2, 23) }) = {(v1, 21), (W1, 23), (Y2, 22), (2, 23) }

923({(1, 23), (42, 23)}) = { (1, 21), (W1, 23), (Y2, 22), (Y2, 23) }

gos({(y1, 21), (41, 22), (Y2, 21)}) = F x G

G23({(y1, 21), (Y1, 22), (Y2, 22)}) = F x G

923({(y1, 21), (Y1, 22), (1, 23)}) = F x G

Gas({(y1, 21), (Y1, 22), (Y2, 23)}) = F x G

923({(y1, 21), (2, 21), (y2, 22) }) = {(y1, 21), (Y1, 23), (Y2, 21), (Y2, 22) }

923({(y1, 21); (Y2, 21), (Y1, 23)}) = {(v1, 21), (Y1, 23), (Y2, 21), (Yo, 22) }

G23({(y1, 21), (2, 21), (Y2, 23)}) = F x G

Afinitats
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923({(v1, 21); (Y2, 22), (Y1, 23)}) = {(Y1, 21), (Y1, 23), (Y2, 22) }

923({ (Y1, 21); (Y2, 22), (Y2, 23) }) = {(1, 21), (41, 23), (Y2, 22), (Y2, 23) }

923({(y1, 21); (Y1, 23), (Y2, 23)}) = { (1, 21), (Y1, 23), (Y2, 22), (Y2, 23) }

923({(y1, 22), (2, 21), (y2, 22) }) = {(v1, 22), (Y1, 23), (Y2, 21), (Y2, 22) }

923({(v1, 22), (Y2, 21), (Y1, 23)}) = {(v1, 22), (Y1, 23), (Y2, 21), (Yo, 22) }

G23({(y1, 22), (y2, 21), (Y2, 23)}) = F x G

923({(y1, 22), (Y2, 21), (Y1, 23) }) = (Y1, 22), (Y1, 23), (Y2, 21), (Y2, 22)

923({ (1, 22), (42, 22), (Y2, 23)}) = F x G

923({(y1722), (ylu Z3>7 (y2723)}) =FxG

923({(y27 Zl)’ (y2a 22)7 (yla ZS)}) = {(yb Z3)7 (yQa Zl)? (y27 ZQ)}

g23({ (Y2, 21), (42, 22), (Y2, 23)}) = F x G

923({(y2721)7 (yla 23>7 (y27z3)}) =FxG

923({(2, 22), (Y1, 23), (Y2, 23) }) = {(1,21), (41, 23), (Y2, 22), (Y2, 23) }

923({(y17 Zl)? <y17 Z2>7 (y27 21)7 <y27 Z2>}) =Fx(G

923({(y1721)7 (yla 22)7 (y2721)7 (yl, 23)}) =Fxd

g23({(y1, 21), (Y1, 22), (Y2, 21), (Y2, 23)}) = F x G

923({(y17 Zl)? <y17 Z2>7 (y27 22)7 (yl, Z3>}) =Fxd
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923({(y1> Zl)? (yla ZQ)? (y27 ZQ): (y2a 23)}) =Fxd

923({(:(/1, Zl)? (yla 22)7 (yh ZS)? <y27 ZB)}) =Fx(Gd

923({(y1, 21); (Y2, 21), (Y2, 22), (Y1, 23) }) = { (Y1, 21), (Y1, 23), (Y2, 21), (Y2, 22) }

923({(y17 Zl)) (yQa 21)7 (y27 22)7 (yQ, 23)}) =Fxd

923({(]41, Zl)? <y27 Zl)? (yb 23), <y27 ZS)}) =FxG

923({(y1, 21); (Y2, 22), (Y1, 23), (Y2, 23) }) = { (Y1, 21), (Y1, 23), (Y2, 22), (Y2, 23) }

923({(y1, 22), (2, 21), (Y2, 22), (Y1, 23) }) = { (Y1, 22), (Y1, 23), (Y2, 21); (Y2, 22) }

go3({(y1, 22), (y2, 21), (Y2, 22), (y2, 23)}) = F x G

923({(y17 22)7 (y27 21), (yh 23)7 (y27 23)}) =FxG

Ga3({ (1, 22), (y2, 22), (Y1, 23), (Y2, 23)}) = F x G

923({(y2, 21)7 <y27 Zl)? (ylv 23), <y27 Z3>}) =Fx(G

923({ (w1, 21); (Y1, 22), (v2, 21); (Y2, 22), (Y1, 23)}) = F X G

Gos({(y1, 21), (W1, 22), (Y2, 21), (Y2, 22), (Y2, 23)}) = F x G

923({(v1, 21); (Y1, 22), (Y2, 21); (Y1, 23), (Y2, 23)}) = F X G

923({(y1, 21), (Y1, 22), (Y2, 22), (Y1, 23), (Y2, 23) }) = F x G

Gas({(y1, 21), (Y2, 21), (Y2, 22), (Y1, 23), (Y2, 23)}) = F x G

923({(v1, 22), (Y2, 21), (Y2, 22), (Y1, 23), (Y2, 23)}) = F X G

Afinitats
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923({(y1, 21), (Y1, 22), (Y2, 21), (42, 22), (Y1, 23), (42, 23) }) = F X G

5.4.1.3 Determinacié dels tancats i establiment de les clausures

De la definicié (5.6) obtenim els segiients conjunts de clausures:

QE, g1) = {0, {z1}, {za}, {3}, {71, 23}, {22, w3}, {21, 72, 23} }

Q(F x G, ga3) = {0, {(y2, 22), (y1, 23) }, { (91, 21), (U1, 23), (92, 22) },
{(y1,23), (42, 21), (W2, 22) 1, { (w15 21), (W2, 21), (Y2, 22), (U1, 23) },

{(yh Zl)? (yh Z3>7 (y27 22)7 <y27 23}7 {(yh 22)7 (yh 23)7 (y27 Zl)? <y27 Z2)}7 F G}

5.4.1.4 Isomorfisme

De (5.11) obtenim la segiient aplicacié bijectiva entre els dos conjunts de clausures dels tanca-

ments de Moore. A més, sabem que conserva les dues ordenacions definides a (5.13, 5.14):
fi:QUE, g1) — QF x G, g23)
) — FxG
{21} — {(y1, 21), (1, 23), (2, 22), (Y2, 23) }
{2} — {(y1, 22), (1, 23), (2, 21), (Y2, 22) }
{zst — {(v1,21), (¥2, 21), (v2, 22), (y1, 23) }
{1, 25} — {(y1, 21), (41, 23), (Y2, 22)}

{1’2, 1‘3} I {(yla 23)7 (y27 21)7 (y27 22)}

{x17 T, 1'3} B {(yQa 22)7 (yla 23)}
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5.4.1.5 Reticle de Galois

De (5.12) obtenim l'ordenacié parcial que constitueix un reticle de Galois i que presentem
graficament a la fig. 5.1. Observi’s que en cada nus de la xarxa hi ha dos subconjunts, el primer
és subconjunt d'E' i el segon ho és d'F' x GG, que sén imatge i antiimatge per 'isomorfisme f; (o
fas que és la seva inversa) entre les dues clausures. Obtindriem dos reticles més amb les altres

dues parelles de connexions: fo i fi3, 1, f3 1 fi2.

5.4.1.6 Projeccions i cilindres

Calculem R | (F x G), projeccié d’R sobre F x G-

Ly rxa)(Y) = max ()

Ly (rxc) W, 21) = max{pg (1, Y1, 21), (@2, Y1, 21), pa(T1, 91, 23) L =
= max{().?, 0.5, 0.7} =0.7

De la mateixa forma s’aconsegueixen tots els altres valors de la funcié de pertinencga; al final
del procés resulta la matriu:
21 Zy 23
yi [ 0.7 0.9 0.9
y\ 1 0.6 0.7

Un cop obtinguda aquesta projeccid, si ’estenem una altra vegada a una relacié borrosa a

E x F x GG, obtenim:

H(RI(FXG) 1 (ExFxG—FxG) (i, Y, 28) = HR|(FxG) (Yi, 2)
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La nova matriu tridimensional és:

21 Z9 z3 21 Z9 Z3 21 Z9 z3

yi [ 0.7 0.9 0.9 v [ 0.7 09 09 yi [ 0.7 0.9 0.9

yp\ 1 06 0.7 p\ 1 06 07)] w\ 1 06 0.7
1 Ta 3

Només cal observar-la per adonar-se que s’ha perdut informacié. Si escollim el mateix valor

llindar 8 = 0.6, obtenim les segiients matrius booleanes:

Z1 R9 23 Z1 29 23 Z1 R9 23
b1 yof b1 b1 Com que tots els elements sén
yp\1 1 1 yp\1 1 1 yp\1 1 1
Tt T2 3

iguals a la unitat, deduim:

VA€ p(E) fi(A)=F xG

VS € p(F xG) fu(S)=E

VAe p(E) gi(A) = fas(f1(A)) = E

VS € p(F x G)  fi(fa(S)) =F xG

Dels resultats anteriors obtenim que les uiniques clausures séon E i F' x GG, per tant, el reticle de

Galois es redueix a un unic element.

En canvi, si fem la composicié primer d’extensio i seguida de projeccio, ja hem vist que obtenim

la mateixa matriu original, per la qual cosa obviem els calculs en aquest cas.
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Figura 5.1: Reticle de Galois per a la relacié borrosa ternaria

{71, 22, 23} { (42, 22), (Y1, 23) }

{z, 23}, {(y1, 21), (Y1, 23), (Y2, 22) }

{xl} ) {(yb Zl)ﬂ (yh 23)7 (y27 22)7 (y27 23)}

{x2}7 {(yb 22)7 (yla Z3>7 (y27 21)7 (y2> Z2>}

{z2, 23}, {(Y1, 23), (Y2, 21), (Y2, 22) }

{133} ) {(yla Zl)? (y2> Zl)v (927 22)7 (yb 23)}

FxG,0
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5.4.2 Cas d’una relacié binaria: L’agrupacié de les comarques giro-
nines en funcié de caracteristiques incertes de la modernitat

en el treball

Aquest és un exemple® escollit per implementar la teoria de les afinitats per a una relacié binaria.
Amb el nom de comarques gironines entenem la regié geografica que compren les comarques
de 'Alt Emporda (AE), el Baix Emporda (BE), la Garrotxa (GA), el Girones (GI), el Pla de
I'Estany (PE), el Ripolles (RI) i la Selva (SV). Per tant, no és equivalent a les comarques de la
provincia de Girona. Aquesta terminologia és la utilitzada en tots els treballs i estadistiques de
la Generalitat de Catalunya. Segons la llei 1/1995 del 16 de marg del Pla Territorial General
de Catalunya, van quedar fixats sis ambits que faciliten una analisi més detallada i apropiada
que les provincies, i actualment esta en estudi I'establiment de 7 vegueries. Les dades descrites

a les diferents taules van ser publicades a 'any 1998 (v. [50, 51]).

Considerem doncs el conjunt de les 7 comarques:

E ={AE,BE,GA,GI,PE,RI, SV}

I el segiient conjunt de caracteristiques:

F={DD,MP,EO,PD,CH}

on els elements del conjunt E signifiquen Alt Emporda, Baix Emporda, Garrotxa, Girones,
Pla de I'Estany, Ripolles i Selva respectivament; i els del conjunt F' sén les caracteristiques
incertes de la modernitat en el treball: diversitat demografica (DD), mobilitat poblacional

(MP), estructura ocupacional (EO), participacié laboral de la dona (PD), i capital huma (CH).

®Ha estat publicat en una versié reduida (v. [26]).
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5.4.2.1 Tria de les caracteristiques

A la bibliografia sén molts els comentaris i interpretacions sobre el que és i significa la moder-
nitat en el treball (v. [42]). Discriminar quines sén les caracteristiques fonamentals ha estat un
dels objectius: Moltes altres podrien haver estat utilitzades pero creiem que amb les que s’han

emprat ja es posseeix prou informacié per obtenir uns resultats fiables i generics.

e Diversitat demografica

El fenomen migratori és una de les constants dels ultims decennis. Les poblacions amb
escas o pobrissim nivell adquisitiu tendeixen a buscar nous horitzons fora de les seves
fronteres, tant nacionals com regionals, i les societats molt desenvolupades cerquen ma
d’obra forania. El fenomen emigratori és propi de societats subdesenvolupades, i I'immi-
gratori, de les desenvolupades. En general parlem de migracions, és a dir, de fluxos de

poblacié entre ens regionals, nacionals o -fins i tot- supranacionals.

El dinamisme immigratori a Catalunya en el darrer segle i, sobretot, en els anys seixanta
i a principi dels setanta és prou conegut (v. [92]), i ha configurat un tipus de poblacid
diferent a I’anterior. A partir del 1975, quan es produi el tancament del cicle demografic,
aquest fenomen s’atura, pero fou substituit per un altre de molt més suau encara que
qualitativament molt important, d’'immigracié africana i d’altres llocs extrapeninsulars
(v. [92]). De llavors enga, el saldo migratori amb la resta d’Espanya ha estat practicament
zero. En aquests moments hi ha un fenomen migratori molt important dins de Catalunya,
pero no '’hem tingut en compte ja que afecta fonamentalment 1’area metropolitana de
Barcelona i les comarques adjacents. El creixement de la immigracié procedent de fora
d’Europa és un fet prou conegut; ara bé, les dades estadistiques sén encara parcials i
poc fiables, i, per tant, dificilment traduibles a un estudi numeric coherent. La diversitat

racial i cultural que aquest fet representa és el que li déna la suficient entitat com per
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tenir-lo present com una variable imprescindible en aquesta caracteristica. En termes
absoluts encara és poc important, molt menys que en altres paisos, com Alemanya. La
distribucié d’aquesta immigracié per edats demostra el que la vida quotidiana i la nostra
percepcio ja ens deixa intuir: esta intimament lligada al treball, en realitat n’és la causa
directa. La classe modal la formen els individus d’edat compresa entre els 25 i els 35 anys,

que és quan es produeix la maxima activitat economica.

Si ens aturem a pensar en les comarques gironines i prenem com a base 100 per al
total de Catalunya, 'index de creixement demografic d’aquestes comarques a causa de la

immigracié extracomunitaria ha estat 120, raé de més per considerar aquesta variable.

L’opinié publica és especialment sensible a aquest tipus d’immigracio, principalment a la
provinent dels paisos del Sud i, en especial, del Marroc. Pero també n’hi ha de la resta
d’Europa: alguns immigrants sén antics emigrants espanyols o catalans que retornen a
la llar després d’un llarg periode. Molt pocs, provenen d’altres zones del mén, com Asia.
Els hem englobat amb els dels paisos del Sud, no per la seva semblanca, que no la tenen,
sing per les diferencies culturals, religioses i racials amb la resta de gironins que si que

comparteixen amb la resta de paisos del Sud.

Aquesta immigracid, tot i ser quantitativament minsa, no podiem deixar de tenir-la en
compte perque produeix un imaginari estereotipat en la majoria de la poblacié occidental.
El fet que les dades siguin parcials no impedeix descobrir els trets fonamentals que se’n
dedueixen, i encara més en un treball que utilitza fonamentalment dades i models incerts

0 borrosos.

e Mobilitat poblacional

En els censos i padrons catalans hi ha una pregunta sobre la mobilitat per raons de feina,
exactament de la llar al lloc de treball. Es a aquest tipus de mobilitat a que fem referencia,

encara que no és 'inic que actua en el mercat de treball: també ho fan la mobilitat de
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mercaderies i informacions, de les quals -malauradament- no tenim suficient informacié
general ni, molt menys, comarcalitzada. El desplacament d’individus pel territori és el

concepte que fem servir, com també ho és en la bibliografia especialitzada.

Fenomens com la concentracié industrial en poligons o arees diverses son propis de soci-
etats planificadores i organitzades, i, per tant, modernes. Aquesta caracteristica fa que
I’assalariat s’hagi de moure per accedir al lloc de treball. Els desplacaments d’un individu
de la primera residencia al lloc de treball, als llocs de compra habitual i als llocs on es
relaciona amb d’altres individus configuren el que s’anomena espai de vida. Aquest espai
no és aleatori o desorganitzat; ans al contrari, ve coordinat i definit pels habits i respon-
sabilitats de I'individu. Esta organitzat a I’entorn de les relacions socials del treball; com
més desenvolupada és una societat, més opcions déna a la seva gent, més disponibilitat
i diversitat de transport existeix en el territori i més gran és l’espai de vida. Tot aixo és
cert en termes relatius. Les excepcions no contradiuen mai cap argument de tipus general.
Nosaltres ens restringirem al desplagament per motius laborals, tot i que els altres també

caracteritzen una societat moderna.

Sovint, els diversos factors s’entrecreuen. Esta comprovat que, dintre del conjunt de les
persones adultes no jubilades, les que tenen un espai de vida més petit son les mestresses
de casa, la quantitat de les quals també influeix sobre la variable que descriu la participa-
ci6 de la dona, que es tractara més endavant. Es I'tinica diferéncia significativa entre home
i dona pel que fa a ’espai de vida, ja que quan ambdds formen part de la poblacié activa
no solen fer les seves activitats socials en llocs gaire diferents. La formacié intel-lectual,
el nivell d’estudis assolit i la capacitat socioeconomica de I'individu fan que el seu espai
de vida també s’incrementi. Tot aquest bagatge intel-lectual és propi de societats molt
desenvolupades, ja que només en elles la majoria de la poblacié té accés a estudis univer-
sitaris i a guanys personals elevats. Sén aquestes les condicions necessaries perque el lloc

de treball es trobi significativament lluny del residencial. Nosaltres hem considerat que
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significativament lluny del residencial es pot assimilar a fora de Catalunya. Encara que
en termes absoluts aquests desplagcaments sén pocs, si que tenen un caracter qualitatiu

important. Es per aixo que se’ls ha donat més importancia que als intracomarcals.

e Estructura ocupacional

La divisio espacial de la produccio, és a dir, la globalitzacié o internacionalitzacié dels
espais productius i la innovacié tecnologica de la microelectronica que ha creat la nova
economia, producte de la innovaci6é tecnologica, constitueixen el darrer gran canvi soci-
oeconomic. L’aprofundiment de la divisié tecnica del treball dins de I'empresa fa que
es modifiqui la divisié sectorial tradicional, producte de la revolucié industrial, per anar
cap a una més gran pes del sector terciari. A Catalunya, el pes de I'activitat primaria
-agricultura i pesca- s’ha reduit significativament en termes de valor productiu. Aquest
procés ha estat general en tot el territori i a les comarques gironines en particular. Es
un fet classic en totes les evolucions d’una societat poc desenvolupada cap a una de molt
més desenvolupada. Evidentment, si el nivell primari és molt baix vol dir que els altres,
o algun d’ells, son molt alts. Si volem estudiar el comportament de societats moder-
nes, hem d’avaluar el grau d’industrialitzacié i terciaritzacié de la seva productivitat. La
hipotesi fonamental passa per acceptar que en una societat molt desenvolupada els sectors
industrial i de serveis -o terciari- han de ser molt importants. La poca terciaritzacio o
industrialitzacié pot portar, a llarg termini, problemes en les capes productives, encara
que actualment no se n’observin. Es poden produir fenomens d’excessiva dependencia
exterior, sobretot per la manca de tecnics especialitzats. Un altre factor a tenir en comp-
te és que la productivitat assentada en un determinat territori provoca una més gran
estabilitat de residencia en el territori i, per tant, dificulta els moviments migratoris, la
qual cosa és nociva -com ja hem comentat en el primer apartat- en la consolidacié del

progrés general.
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e Participaci6 laboral de la dona

El canvi és un concepte intrinsecament lligat a la modernitat. Canvi i progrés van
intimament lligats, encara que el segon no és conseqiiencia obligatoria del primer: la
historia és plena de canvis que han produit un retrocés. Ara bé, si ens referim a desen-
volupament socioeconomic, el progrés va associat a la igualtat d’oportunitats. Un dels
principals obstacles per a la plena insercié de la dona en el mén laboral és el repartiment
amb els homes de les tasques domestiques. D’aqui la intensa relacié entre modernitat i
participacié de la dona en el mén laboral. Les dades de paisos com Alemanya, el Reg-
ne Unit o Suecia per una banda, i Marroc, Siria o Indonesia per una altra, acaben de

refermar aquesta hipotesi.

Aquest accés de la dona al mercat del treball es produeix essencialment per canvis soci-
oculturals que afecten tota la poblacié. Hi ha una correlacié clarissima entre I'increment
general del nivell d’estudis durant els tltims 10 anys i el gran increment de poblacié ac-
tiva femenina durant aquest mateix periode. Heus aqui un nou argument per considerar

aquesta caracteristica com una de les més fonamentals.

Es cert que raons socioculturals i economiques influeixen molt en 'arribada de la dona
al treball, i que moltes vegades es produeix una dualitat de feines, a 'empresa i a casa.
D’altres vegades la remuneracié és forca inferior a la de l’altre sexe. Obtenir alguna
variable que permeti valorar la qualitat de feina del sexe femeni és, doncs, una questio
a tenir en compte. A les diverses bases de dades comarcalitzades que hem consultat,
ens hem inclinat per relativitzar la variable principal -que no pot ser cap altra que el
percentatge de dones ocupades- amb el percentatge de dones empresaries. Encara que
poques, el seu valor si que déna una idea de la possibilitat que elles tenen per aconseguir
feines tan creatives i ben remunerades com les que puguin aconseguir els homes. El fet
que l'estabilitat laboral sigui dificil per a tothom i a totes les comarques és un factor que

no ens permet discriminar entre el treball masculi i el femeni.
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e Capital huma

A principis dels anys noranta, I'informe IRDAC (Industrial Research and Development
Advisory Commitee) va publicar les principals mancances que, al seu parer, existien a
Europa en relacié a USA en termes de capital huma. La insuficiencia de qualificacions era
la més important. L’IRDAC alertava sobre la possible manca d’obra qualificada, técnics i
cientifics. Ara es parla d’'una manca de tecnics informatics, que per exemple a Alemanya
es proposa solventar amb I’arribada de tecnics indis. Una vegada més, la immigracié com
a causa del manteniment i millora del desenvolupament de les societats modernes. En
els grans canvis socioeconomics de finals del segle XX, els paisos desenvolupats centren
cada vegada més esforcos i recursos en el que podem anomenar el capital huma. La
gran competitivitat dels mercats ha revaloritzat encara molt més la valua personal dels
treballadors. Per capital huma entenem el conjunt de qualitats o competencies culturals,
intel-lectuals i professionals que configuren la idea abstracta del treballador modern: molt
ben qualificat, obert a noves idees, dinamic i preparat per afrontar canvis. En el mercat
laboral actual pot resultar molt més productiu un bon tecnic en noves tecnologies, gestio
de la qualitat i expert en organitzacid, que no pas la fidelitat incondicional i la disciplina
de treballadors sense iniciativa. Aixo0 és traslladable a ’ambit personal. Pot progressar
molt millor algii molt ben preparat intel-lectualment i professionalment, encara que sense
patrimoni, que no pas algi amb patrimoni o negoci familiar pero que, sense una direccid
moderna i eficag, es veura sobrepassat pels esdeveniments i no es podra adaptar a les
noves idees. No cal dir que una combinacié de les dues condicions és gairebé tenir la clau
de l'exit assegurat. Pero, i amb caracter general, la primordial és la primera. D’aqui ve
’eleccié de la variable principal per obtenir els valors de possibilitat per mesurar el grau
de compliment de la caracteristica a cada comarca. En ’ambit en el qual ens trobem, la
proporcio de diplomats i llicenciats és una molt bona aproximacié al valor real del capital

huma d’un col-lectiu, en aquest cas d’'una comarca. En aquesta societat tan summament
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materialista, el nivell de recursos monetaris per persona també déna la pauta del valor

d’aquest capital huma.

5.4.2.2 Calcul de la relacié borrosa

Variables estadistiques

Donat que el nombre de variables no és gaire gran, no creiem necessari d’indexar-les. Aquestes

variables es poden consultar a [50] i [51].

%IC= “ nombre percentual d’individus de la comarca nascuts en ella o a les altres ”
%IF = “ nombre percentual d’individus de la comarca nascuts a I’Africa o Asia”
PA = “ poblacié activa ”

DAC = “ nombre de desplacaments a d’altres comarques ”

DAFC = “ nombre de desplacaments a fora de Catalunya ”

DDC = “ nombre de desplacaments des d’altres comarques cap a la comarca ”

T = “ nombre de persones que es traslladen en transport public o privat cap a la feina ”
ILA = “ index de localitzaci6é de I'agricultura ”

ILI = “ index de localitzacié de la industria ”

ILC = “ index de localitzacié de la construcci6 ”

ILS = “ index de localitzacid dels serveis ”
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PDA = “ poblacié activa de dones ”

DE = “ nombre de dones empresaries ”

Y

PA> 25 = “ poblacié activa més gran de 25 anys’

D = “ nombre de diplomats ”
L = “ nombre de llicenciats ”
RE = “ rendiments mitjans declarats per habitant ”

Noves variables:

VA = “valor total dels desplacaments ” = DAC + DDC + 3DAFC

ID = “ index de desplagaments ” = VA/PA

%T = “ percentatge de T en PA 7

U = “ universitaris” = D + L

%PDA = “ percentatge de dones actives sobre el total de la poblacié activa ”

%DE = “ percentatge de dones empresaries dins del conjunt de les dones actives ”
%U = “ percentatge d’universitaris sobre la poblacié activa de més grans de 25 anys ”

Parametres de ’expert

e En una societat avancada ideal, el 50% de les persones actives sén dones.
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e En una societat subdesenvolupada, el 6% de les persones actives sén dones °.

e minexpX; i marexrpX; per a totes les variables.

A partir del que hem exposat anteriorment, anem a calcular els diferents valors de la relacié
borrosa entre el conjunt de les comarques i el de les caracteristiques de la modernitat en el
treball. Utilitzarem 'expressié (2.30) amb o = 0. Per al calcul de py aplicarem 'estrategia
fonamental (v. 2.33) que conduira a una subdivisi6 en intervals (v. 2.35); aixi com la confecci6
d’una taula de valors exhaustiva per a I'estructura ocupacional, 'estrategia normalitzada per
a una variable de la diversitat demografica, la creacié d’una nova variable per a la mobilitat

poblacional i, finalment, una divisié en estrats per a la participacié laboral de la dona.

1. Diversitat demografica

Per a aquesta caracteristica hem tingut en compte dues variables: %IC 1 %IF. Si la
variable %IF hagués estat considerada en els individus de fora de les comarques gironines,
es verificaria %IC + %IF = 100, i aquest lligam faria que el procés en el calcul del valor
incert no tingués sentit. Aixo quedara pales seguidament, quan s’apliqui la metodologia
anteriorment explicada. Els valors de les variables es troben a la taula 5.1; les taules 5.2
i 5.4 mostren la divisié en subintervals; i, finalment, els valors de possibilitat es poden

consultar a la taula 5.5.

Es parteix del valor prefixat 0.5 i es modifica sumant o restant multiples de 0.1 en funcié
del valor de les dues variables. El caracter de %IC és negatiu i el de %IF és positiu.

Acceptem que la variable %IC té una rellevancia 3:2 respecte de la variable %IF, la qual

SEs considera que no hi ha cap societat, per subdesenvolupada que sigui, que tingui un percentatge de dones

actives inferior al 6%.
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Taula 5.1: Variables per a la diversitat demografica

AE BE GA GI PE RI SV

%IC | 71.47 | 71.65 | 85.95 | 76.25 | 87.42 | 81.53 | 71.85

%IF | 1.67 | 2.41 0.8 1.68 | 0.66 | 0.92 | 0.88

cosa ens condueix a 1'is de l'escala hendecanaria. Obtenim (v. 2.33):

C1 3 3
=- = V1=05-=01k = k=3
C1 + C 5 ! 5 ! !
Co 2 2
=—- = Vi=05-=01k = ky=2
c1+ce D ! 5 2 2

Com que minexp%IC = 50 i maxexp%IC = 92 obtenim:

42
a = 92 — 50 = 42, nombre d’intervals =2k +1=71ib = - = 6

Taula 5.2: Divisié en subintervals per a %IC

I IT I1I 1AY \% VI VII

%IC | <56 | [56,62) | [62,68) | [68,74) | [74,80) | [80,86) | > 86

Incr %IC | +0.3 | +0.2 +0.1 0 -0.1 -0.2 -0.3

La regla de decisi6 és:
SI [68 + 6i < %IC < 74+ 6i] ALESHORES [disminuim el valor d’incertesa en 0.1

Per a la variable %IF utilitzem els parametres estadistics mitjana, desviacid tipus i rang

per trobar els intervals.

BIF + 2S00 =129+ 1.3 =259 1 %IF — 2Se,;p = 0.
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Taula 5.3: Valors estadistics per a %IF

mitjana=1.29

desviaci6 tipus=0.65

rang=1.75

Nombre d’intervals = 2kgy + 1 = 5.

Taula 5.4: Divisi6 en subintervals per a %IF

11 111 IV \%
%IF | <0.51|[0.51,1.03) | [1.03,1.55) | [1.55,2.07) | > 2.07
Incr %IF | -0.2 0.1 0 +0.1 +0.2

2. Mobilitat poblacional

Taula 5.5: Valors de possibilitat per a la diversitat demografica

AE | BE |GA| GI | PE | RI | SV

Incr %IC 0 0 [-02]-0.1 |-03[-02| 0
Incr %IF +0.1 | +0.2 |-0.1 | +0.1 | -0.1 | -0.1 | -0.1
valor de possibilitat | 0.6 0.7 102 1] 05 |]01]02]|04
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Com ja hem comentat en el primer apartat, aquesta és una de les caracteristiques que
en l'actualitat es considera que representa de forma més important el caracter modern
de l'estructura del treball en una zona determinada. Com en el cas anterior, es tenen en
compte dos tipus de dades: nombre de persones desplacades pel treball cap a fora de la

comarca i nombre de trajectes a causa del treball. La taula de la primera variable ens
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permet tractar els desplagaments anuals de la comarca cap enfora i viceversa; en canvi,
la taula de la segona ens déna el nombre total de persones desplacades per motiu del
treball, sense distingir entre public i privat. Els valors de les variables es troben a les
taules 5.6 i 5.7; les taules 5.8 i 5.9 mostren la divisié en subintervals; i, finalment, els

valors de possibilitat es poden consultar a la taula 5.10.

Taula 5.6: Variables per a la mobilitat poblacional (I)

AE BE GA GI PE RI SV

PA | 36068 | 36813 | 18709 | 51732 | 9482 | 10422 | 42386

DAC | 3200 | 4896 | 1756 | 7155 | 2114 | 1408 | 8202

DAFC | 326 187 39 148 23 34 162

DDC | 2190 | 2433 | 1340 | 10377 | 1319 | 803 | 7032

VA 6368 | 7890 | 3213 | 17976 | 3502 | 2313 | 15720

ID 0.18 | 0.21 | 0.17 | 0.35 | 0.37 | 0.22 | 0.37

Com en el cas de la diversitat demografica, donem el valor 0.5 com a valor de partida per
a totes les comarques, i anem variant el valor en funcié que I'index i el tant per cent de

poblacié desplagada pel treball siguin elevats o no. Aqui també hem considerat el valor

Taula 5.7: Variables per a la mobilitat poblacional (II)

AE BE GA GI PE RI SV

PA | 36068 | 36813 | 18709 | 51732 | 9482 | 10422 | 42386

T | 25030 | 27187 | 13791 | 38982 | 7717 | 6468 | 30388

%T | 69.40 | 73.85 | 73.71 | 75.35 | 81.39 | 62.06 | 71.69
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3:2 com a index de la importancia de la primera variable (ID) respecte de la segona (%T)
(v. 2.33). El caracter de les dues variables és positiu. Fer servir el transport piblic o
privat per anar a treballar ha esdevingut, en certa forma, un habit forca generalitzat; en
canvi, traslladar-se fora de la comarca és molt més significatiu. Tornen a sortir 7 intervals
per a la primera variable, i cinc per a la segona.
Taula 5.8: Divisi6 en subintervals per a 1D
I IT I11 v \Y VI VII
ID < 0.07 | [0.07,0.14) | [0.14,0.21) | [0.21,0.28) | [0.28,0.35) | [0.35,0.42) | > 0.42
Incr ID | -0.3 -0.2 -0.1 0 +0.1 +0.2 +0.3

3. Estructura ocupacional

Per a aquesta variable hem cregut convenient crear un ordre jerarquic entre els diversos
sectors economics classics: Serveis, Industria, Construccié i Agricultura. Es considera
que, en l'estructura socioeconomica d’una societat moderna, els serveis i la industria
son els que donen la pauta de desenvolupament, seguits de la construccié i I’agricultura.

Per valorar-los, hem utilitzat 1’index de localitzacio, que ve definit com “ el quocient del

Taula 5.9: Divisié en subintervals per a %T

I 11 111 1A Vv
%T | <65 | [65,70) | [70,75) | [75,80) | > 80
Incr %T | -0.2 -0.1 0 +0.1 | +0.2
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Taula 5.10: Valors de possibilitat per a la mobilitat poblacional

AE |BE| GA | GI | PE | RI | SV
Incr ID -0.1 -0.1 ] +0.2|402] 0 | +40.2

Incr %T -0.1 0 | +01]+02]-02] 0
valor de possibilitat | 0.3 | 0.5 | 0.4 | 0.8 0.9 | 03] 0.7
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percentatge de I'ocupacié del sector a la comarca entre el percentatge de 1'ocupacio del

sector a Catalunya ”. El que hem dit anteriorment equival a acceptar que 'estructura

socioeconomica catalana en el seu conjunt és moderna, fet que entenem que és totalment

versemblant. Aquests indexs ens divideixen cada sector en quatre grups -cas de 1'agricul-

tura i la construccié- o cinc grups -cas de la indtstria i els serveis-. Aixo esta justificat pel

fet que son els mateixos grups que utilitza la Generalitat de Catalunya a 1’hora de publi-

car les estadistiques. Els valors des indexs es troben a les taules 5.11, 5.12, 5.13 1 5.14; la

taula 5.15 assigna un index a cada comarca; les taules 5.16, 5.17 i 5.18 donen la definicié

dels valors de possibilitat; i, finalment, els valors de possibilitat es poden consultar a la

taula 5.19.

Taula 5.11: Indexs per a 'agricultura

agricultura

poca | regular | forca | molta
1 2 3 4
<1 1,4) | [4,8) | >8
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Taula 5.12: Indexs per a la industria

molt poca poca regular forca | molta
industria 1 2 3 4 5
< 0.5 [0.5,0.75) | [0.75,1) | [1,1.25) | > 1.25
Taula 5.13: Indexs per a la construccio
poca | regular | forca | molta
construccid 1 2 3 4
<1 |[1,1.5) | [15,2)] >2
Taula 5.14: Indexs per als serveis
molt poca poca regular | forca | molta
serveis 1 2 3 4 )
< 0.6 [0.6,0.8) | [0.8,1) | [1,1.2) | > 1.2

Taula 5.15: Assignacié dels indexs a les comarques

AE | BE | GA | GI | PE | RI | SV
agricultura | 2 2 2 1 2 | 2
industria 2 2 5 3 5 | 3
construccié | 3 4 2 2 2 | 2
serveis 4 3 2 4 213
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Taula 5.16: Valors de possibilitat per a 'estructura ocupacional (I)

industria | construccié | serveis | valor || industria | construccio | serveis | valor
1 1 1 0 3 3 1 0.4
1 1 2 0.1 2 0.6
1 1 3 0.2 3 3 3 0.7
1 1 4 0.3 3 3 4 0.8
1 1 5 0.4 3 3 5 0.8
1 2 1 0.1 3 4 1 0.5
1 2 2 0.2 3 4 2 0.6
1 2 3 0.3 3 4 3 0.7
1 2 4 0.4 3 4 4 0.8
1 2 5 0.4 3 4 5 0.8
1 3 1 0.1 4 1 1 0.3
1 3 2 0.3 4 1 2 0.5
1 3 3 0.5 4 1 3 0.7
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En aquest cas hem optat per obtenir una taula on hi ha tots els casos possibles (100) i

donar un valor a cada un d’ells. L’agricultura no ha estat tinguda en compte ja que és

una caracteristica objectivament molt poc adequada per mesurar el grau de modernitat

de l'estructura socioeconomica i que presenta a més, una gran homogeneitat en el conjunt

de les comarques gironines, la qual cosa fa que sigui irrellevant a ’hora de discriminar-les.

De tota manera, aquesta és una decisié de 'expert. A efectes practics, i en el cas de voler

fer una taula general, resulta que el nombre de casos es redueix molt: passa de 400 a 100.
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Taula 5.17: Valors de possibilitat per a 'estructura ocupacional (II)

Afinitats

industria | construccié | serveis | valor || industria | construccio | serveis | valor
1 3 4 0.6 4 1 4 0.8
1 3 5 0.6 4 1 5 0.8
1 4 1 0.3 4 2 1 0.6
1 4 2 0.4 4 2 2 0.7
1 4 3 0.5 4 2 3 0.8
1 4 4 0.6 4 2 4 0.8
1 4 5 0.6 4 2 5 0.9
2 1 1 0.1 4 3 1 0.6
2 1 2 0.2 4 3 2 0.7
2 1 3 0.3 4 3 3 0.8
2 1 4 0.4 4 3 4 0.9
2 1 5 0.4 4 3 5 0.9
2 2 1 0.2 4 4 1 0.6
2 2 2 0.4 4 4 2 0.7
2 2 3 0.5 4 4 3 0.8
2 2 4 0.6 4 4 4 0.9
2 2 5 0.6 4 4 5 1.0
2 3 1 0.3 5 1 1 0.5
2 3 2 0.4 5 1 2 0.6
2 3 3 0.6 5 1 3 0.7
2 3 4 0.7 5 1 4 0.8
2 3 5 0.7 5 1 5 0.8
2 4 1 0.3 5 2 1 0.6
2 4 2 0.5 5 2 2 0.7
2 4 3 0.6 5 2 3 0.8
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Taula 5.18: Valors de possibilitat per a 'estructura ocupacional (III)

industria | construccié | serveis | valor || industria | construccio | serveis | valor
2 4 4 0.7 5 2 4 0.9
2 4 5 0.7 2 5 0.9
3 1 1 0.2 5 3 1 0.6
3 1 2 0.3 5 3 2 0.7
3 1 3 0.4 5 3 3 0.8
3 1 4 0.4 5 3 4 0.9
3 1 5 0.5 5 3 5 1.0
3 2 1 0.3 5 4 1 0.6
3 2 2 0.5 5 4 2 0.7
3 2 3 0.6 5 4 3 0.8
3 2 4 0.7 5 4 4 1.0
3 2 5 0.7 5 4 5 1.0

Taula 5.19: Valors de possibilitat de les comarques per a l’estructura ocupacional

comarca

AE

BE

GA

GI

PE

RI

SV

valor de possibilitat

0.4

0.6

0.7

0.7

0.7

0.7

0.6
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Taula 5.20: Variables per a la participaci6 laboral de la dona
AE BE GA GI PE RI SV
PA 36068 | 36813 | 18709 | 51732 | 9482 | 10422 | 42386
PDA | 13165 | 13192 | 7448 | 20738 | 3499 | 4226 | 15611
%PDA | 36.50 | 35.84 | 39.81 | 40.09 | 36.90 | 40.55 | 36.83
DE 2890 | 2652 | 1261 | 2600 | 614 889 | 2736
%DE | 21.95 | 20.10 | 16.93 | 12.78 | 17.55 | 21.04 | 17.53
Taula 5.21: Divisi6 en subintervals per a %PDA
Int | <10 | 10-14 | 14-18 | 18-22 | 22-26 | 26-30 | 30-34 | 34-38 | 38-42 | 42-46 | > 46
valor 0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0

4. Participaci6 laboral de la dona

Partim d’uns valors teorics sobre el percentatge de dones actives en una societat abso-

lutament desenvolupada i en el d’una de totalment subdesenvolupada, que, si consultem

la base de fets, sén del 50% i 6% respectivament. Com a hipotesi, estimem un ordre

jerarquic en que la primera variable considerada és primordial; per tant, dividim 'inter-

val [0, 1] tenint en compte només el valor d’aquesta. Després, acabem d’afinar amb 1’altra

variable. En aquest cas també totes les variables tenen caracter positiu. Els valors de

les variables es troben a la taula 5.20; la taula 5.21 mostra la divisié en subintervals; i,

finalment, els valors de possibilitat es poden consultar a la taula 5.22.

El percentatge de dones empresaries acaba de determinar els valors de possibilitat per a
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Taula 5.22: Valors de possibilitat per a la participacié laboral de la dona

AE |BE| GA | GI | PE | RI | SV

valor inicial 071071081081 071]08]| 0.7

Incr %DE 0 0 [-01]-01]-01] 0 |-0.1

valor de possibilitat | 0.7 | 0.7 | 0.7 | 0.7 | 0.6 | 0.8 | 0.6

la variable estudiada, amb un possible increment (o disminucié) del tipus 0.1k, en funcié
que hi hagi moltes o poques dones empresaries. Es a dir, s’accepta com a hipotesi de
treball que un gran percentatge de dones empresaries sobre el total de dones, facilita a
aquest grup una més gran adaptabilitat a la societat moderna. En el nostre cas, hem
cregut convenient no accentuar gaire aquest valor i hem agafat k£ = 1. La regla és la

segiient:
SI [%DE < 20] ALESHORES [valor = valor — 0.1]
SI [20 < %DE < 30] ALESHORES [valor = valor]

SI [%DE > 30] ALESHORES [valor = valor 4 0.1]

5. Capital huma

En aquest paragraf hem intentat reflectir com ha de ser la composicié de la poblacié
des del punt de vista dels recursos humans que posseeixen els seus integrants. Com a
premissa, s’ha acceptat que la formacié intel-lectual dels individus és la caracteristica
essencial i necessaria que han de tenir. Aquest fet provoca que, un cop situada una
determinada comarca en un estrat de poca, regular, forca o molta riquesa intel-lectual
personal, s’hagi pres la decisié que cap altra variable la podra canviar d’estrat: Només es

podran fer correccions dins dels estrats. Els valors de les variables es troben a les taules
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Taula 5.23: Variables principals per al capital huma

AE BE GA GI PE RI SV
PA > 25| 35095 | 36202 | 18159 | 50883 | 9127 | 10267 | 41477
U 6381 | 6542 | 3133 | 13170 | 1998 | 1756 | 5824
%U 18.18 | 18.07 | 17.25 | 25.88 | 21.89 | 17.01 | 14.14

Taula 5.24: Definicié dels estrats per a %U

estrat I

estrat I

|

estrat I11

estrat IV

%U < 11

11 < %U < 18

18 < %U

< 25

25 < WU

5.23 1 5.26; i, les taules 5.24 i 5.25 mostren 'estratificacio.

Afinitats

Un cop assignada cada comarca a un estrat concret, acabem fixant el seu valor de pos-

sibilitat proporcionalment a %U i, finalment considerant una nova variable de benestar

economic , que en aquest cas hem escollit com els rendiments mitjans declarats per habi-

tant, ja que considerem que aquesta variable resulta molt adequada per valorar el nivell

de promoci6 i desenvolupament de I'individu. Aquests valors, en milers de pessetes (dades

anteriors al 2001), es poden observar a la taula 5.26.

Taula 5.25: Estratificacié per a %U

estrat I

estrat 11

estrat

I1I

estrat IV

0]01]0.2

0.3]04

0.5

0.6 0.7

0.8

09 1.0
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Taula 5.26: Rendiments mitjans declarats per habitant

AE

BE

GA

GI

PE

RI

SV

2029

2040

2003

2368

2126

2013

2002

La regla de decisié emprada ha estat:
SI [rendiments < 2033] ALESHORES [valor = valor — 0.1]
SI [2033 < rendiments < 2153] ALESHORES [valor = valor]

SI [rendiments > 2153] ALESHORES [valor = valor + 0.1]

195

Els valors dins dels estrats, els increments corresponents a les anteriors regles, i els valors

de possibilitat al final del procés es mostren a la taula 5.27.

Amb els valors de possibilitat que acabem d’obtindre per a les cinc caracteristiques bor-

roses, ja podem definir la matriu de la relacié borrosa entre les comarques gironines i les

variables incertes de la modernitat en el treball per tal d’efectuar ’estudi teoric descrit

en el capitol 5. El procés consisteix en el calcul de la matriu booleana, les connexions, els

tancaments de Moore i les seves clausures, I'isomorfisme entre clausures, i, finalment, el

reticle de Galois.
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Taula 5.27: Valors de possibilitat per al capital huma

AE |BE| GA | GI |PE| RI | SV
estrat [T | III1 | 1II Iv |11 | 1T I1
valor estrat 0.6 06|05 ] 09 |07]06]| 04
Incr RE 0.1 0 |-01]+0.1] 0 |-0.1-0.1
valor de possibilitat | 0.5 | 0.6 | 0.4 | 1.0 | 0.7 | 0.5 | 0.3

5.4.2.3 Calcul del reticle de Galois

Matriu de la relacié borrosa

Afinitats

Dels calculs del darrer apartat, obtenim la matriu A de la relacié borrosa entre comarques i

caracteristiques de la modernitat en el treball:

DD MP FEO

AE{ 06 03 04
BE| 0.7 05 0.6
GA|l 02 04 0.7
A= GI| 05 08 0.7
PE| 01 09 0.7
RI| 02 03 07

SV\ 04 07 0.6

Matriu booleana associada a A

PD CH
0.7 0.5
0.7 0.6
0.7 04
0.7 1.0
0.6 0.7
0.8 0.5
0.6 0.3

Considerant el llindar 6; = 0.6 per a totes les caracteristiques, obtenim la matriu booleana (v.

5.7):
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10 01 0
1 01 11
0 01 10
B=|0 11 11
01 1 11
0 01 10
01 1 10

Clausures dels tancaments de Moore associats a la matriu B

En el cas binari només hi ha dues connexions (v. 5.8), anomenades connexid a la dreta i a
I’esquerra, que indiquem per f* i f~; amb dos tancaments associats (v. 5.9): f1 = f~ o f*
i fo = fT o f~. Els calculs sén llargs i ja han estat realitzats en el cas de la relaci ternaria

anterior; per tant, seguidament, presentem les seves clausures directament (v. 5.10):

UE f)= |J f(A)={0.{BE},{AE, BE},{GI, PE},{BE,GI, PE},

A€p(F)
{GI,PE,SV},{BE,GA,GI, PE,RI, SV}, E}
Ff2 U er _{{PD},{DD,PD},{EO,PD},{MP,EO,PD},
A€ep(E

{EO, PD,CH},{MP,EO,PD,CH},{DD,EO,PD,CH},F}
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Isomorfisme

Obtenim el segiient isomorfisme (v. 5.11) entre els dos conjunts de clausures:

QE, f1) «— QF f2)
) «— F
(BE} «— {DD,EO,PD,CH}
(AE,BE} «— {DD,PD}
(GI,PE} «— {MP,EO,PD,CH}
(BE,GI,PE} «— {EO,PD,CH)}
(GI,PE,SV} «— {MP,EO,PD}
(BE,GA,GI, PE,RI,SV} «— {EO,PD)}

E «— {PD}

Aquest isomorfisme ens agrupa les diferents comarques i caracteristiques; a més a més, ens
assigna cadascuna de les agrupacions de les comarques a una agrupacié de caracteristiques
de la modernitat en el treball, com també ho fa reciprocament, és a dir, a cada agrupacio
de les caracteristiques els associa una agrupacié de les comarques. Aquesta és I'essencia del
concepte d’ isomorfisme. La figura 5.2 ens mostra la representacio del reticle de Galois en un
diagrama en arbre, on es presenta una ordenacié entre les diverses comarques, en funcié de les

caracteristiques que comparteixen.
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Figura 5.2: Reticle de Galois per a la relacié borrosa binaria

AE,BE,GA,GI,PE,RI,SV

PD
BE,GA,GI,PE,RI,SV
EO,PD
AE,BE
DD.,PD /\
BE,GI,PE GLPE,SV
EO,PD,CH MP,EO,PD
BE GILPE
DD,EO,PD,CH MP,EO,PD,CH
0

DD,MP,EO,PD,CH
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5.4.2.4 Analisi dels resultats

e La caracteristica que valora la participacié de la dona en el treball no ens permet dis-
criminar entre les diverses comarques ja que totes elles la tenen. En realitat, el suprem
del reticle de Galois el formen el conjunt de totes les comarques agrupades mitjancant

aquesta caracteristica.

e S’observa l'agrupacio del les dues comarques de ’Emporda sota la caracteristica de la
diversitat demografica. Cap altra agrupacié ha estat aconseguida amb aquesta carac-

teristica, llevat de la formada tnicament pel Baix Emporda.

e El Girones i el Pla de ’Estany conformen una altra agrupacié encara més homogenia, ja
que ho sén amb totes les caracteristiques, llevat de la de la diversitat demografica. Aixo
no pot estranyar gens, tenint en compte el passat recent com a comarca unificada i la

gran relacié entre les dues capitals, que tenen un gran pes especific a les dues comarques.

e Si no tenim en compte la mobilitat poblacional, la comarca del Baix Emporda s’agrupa
amb les dues anteriors; si, en canvi, deixem de tenir en compte el capital huma, és la

comarca de la Selva la que s’hi agrupa.

e Obtenim una gran agrupacié de comarques, en realitat totes llevat de I’Alt Emporda, si

volem una afinitat amb la participacié de la dona i I'estructura ocupacional.

e Les comarques del Ripolles i I’Alt Emporda només apareixen en una de les agrupacions,
la qual cosa ens fa pensar que possiblement sén les menys semblants a totes les altres
des del punt de vista de la modernitat en el treball. En realitat, ’Alt Emporda només

s’agrupa amb la seva homologa del Sud, llevat del cas del suprem.



Capitol 6

Aplicacié a la classificacié dels paisos

de la Unié Europea

6.1 Introduccio

En aquest capitol fem una aplicacié! dels conceptes teorics introduits als quatre primers capitols
per classificar els paisos de la Unié Europea a partir de determinades variables socioeconomiques.
Als paisos objectes del nostre estudi els designem amb la segiient nomenclatura: B = Belgica,
DK = Dinamarca, D = Alemanya, EL = Grecia, E= Espanya, F = Franca, IRL = Irlanda,

I = Italia, NL = Holanda, A = Austria, P = Portugal, FIN = Finlandia, S = Suecia i UK=
= Regne Unit. Aquesta és la nomenclatura emprada per I'Eurostat?. No hi hem inclos Lu-

xemburg, donat que moltes de les dades estan interrelacionades amb les d’altres paisos, i no ha

1'Un treball preliminar ha estat publicat amb anterioritat (v. [27]).
?Departament de la Comissié Europea encarregat de fer els estudis estadistics dels paisos membres de la

Unié Europea.
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estat possible de trobar-ne d’homologables i sense la influencia dels mateixos paisos. Les dades
utilitzades han estat recollides de diferents anuaris estadistics (v. [21]-[24], [86]-[89]) i se’ls han
aplicat els procediments descrits en el capitol 2 per tal de trobar les matrius de les relacions
borroses. Posteriorment, s’han calculat les matrius de semblanca en els casos que creiem més
significatius, i, finalment, s’han calculat els clisters seguint alguns dels procediments descrits
en el capitol 4. Les relacions borroses, les relacions de semblanca i les agrupacions, les hem
fet a partir de les dades recollides dels anys 1995, 1999 i 2003. Com que les dades de 'any
2003 encara no estan disponibles en el moment d’elaborar aquesta memoria, ens hem valgut de
prediccions realitzades utilitzant series temporals i xarxes neuronals. Per tltim, cal comentar
que no ha estat possible d’obtenir un conjunt prou gran de variables que els experts consideres-
sin importants i que, alhora, tinguessin unes series cronologiques prou amplies com perque les
prediccions fossin altament fiables®. En aquesta situacié hem prioritzat el fet que el conjunt de
variables sigui prou gran: disposem per al nostre estudi de 30 variables, encara que en algunes

d’elles només es disposa de 3 o 4 dades.

6.2 Expertesa

L’objectiu és avaluar a través d’experts el grau de compliment de diverses caracteristiques, que
més endavant especificarem, en els diversos paisos de la Unié Europea que hem esmentat en
I’apartat anterior. La metodologia consisteix a associar a cada caracteristica diverses variables
estadistiques i assignar a cadascuna d’elles un valor entre 0 i 1, de forma que 0 significa que
la variable és irrellevant, i 1, que és essencial en ’avaluacié de la caracteristica considerada.
Obviament, els valors entre 0 i 1 ens donen el grau d’importancia o rellevancia de la variable

estadistica (com més gran és el grau, més rellevant és la variable en la configuracié de la

3El conjunt de les variables estadistiques considerades ens ve restringit per les series d’estadistiques pe-

riodiques publicades en les publicacions especialitzades.
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caracteristica).

6.2.1 Caracteristiques

1. Desenvolupament huma

En aquesta caracteristica volem avaluar el grau de desenvolupament cultural que posseeix
cadascun dels diversos paisos. Altres variables que també es podrien associar a aquesta

definici6é estan considerades en la caracteristica qualitat de vida.

2. Qualitat de vida

En aquesta caracteristica volem que quedin reflectits els aspectes socials (llevat de la
cultura) que donen una més gran qualitat a la vida de les persones. Aquests aspectes son:

la salut, el medi ambient i el nivell de renda.

3. Integracio social

En les societats desenvolupades la poblacié valora com a desitjable el fet de reduir la
marginalitat dels seus integrants més febles. Es aquest concepte el que es vol determinar

en aquesta caracteristica.

4. Igualtat entre generes

L’absencia de desigualtat entre homes i dones, i el grau de participacié de les dones
en la presa de decisions és el que volem analitzar en aquesta caracteristica. En segons
quins aspectes aquesta caracteristica podria ésser recollida en la integracié social, pero
creiem que és més correcte considerar-la com una caracteristica especifica, degut a la seva
importancia social i al fet que afecta a la meitat de la poblacié. Si alguna variable pren
un valor superior per al col-lectiu de les dones que per als homes, considerarem que hi ha

igualtat.
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5. Desenvolupament tecnologic

En aquesta caracteristica no només hi incloem el grau d’implementacié de les noves tec-
nologies, siné també el grau de coneixement i desenvolupament de tots els aspectes rela-

cionats amb la investigacio i 'accés a la tecnologia.

6.2.2 Variables estadistiques associades a cada caracteristica

1. Desenvolupament huma

Xi= “% del PNB dedicat a I’educaci6 ”

Xo= “ Ratio bruta de matriculacié a ’educacié primaria, secundaria i universitaria ”
X3= “ Titols i diplomes per milié de persones actives ”
X,= “ Nombre mitja de llengiies estrangeres estudiades per alumne de secundaria ”

Xs= ¢ [ndex de desenvolupament huma donat pel PNUD # 7

Qualitat de vida

Xe= “ % del PNB dedicat a la salut ”

X,= “ Esperanca de vida en néixer ”

Xg= “ Nombre mitja de cigarretes disponibles al mercat per persona ”
Xo= “ Taxa d’accidents de treball amb més de tres dies d’absencia ”
Xi0= “ % de persones que viuen en vivendes superpoblades ”

X11= “ PNB per capita ”
Xio= “ % d’escombraries reciclades ”

Xi3= “ Emissions de CO (en tones per habitant) ”

4Sigles que corresponen al Programa de les Nacions Unides per al Desenvolupament.



Aplicacié a la classificacié dels paisos de la Unié Europea 205

3. Integracio social

Xy= “ Taxa d’atur ”

Xi5= “ % de persones ocupades a temps parcial ”

Xi6= “ Taxa d’atur per a joves menors de 25 anys ”

Xi17= “ Despeses totals en protecci6 social per habitant ”

Xis= “ % del PNB dedicat a ajuda al desenvolupament (Assistencia oficial per al desen-
volupament) ”

4. Igualtat entre generes
Xi9= “ Comparacié dels nivells d’atur entre homes i dones ”

Xo9= “ Comparacio, entre els percentatges d’homes i dones, que composen la ratio bruta

de matriculacié combinada a I’educacié primaria, secundaria i universitaria ”

Xo1= “ Comparacio dels ingressos pel treball entre homes i dones ”
Xoo= “ % de dones amb carrecs administratius i executius ”
Xoz= “ % de dones professionals i tecniques ”

5. Desenvolupament tecnologic

Xos= “ % del PNB dedicat a R+D ”

Xos= “ % de llocs de treball de serveis de forta concentracié de coneixement ”
Xos= “ % de llocs de treball en manufactures d’alta tecnologia ”

Xor= “ Patents d’alta tecnologia per milié de persones actives ”

Xog= “ Consum d’energia per habitant ”

Xoo= “ % d’internautes sobre el total de la poblacié ”

X30= “ % d’abonats a la telefonia mobil sobre el total de la poblaci6 ”
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6.2.3 Avaluacido

La classificacié dels objectes -en el nostre cas es tracta dels paisos de la Unié Europea- s’obté
després d’un procés dividit en diverses etapes. La primera d’elles consisteix en la construccié
de la relacié borrosa entre objectes i caracteristiques segons el model teoric del capitol 2 (v.
2.30) amb a = 0, i, per tant, ens cal calcular ug, que correspon a la utilitzacié de variables
estadistiques amb la participacié d’experts en la forma que ara comentarem: En el nostre
cas, b experts, membres ampliament reconeguts en ’ambit de la sociologia i I’economia, han
participat en el procés, determinant les valuacions relatives al grau d’incidencia que té, al seu
parer, cadascuna de les variables -que defineixen el conjunt X (v. 2.31)- en la configuracié de
les caracteristiques principals i que ens serviran de base per realitzar la nostra classificacio. Els
experts han efectuat aquestes valuacions mitjancant I’escala hendecanaria (v. seccié 2.4). Les
taules 6.1, 6.3, 6.5, 6.7 1 6.9 ens mostren aquestes valuacions obtingudes pels cinc experts, que
representem per A, B, C, D i E. Aix{i mateix, s’hi mostren el seu valor mitja -aproximat als

valors de I'escala hendecanaria- i els corresponents indexs (v. 2.32).

1. Desenvolupament huma

Taula 6.1: Expertesa per al desenvolupament huma

A | B | C | D | E |suma | valor mitja | index
X1/06[08]09]09]0.8 4 0.8 3
Xo [[0.71091]1091]09]05| 3.9 0.8 3
X3(0810.7]031]0.7]0.7]| 3.2 0.6 1
Xy (04109107 ]08]06]| 3.4 0.7 2
X5 1 03]08]NC|09]06]| 2.6 0.6 1

Per a l'escala i el nombre de subintervals p, amb p = 10§ 4+ 1 (v. apartat 2.4.2.1) obtenim els
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valors de la taula 6.2.

Taula 6.2: Escala per al desenvolupament huma

5
minim | maxim | p E c; | escala
=1

0.6 08 |3] 10 0.05

No s’observen diferencies prou significatives entre les diverses variables, aixo fa que els indexs

no siguin gaire diferents. L’escala resultant té gairebé el doble de valors que 1’hendecanaria.

2. Qualitat de vida

Taula 6.3: Expertesa per a la qualitat de vida

A | B | C | D | E |suma | valor mitja | index
X6 103]108]09(109]08| 3.7 0.7 5
X7 1031090810806 34 0.7 5
Xg |l 0 1]07102]03]02]| 14 0.3 1
Xy 103]109]04]0.7]05]| 28 0.6 4
X10/03]108]07/08]08| 34 0.7 5
X1 107107]08(06]08| 3.6 0.7 5
X1203108[07| 1 06| 34 0.7 5
X131 03]10.8]02(0.8]0.9 3 0.6 4

Per a l'escala i el nombre de subintervals p, obtenim els valors de la taula 6.4.

Totes les variables tenen un pes semblant, llevat de la variable “ Nombre mitja de cigarretes

disponibles al mercat per persona ”, que és, clarament, molt menys rellevant que les altres.
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Donat que el rang en que varien els indexs és gran, ’escala resultant té molts valors.

3. Integracié social

Aplicaci6 a la classificacio dels paisos de la Unié Europea

Taula 6.4: Escala per a la qualitat de vida

Taula 6.5: Expertesa per a la integracié social

8

minim | maxim | p Zci escala
=1

0.3 07 [5| 34 | 1/68

A | B | C| D | E |suma | valor mitja | index
X142 107109107] 1 [09]| 4.2 0.8 3
X151 0.6 0.6 ]0.4]0.8]0.6 3 0.6 1
X161 0.7]10510.61]091]0.7] 3.4 0.7 2
X17107107]108] 1 ]0.8 4 0.8 3
X151 060803 1 [05] 3.2 0.6 1

Per a I’escala i el nombre de subintervals p, obtenim els valors de la taula 6.6.

Els comentaris que es poden fer per a aquesta variable borrosa sén identics que per al desen-

volupament huma.

Taula 6.6: Escala per a la integracié social

minim

maxim

5

S

=1

escala

0.6

0.8

10

0.05
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4. Tgualtat entre géneres

Taula 6.7: Expertesa per a la igualtat entre generes

A | B | C| D | E |suma | valor mitja | index
X19 ]/ 0.7]10.810.7]0.7]08]| 3.7 0.7 1
Xo0 || 0.810.91]03]09]0.7]| 3.6 0.7 1
X901 10.8]10.8]0.8]0.8]0.9]| 4.1 0.8 2
X9 || 0.810.7]0.7]09]08]| 3.9 0.8 2
Xo3 1 0.810.7]10.7]1091]03] 34 0.7 1

Per a l’escala i el nombre de subintervals p, obtenim els valors de la taula 6.8.

Taula 6.8: Escala per a la igualtat entre generes

7
minim | maxim | p E c; | escala
i=1

0.7 08 |2 7 | 1/14

Aquesta és la variable en que els experts es posen més d’acord en I’homogeneitat dels valors de
les variables estadistiques tot i que la variable “ Comparacid, entre els percentatges d’homes i
dones, que composen la ratio bruta de matriculacié combinada a I’educacié primaria, secundaria
i universitaria ” fa discrepar fortament els experts, pero, al fer la mitjana, els resultats no queden
gaire afectats. L’escala resultant és la que s’assembla més a ’hendecanaria que no pas en la

resta de casos.

5. Desenvolupament tecnologic

Per a l’escala i el nombre de subintervals p, obtenim els valors de la taula 6.10.
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Taula 6.9: Expertesa per al desenvolupament tecnologic

A | B | C | D| E |suma | valor mitja | index
Xog 10710904 1 |08 3.8 0.8 5
Xo5 1041091020804 2.7 0.5 2
X% |105]108]02[09]09| 3.3 0.7 4
Xor 10.7109]07(10.7]09| 3.9 0.8 5
Xog 103107101 106]02] 1.9 0.4 1
X2 107101105 (0.6]06| 2.5 0.5 2
X30102]07]0110605| 2.1 0.4 1

Taula 6.10: Escala per al desenvolupament tecnologic

8
minim | maxim | p E ¢; | escala

0.4 0.8 |5] 20 | 1/40

Els resultats mostren que el comportament d’aquesta variable borrosa és similar al de la qualitat
de vida; en el sentit d’haver-hi variables molt importants i d’altres gairebé irrellevants. L’escala

resultant també consta de molts valors.

6.3 Prediccié de dades

Per tal de poder fer prediccions dels valors de les variables considerades per a anys dels quals
encara no disposem de dades estadistiques, cal extrapolar els valors d’aquestes als anys conside-

rats. En el nostre cas, ho hem fet per a 'any 2003. La metodologia que s’ha seguit consisteix a
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aplicar series temporals o xarxes neuronals. Anem a exposar quina ha estat la motivacié que ens
ha fet decidir per una de les dues possibilitats. El principal problema amb que ens hem trobat
ha estat la migrada llargada de les series estadistiques dels corresponents anuaris de I’Eurostat
i del PNUD. Aquesta manca de dades cronologiques fa que sigui impossible d’aplicar models
ARIMA de series temporals, ni tampoc d’entrenar xarxes neuronals amb un nombre suficient
de dades i després validar-les amb les restants. En aquestes condicions hem decidit, d’entrada,
d’optar per un model de serie temporal amb tendencia lineal, és a dir, fer servir la regressio
lineal. Aquest model s’accepta si R? > 0.49 (on R representa el coeficient de correl-lacié de
Pearson), la qual cosa equival que el coeficient de correlacié de Pearson sigui major que 0.7 o
menor que —0.7. En aquest cas, comparem els errors MAPE i MSE de la regressio lineal, que
es defineixen a les formules (6.1) i (6.2), amb les altres series temporals. Si amb la nova serie
temporal els dos errors séon més petits que els inicials, 'acceptem com a nou model; en cas
contrari, ens quedem amb el model de tendencia lineal. En aquestes condicions s’ha comprovat
empiricament que les diferéncies en les prediccions sén molt petites. Si R? < 0.49 utilitzarem
xarxes neuronals. Si el nombre de dades és superior o igual a 10 farem servir dues terceres
parts de les dades per entrenar la xarxa, i ’altra tercera part per validar-la. En cas contrari
només l'entrenarem. En les segiients seccions explicarem més detalladament les dues formes
d’extrapolar dades, amb un especial emfasi en les xarxes neuronals, ja que aquest procediment

¢s molt menys conegut que el de les series temporals.

6.3.1 Series temporals

Existeixen nombrosos manuals sobre series temporals (v. [81]); per tant, aqui només explicarem
aquells tipus de series que hem usat en el nostre treball. Els calculs han estat fets amb el paquet
estadistic Minitab. Una serie temporal és una col-leccié de valors d’una variable ordenada en el

temps. El nostre enfocament és descriptiu donat que no considerem cap component aleatori, i
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per tal que les prediccions siguin fiables, cal que les condicions estructurals, que han fet que la
tendencia sigui de forma suau en el passat, es mantinguin invariants. En general, es considera

que la serie temporal és el producte de I'agregacié de diversos elements:

1. Tendencia.

Moviments de tipus secular de caracter relativament suau que s’observen a l’avaluar la
variable a llarg termini. Sol venir donada per funcions monotones de caracter suau:
lineals, paraboliques, exponencials i allisats exponencials. Les designem, respectivament,

per ST(TL), ST(Q), ST(EXP) i ST(SES).

2. Component ciclic.
Sén oscil-lacions d’amplitud i freqiiencia variables. Sén moviments plurianuals. Les desig-
nem per ST(D(n)), on n indica el periode del component ciclic.

3. Estacionalitat.

Sén components periodics dins de ’any. En el nostre cas, no els podem tenir en compte

ja que les dades de les que disposem sén anuals.

La més utilitzada en el nostre cas ha estat la de tendencia lineal ja que les altres, tal i com hem
comentat anteriorment, només ho han estat si els dos errors esmentats sén menors. Aquests
errors, MAPE i MSE, que sén els acronims de mean square error i mean absolute percentage

error respectivament, i que ja hem esmentat anteriorment, vénen donats per les formules:

Z|yz—ﬁz|/%

MAPE = 100= (6.1)
n
Z(yz — ;)
MSE =+~ (6.2)

n
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on y; representen els valors de les variables, y; les prediccions obtingudes mitjancant les series

temporals i n el nombre de dades de que disposem.

6.3.2 Xarxes neuronals

Les xarxes neuronals van ser introduides a la decada del 80 per tal de simular el raonament logic
dels éssers humans. No farem una exposicié detallada del tema ja que la bibliografia general és

molt amplia i coneguda (v. [29, 48, 84]), aixi com també la seva utilitzacié en la matematica

fuzzy (v. [2, 13]).

Una xarxa neuronal esta formada per diverses capes, cadascuna d’elles formada per diverses
neurones. La primera capa rep els senyals d’entrada (inputs) i 'iltima déna les sortides (out-
puts). Si X és el vector d’entrada, aleshores el vector de sortida en la segiient capa és Y amb
Y = f (WX + Z;), on W és la matriu de pesos, b és el vector dels biaixos,i f és la funcié de
transferencia. Per tal que la xarxa aprengui de certs patrons preestablerts, es modifiquen els
pesos de forma que 'error disminueixi. La forma en que es fa aquest procediment déna lloc a

diverses arquitectures de xarxes i diversos processos d’aprenentatge.

En el nostre cas, hem triat el model de xarxa anomenat backpropagation (Rumelharts, Huiton
& Williams 1986) ates que permet obtenir sortides a partir d’entrades desconegudes. Recordem
que el nostre objectiu és predir valors de variables numeriques en anys en que es desconeixen;
per tant, aquesta propietat s’adapta perfectament al nostre objectiu. A més, esta recomanada
especialment per aproximar funcions amb un nombre finit de discontinuitats (v. [77]). Els
calculs han estat realitzats amb el paquet informatic Matlab, apropiat per a diversos calculs

matematics i, en particular, per operar amb xarxes neuronals.

Caracteristiques basiques del model de xarxa backpropagation
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1. Es una xarxa feedforward, la qual cosa vol dir que les neurones d’una capa reben senyals

d’entrada de la capa anterior i n’envien a la capa posterior.

2. Es una xarxa off line, és a dir, els pesos es mantenen fixos després de 'etapa d’entrena-

ment.

3. Es una xarxa supervisada per correccié d’error, és a dir, existeix un agent extern que
controla ’aprenentatge i ajusta els pesos en funcio de la diferencia entre els valors desitjats

i els obtinguts. En aquest cas, la propagacié de I'error és cap enrere.

4. Es heteroassociativa: Associa informacions d’entrada amb informacions de sortida.

En el nostre cas, a I'altima capa sempre hi ha una sola neurona, ja que desitgem obtenir un sol
valor. Les funcions de transferencia de les capes intermedies sempre son sigmoidals, i la darrera
és lineal per tal que pugui donar valors en R, i no només en [0, 1]. Tot i aixi, per tal de fer un
procés de calcul més adient, en molts casos s’ha fet un escalatge de les variables. El nombre de
capes intermedies a vegades s’ha hagut d’ampliar per tal de minimitzar adequadament la funcio6

objectiu. Ha resultat més eficient aquest metode que afegir neurones a les capes intermedies.
Procés d’aprenentatge

Es tracta de minimitzar una funcid objectiu que, per defecte, és I'error quadratic mitja asse-

nyalat a la férmula (6.2).

El metode més habitual per minimitzar I'error és el del gradient descendent, tot i que també es
poden utilitzar tecniques estandard d’optimitzacié numerica que milloren la rapidesa de ’entre-
nament. Nosaltres hem optat per aquesta darrera opcié utilitzant un metode de quasi-Newton,

molt recomanat per a xarxes petites en el manual de MATLAB (v. [77]). El procediment per
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calcular un valor a partir dels anteriors és:
_ A—l
Tpy1 = Tk — Ay, Gk

on g és el gradient i A,;l és la inversa de la matriu hessiana de la funcié objectiu. Avaluar
aquesta matriu és realment complicat, ja que a vegades déna lloc a valors excessivament propers
a zero i no es pot computar. Aquest problema ha aparegut en alguna de les variables que s’han
predit, i s’ha solucionat canviant algun dels parametres necessaris per a la computacid, o bé
afegint-hi una nova capa de neurones. Els parametres més ampliament utilitzats han estat:
107 per al factor que multiplica el gradient a cada pas, 10~ per al valor minim del gradient,
1072 per al valor de la funcié objectiu a partir del qual es considera entrenada la xarxa, tot i
que moltes vegades s’ha aconseguit un valor més petit que 1079, i, finalment, 1000 com a valor

maxim per al nimero d’iteracions.

Com ja hem indicat anteriorment, en els casos de les variables per les que disposem de 10 o més
dades, les hem dividit en dos grups: el primer, amb dues terceres parts de les dades, i I'altre,
amb la tercera part restant. Un cop entrenada la xarxa en el primer grup, s’ha avaluat ’error
en el segon grup utilitzant (6.1), el valor obtingut I’hem anomenat EE, i s’ha validat la xarxa
en el cas que aquest error hagi estat inferior al 30%. Aquest és un procediment molt habitual

en 'aplicaci6 de les xarxes neuronals.
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6.4 Matrius de les relacions borroses

Siguin R(95), R(99) i R(03) les relacions borroses entre paisos de la Unié Europea i les carac-

teristiques de I'expertesa. Tenint en compte les valoracions dels experts, aplicant el procediment

descrit en el capitol 2 amb o = 0 (v. 2.30, 2.31, 2.34) a les dades dels anuaris estadistics, i

extrapolant-les en les formes indicades per a ’any 2003 (v. annex 8.1), obtenim la subdivisi6 en

intervals (v. 2.35), que es poden consultar a I'annex 8.2. A partir d’aquests resultats calculem,

mitjancant les regles associades a l'estrategia fonamental de I'apartat 2.4.2.1, les matrius de

les relacions borroses, que anomenem M (95), M(99) i M(03). Aquestes matrius permetran

establir les mesures de semblanca entre els paisos de la Uni6 Europea descrites a I’apartat 6.5.

DK

EL

IRL

NL

FIN

UK

D.H

0.55
0.70
0.40
0.20
0.25
0.60
0.40
0.15
0.65
0.45
0.20
0.90
0.70
0.45

Q.V
0.56
0.59
0.71
0.41
0.33
0.69
0.46
0.59
0.49
0.71
0.24
0.49
0.85
0.43

1.5

0.60
0.90
0.75
0.40
0.10
0.65
0.45
0.45
0.75
0.80
0.50
0.45
0.80
0.55

1.G

0.36
0.64
0.36
0.21
0.29
0.50
0.29
0.43
0.43
0.36
0.64
0.79
0.86
0.64

D.T
0.40
0.48
0.48

0.10
0.43
0.25
0.18
0.45
0.25
0.03
0.78
0.75
0.43
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DH QV 1S IG DT

B 0.75 0.56 045 0.29 040
DK 0.80 0.51 0.90 0.57 0.48

D 045 0.69 0.65 043 0.53
EL 0 035 020 014 0
E 0.30 0.37 0.10 029 0.10
F 0.55 0.63 0.40 0.36 0.38
IRL | 030 041 060 043 0.28
M(99) = (6.4)

I 0.05 046 0.30 0.50 0.20
NL 0.50 0.72 0.80 0.21 0.40
A 0.45 0.71 0.80 0.29 0.33
P 0.35 0.28 0.60 0.50 0.05
FIN | 095 044 050 0.79 0.83
S 0.90 079 0.70 0.71 0.85

UK 0.60 0.50 0.55 0.64 043

DH QV IS I.G DT

B 0.75 0.57 0.50 0.50 0.40
DK 0.70 047 095 0.64 048

D 0.35 0.72 0.50 029 0.53
EL 0 046 0.10 0.21 0.05
E 0.25 0.31 0.5 036 0.10
F 045 0.72 045 043 0.35
IRL | 020 044 060 079 0.35
M(03) = (6.5)
I 0.15 049 0.20 0.64 0.23

NL 0.35 0.66 0.70 0.50 0.40
A 0.30 081 0.75 0.29 0.35
P 0.40 047 0.60 0.29 0.05
FIN | 0.8 044 030 0.57 0.83
S 0.85 0.75 0.60 0.57 0.83

UK 0.55 0.53 045 0.71 045
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6.5 Mesures

Hem calculat la semblanca entre els paisos de la Unié Europea mitjancant quatre mesures
borroses de semblanca: tres de classiques i una de generalitzada. De les classiques hem triat
la de Jackard (v. 3.15) i la d’aparellament (v. 3.16); a més, la primera ha estat calculada amb
dues t-normes diferents: la del minim de Zadeh i la del producte acotat. Per altra banda, per
al calcul de la mesura d’aparellament generalitzada (v. 3.26) hem usat la t-norma del producte
acotat. Les anomenem MJMIN, MJPA, MAPAR i MAPARG respectivament. Totes elles
defineixen matrius de mesures de semblanca borroses de proximitat entre els paisos de la Unio
Europea, llevat de MJPA, que no és reflexiva, per la qual cosa li hem aplicat el procés de
reflexivitzacié (v. 3.18). Els calculs han estat realitzats amb la confecci6 de petits programes

amb el paquet informatic de tractament de dades matematiques Maple.

B DK D FEFL E F IRL I NL A P FIN S UK
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B DK D EL E F IRL I NL A P FIN S UK

.6

DK

EL

IRL
I

MJMIN(99) =

NL

FIN

UK

B DK D EFL E F IRL I NL A P FIN S UK

7

DK

EL

IRL

MJMIN(03) =

1

NL

FIN

UK
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B DK D EL E F IRL I NL A P FIN S UK

2

DK

EL

IRL

MJPA(95) =

NL

FIN

UK

B DK D FEL E F IRL I NL A P FIN S UK

2

DK

EL

IRL

M.JPA(99) =

NL

FIN

UK
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B DK D EL E F IRL I NL A P FIN S UK

2

DK

EL

IRL

MJPA(03) =

NL

FIN

UK

B DK D FEL E F IRL I NL A P FIN S UK

7

DK

EL

IRL

MAPAR(95) =

1

NL

FIN

UK
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B DK D EL E F IRL I NL A P FIN S UK

7

DK

EL

IRL

MAPAR(99)

NL

FIN

UK

B DK D FEFL E F IRL I NL A P FIN S UK

.8

DK

EL

IRL

MAPAR(03)

NL

FIN

UK
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B DK D EL EF F IRL I NL A P FIN S UK

4

DK

EL

IRL
I

MAPARG(95)

NL

FIN

UK

B DK D EL E F IRL I NL A P FIN S UK

.6

A4

DK

EL

IRL

MAPARG(99)

NL

FIN

UK
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B DK D EL E F IRL I NL A P FIN S UK

B 1 .6 4 4 4 6 4 4 5 5 5 5 6 .6
DK | 6 1 3 3 3 4 b5 4 5 5H 5 5 6 .6
D 4 3 1 6 b5 7 4 5 7T 7 6 4 5 .3
EL 4 3 6 1. 8 6 BH5 7 b5 6 .7 4 3 4
E 4 3 H 8 1.5 6 7 BH b5 T 4 2 5
F 6 4 7 6 H 1. H 6 7 7 6 4 5 .5
MAPARG(03) = IRL {4 5 4 &5 6 5 1. 7 6 .6 .6 3 4 6
I 4 4 S5 7 7 6 7 1. b5 5 6 4 3 6
NL S b 7T H H T 6 5 1. 8 6 3 5 .5
A S H 7T 6 H 7T 6 b5 8 1.7 3 5 4
P S5 H 6 7 7 6 6 6 6 .7 1 3 3 3
FIN] S5 &5 4 4 4 4 3 4 3 3 3 1 7 .5
S 6 6 H 3 2 5 4 3 b5 5H 3 .7 1 .
UK 6 6 3 4 5 5 6 6 b5 4 3 5 5 1

6.6 Determinacid dels clusters

Per al procés de clusteritzacio, hem usat les clausures transitives per a la t-norma del minim
de Zadeh i per a la del producte acotat, ja que -com vam veure al capitol 4- sén equivalents a
la verificaci6 de la propietat ultrametrica i a la desigualtat triangular. Les clausures transitives
han estat realitzades amb la confeccié de petits programes amb el paquet matematic Maple,
previament comprovats en exemples coneguts. Els resultats es poden consultar a ’annex 8.3.
Finalment, hem aplicat el nou metode de clusteritzacié introduit a la seccié 4.4, del qual
hem obviat de fer explicits els calculs ja que, evidentment, sén totalment analegs als efectuats
en I'exemple de la seccié 4.4. No hem cregut convenient d’aplicar els diferents metodes de

classificacié a totes les matrius de mesures de semblanca obtingudes en 'anterior seccio ja que
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creiem que aquest nivell de calcul és suficient per tenir una visié general dels resultats a que

donen lloc les diferents metodologies estudiades.

6.6.1 Cluisters amb clausura transitiva per t,,,

Les figures 6.1 fins a 6.9 son la representacié dels clisters obtinguts amb la clausura t-min per
a les mesures MJMIN, MAPAR i MAPARG. En totes elles els paisos de la Uni6 Europea
estan representats en l’eix d’abscisses; en 1’eix d’ordenades hi ha representada la distancia, de
forma que si dues semirectes que surten de dos paisos conflueixen en un cert punt d’ordenada
y significa que formen un clister per a aquest valor de distancia, o bé el formen en un valor
1-y de mesura de semblanca. Aquestes representacions, com ja hem comentat amb anterioritat,

s’anomenen dendogrames.

Figura 6.1: Dendograma de MJMIN(95) i clausura t-min

B FNLD ADKFINS UKELIRL I E P
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Figura 6.2: Dendograma de MJMIN(99) i clausura t-min

A NL BDK D FUK SFINPIRL I E EL

Figura 6.3: Dendograma de MJMIN(03) i clausura t-min

B DK D FNLAFNSUK PIRL I E EL
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Figura 6.4: Dendograma de MAPAR(95) i clausura t-min

B DK DEL E FIRL I NL A P UKFIN S

Figura 6.5: Dendograma de MAPAR(99) i clausura t-min

o

A NL B DK D F IRL P UK EL E FIN S |
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Figura 6.6: Dendograma de MAPAR(03) i clausura t-min

B D F NL A UKEL E | FIN S IRL P DK

Figura 6.7: Dendograma de MAPARG(95) i clausura t-min

D A E ELIRL B DK F | NL P FIN S UK
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Figura 6.8: Dendograma de MAPARG(99) i clausura t-min

NL A DFINS DKEL E I IRL P B F UK

Figura 6.9: Dendograma de MAPARG(03) i clausura t-min

NL AELE D FIRL I P B DKUKFIN S
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6.6.2 Clisters amb clausura transitiva per tpy

A diferencia dels dendogrames, on d indicava la distancia, en els seglients clusters « indica el

grau de semblanga. Hem fet els calculs per a MJMIN, MJPA i MAPARG.

Clasters amb MJMIN

1. Any 1995
a<0.3
{B,DK,D,EL,E,F,IRL, I, NL /AP, FIN,S, UK}
03<a<04
{B,DK,D,F,IRL, I, NL,A,P,FIN,S,UK},{EL,E}
04<a<05
{B,DK,D,F,IRL, I, NL,A,FIN,S,UK},{FEL,E, P}
0.5 <a<06
{B,DK,D,F,NL,A,S,UK} {EL,IRL,I},{E},{FIN},{P}
06 <a<0.7
{B,DK,D,F,NL,AJUK},{IRL,1}, {FIN,S},{E},{P},{EL}
0.7<a<038
{B,D,F,NL,A},{DK,UK},{IRL,1},{FIN,S} {E},{P},{EL}
0.8<a<09
{B,F},{DK},{D}, {EL}, {E}, {IRL},{I}, {NL}.{A}, {P}, {FIN}, {5}, {UK}

09<a<l

{B}ADK}ADY AELY, {E} {F} {IRLY, {1}, {NL}, {A}, {P},{FIN},{5},{UK}
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2. Any 1999
a<0.2
{B,DK,D,EL,E,F,IRL,I,NL,A,P, FIN,S, UK}
02<a<0.3
{B,DK,D,E,F.IRL, I, NL,A,P,FIN,S, UK} ,{FEL}
03<a<04
{B,DK,D,F,IRL,I,NL,A,P, FIN,S,UK},{EL, E}
04<a<05
{B,DK,D,F,IRL,P,NL,A,FIN,S,UK} {EL,E, I}
0.5<a<0.6
{B,DK,D,F,IRL,NL,AJUK} {FIN,S},{P,1},{EL},{E}
06 <a<0.7
{B,DK,D,F,NL,AJUK},{IRL, P},{FIN,S},{E},{I},{FEL}
0.7<a <038
{D,NL,A},{B,F,UK},{IRL,P},{FIN,S},{DK},{E},{I},{FEL}
0.8 <a<09
{A,NLy {DK}, {D}{EL} {E}, {IRL}, {1}, {B}, {F}, {P},{FIN}, {5} {UK}
09<a<l
{B}ADK} AD} AELY AEY AF}ATRLY, {1}, {NL}, {A}, {P},{FIN}, {5}, {UK}
3. Any 2003
a<0.2

{(B,DK,D,EL,E,F,IRL, I, NL A, P,FIN,S UK}
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02<a<0.3
{B,DK,D,E,F,IRL,I,NL,A,P,FIN,S,UK},{EL}
03<a<04

{B,DK,D,F,IRL,I, NL,A,P,FIN,S, UK}, {EL, E}
04<a<05

{B,DK,D,F,IRL,P,NL,A,S,UK} {EL,E,I},{FIN}

0.5 <a<0.6

{B,DK,D,F,IRL,NL,A, P, UK} {FIN,S},{E,I},{FEL}
06 <a<0.7

{D,F,NL, A, P}, {B,DK,FIN,S,UK} {IRL,I},{E},{FEL}
0.7<a<0.8

{D,F,NL,A} {B,DK,UK},{FIN,S},{IRL},{E},{I},{FL},{P}
0.8<a<l

{B}ADK} D} AELY, {E}, {F}, {IRLY, {1}, {NL}, {A} {P}, {FIN},{S}, {UK}

Clisters amb MJPA

1. Any 1995
a<0.1
{B,DK,D,F,NL,A,FIN,S} {P,UK},{EL},{E},{IRL},{I}
0.l<a<0.2
{DK,D,F,NL, A, FIN,S},{B},{P},{UK},{EL}{E} {IRL},{I}

02<a<0.3
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{DK,F,FIN,S},{B},{D},{NL} {A},{P},{UK} {EL} {E},{IRL},{I}
03<a<0.5

{FIN,S} {B} ADK} {F} {D}ANLY, {A} P} {UK} {ELY {E} {IRL}, {1}
0b<a<l

{BYADK} DY AELY, {E}, {F}, {IRLY, {I}, {NL}, {A}, {P}, {FIN}, {S}, {UK}

2. Any 1999
a<0.1
(B,DK,D,F,NL,A,FIN,S,UK},{P,IRL},{EL},{E},{I}
0.l <a<0.2
{DK,D,NL,A,FIN,S} {B},{F},{P},{UK},{EL},{E},{IRL}{I}
02<a<04
{DK,FIN, S}, {B},{D}, {F}.{NL}. {A}, {P}. {UK}.{EL}, {E}, {IRL},{I}
04<a<05b
{FIN,S}.{B},{DK}.{F},{D}.{NL},{A}. {P} {UK} {EL}.{E},{IRL}.{I}
0b<a<l

{B}ADK}ADY AELY, {E}, {F} {IRLY, {1}, {NL}, {A}, {P},{FIN},{5},{UK}

3. Any 2003
a<0.1
{B,DK,D,IRL,NL,A,FIN,S,UK},{F,I},{P},{EL},{E}
01 <a<0.2
{DK,FIN,S,UK} {IRL,NL, A},{B},{D} {F},{P},{EL},{E},{I}

02<a<0.3
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{DK,FIN, S} {B} D} AF} ANLYAANAPY UK} {EL}Y {E} {IRL}, {I}
03<a<04
{DK, S} AB}y AFIN} {F} {D} ANL}, {A} {P} {UK} {EL} {E} {IRL} {1}
0d<a<l

{B}ADK}ADYAELY, {E}, {F} {IRLY, {1}, {NL}, {A} {P}, {FIN}, {S}, {UK}

Clisters amb MAPARG

1. Any 1995

a<0.2

{B,DK,D,EL,E,F.IRL, I, NL,A,P,FIN,S, UK}
02<a<04
{B,DK,D,F,IRL,I,NL,A,P,S,UK},{FL,E},{FIN}
04<a<05

{B,DK,D,F,NL,A,S},{EL,E,I,IRL, P,UK},{FIN}
0.5<a<0.6
{B,D,F,NL,A},{FL,E,I,IRL,P},{DK,FIN,S} {UK}

06 <a<0.7

{B,D,F, A} {DK,NL} {EL,E,IRL},{I, P}, {FIN,S} {UK}
0.7<a<0.38

{D, A}, {EL.E},{B},{DK},{F}, {IRL},{I}. {NL},{P},{FIN}, {5}, {UK}
08<a<l

{B}ADK}ADY AELY, {E} {F} {IRLY, {1}, {NL}, {A}, {P},{FIN},{5},{UK}
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2. Any 1999

a<0.2

{B,DK,D,EL,E,F,IRL,I,NL,A,P, FIN,S, UK}

02<a<0.3

{B,DK,D,F,IRL, I, NL,A,P,UK} {EL,E},{FIN,S}

03<a<04

{B,D,F,IRL, I, NL/A,P, UK} {EL,E} {DK,FIN,S}

04<a<05

{D,IRL,NL, A, P} {DK,FIN,S, UK} {FEL,E,F,1},{B}

0.5<a<0.6

{D,IRL,NL, A} {DK,FIN,S,UK} {EL,E,P,1},{B, F}

06 <a<0.7

{D,NL,A},{FL,E,I},{IRL,P} {B,F},{FIN,S} {DK} {UK}

0.7<a <038

{NL. A}, {FIN, S}.{EL, E},{D}, {IRL},{I}, {P},{B},{F}, {DK} {UK}

0.8 <a<09

{NL, A} B} ADK} AD}, {EL}, {E} AF} {TRLY, {1}, {P},{FIN}, {5}, {UK}

09<a<l

{B}ADK} AD} AELY AEY AF}ATRLY, {1}, {NL}, {A}, {P},{FIN}, {5}, {UK}
3. Any 2003

a<0.2

{(B,DK,D,EL,E,F,IRL, I, NL A, P,FIN,S UK}
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02<a<0.3

{B,DK,D,EL,E,F.IRL,I, NL /A,P, FIN,UK},{S}
03<a<04

{B,D,EL,E,F,IRL,I, NL,A, P}, {DK,FIN,S,UK}
04<a<05

{D,EL,E,F,I,NL,A,P}, {DK,FIN,S,UK} {IRL, UK}

05 <a<06

{D,F,NL,A, P} {FL,E I},{FIN,S},{IRL,UK},{B,DK}

0.6 <a<0.7

{D,F,NL,A} {EL,E,1},{FIN,S},{P},{IRL},{UK},{B},{DK}
0.7<a <038

{NL, A} {EL, B} AD} AF} AT} AFINY, {S}{P}, {{RL}, {UK}, {B}, { DK}

08<a<l

{BY}ADK}AD}YAELY, {E}, {F}, {IRLY, {1}, {NL}, {A}, {P}, {FIN}, {S}, {UK}
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6.6.3 Clusters amb el nou meétode de clusteritzacio i MAPAR

Any 1995
12 3 45 6 7 8 9 10111213

D
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gy I
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Any 1999
12 3 45 6 7 8 9 10111213
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Any 2003
1 2 3 45 6 7 8 9101112 13
Bj
F

UK———

FIN ‘

EL
. 7

—

6.6.4 Analisi dels resultats

Ara exposarem les linies generals dels resultats a partir dels clisters. Només amb una analisi
superficial de les diverses agrupacions obtingudes ja es dedueix que la gran majoria vénen
donades per motius geografics; és per aquesta rad que hem englobat els paisos per la seva afinitat
geografica. D’aquesta manera, Grecia, Espanya i Italia formen els paisos mediterranis; Belgica,
Franca, Holanda, Alemanya i Austria, els paisos centrals; Finlandia, Suecia i Dinamarca, els
nordics; i Portugal, Irlanda i el Regne Unit, els de 'oest europeu. Es obvi que aquests conjunts
de paisos formen una particié de la Unié Europea que ajuda a sintetitzar la discussié®, tot i

que paisos com Franca, Dinamarca i Portugal comparteixen diversos ambits geografics.

Any 1995

=4 . ., ’ N . N . 7
°En la discussié només fem referencia a allo que considerem més rellevant.
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A distancia 0.2, amb MJMIN-t-min® hi ha una gran agrupacié de paisos centrals, nordics i un
de l'oest (UK); els mediterranis i la resta de paisos de 'oest s’agrupen després amb els altres.
Amb MJMIN-t-pa, i per a a = 0.75, la gran agrupacié es trenca entre els centrals per una
banda, diverses agrupacions de dos paisos, i, finalment, Espanya, Portugal i Grecia formen

simplets.

Amb MAPAR-t-min només es distingeixen dos paisos nordics (FIN i S) de la resta; en canvi,
amb MAPAR-nm s’observa que primer s’agrupen els paisos centrals (nivell 4), al nivell 10
s’agrupen els mediterranis amb dos de l'oest (IRL i P), mentre que al primer grup se n’hi
afegeixen un de l'oest (Regne Unit) i un de nordic (DK), els dos nordics restants s’agrupen
entre ells al nivell 11, i, finalment, queden dos grups: els mediterranis més Irlanda i Portugal

per una banda, i els altres formant un segon grup.

Amb MAPARG-t-min, abans que s’agrupin gairebé tots, s’observa homogeneitat entre Austria
i Alemanya, i entre Espanya, Grecia i Irlanda; amb MAPARG-t-pa i per a a = 0.55, s’agrupen
els mediterranis amb Irlanda i Portugal, els centrals entre ells, els nordics formen un altre grup,

i el Regne Unit constitueix un simplet.

Amb MJPA-t-pa i per a @ = 0.05, s’agrupen els centrals amb els nordics, dos de l'oest (Portugal

i Regne Unit), i els mediterranis i Irlanda formen simplets.
Any 1999

A distancia 0.2, amb MJMIN-t-min s’agrupen els paisos centrals amb un de l'oest (Regne
Unit) i un de nordic (Dinamarca), dos d’atlantics (Portugal i Irlanda), dos de nordics (Suecia i

Finlandia) i, al final, tots els anteriors s’ajunten amb els paisos mediterranis. Amb MJMIN-t-

6 Aquesta nomenclatura vol dir que hem calculat la clausura transitiva mitjancant la t-norma t,,;,; de forma
identica, MJMIN-t-pa indica que hem fet la clausura transitiva per la t-norma tp4; abreviacié nm indica que

s’ha utilitzat el nou metode del capitol 5.



240 Aplicaci6 a la classificacio dels paisos de la Unié Europea

pa, i per a a = 0.55, s’agrupen els paisos centrals amb dos de 1'oest (UK i IRL) i un de nordic

(DK), la resta de nordics, i Portugal amb Italia.

Amb MAPAR-t-min i per a d = 0.1, s’agrupen els paisos centrals amb els de 1'oest i un de
nordic (DK), i dos de mediterranis (Grecia i Espanya); en canvi, amb MAPAR-nm s’observa
una més gran diferenciacié: els paisos centrals s’agrupen amb un de l'oest (Regne Unit) al
nivell 8, els paisos nordics s’hi afegeixen a nivell 12, i els mediterranis amb Irlanda i Portugal

s’uneixen a nivell 10.

Amb MAPARG-t-min i per a d = 0.3, s’agrupen els paisos nordics, els paisos centrals ex-
cepte Franca i Belgica, Franca amb Belgica, i els mediterranis amb Irlanda i Portugal. Amb
MAPARG-t-pa i per a a = 0.55, s’agrupen tres paisos centrals amb Irlanda, els nordics amb el

Regne Unit, els paisos mediterranis amb Portugal, i Franca amb Belgica’.

Amb MJPA-t-pa i per a a = 0.05, s’agrupen els paisos centrals amb els paisos nordics i el

Regne Unit, dos paisos de l'oest (Portugal i Irlanda), i els paisos mediterranis formen simplets.

Any 2003

A distancia 0.2, amb MJMIN-t-min, primer s’agrupen els paisos centrals amb els nordics i el
Regne Unit, després amb dos de 1'oest (Portugal i Irlanda) i Italia, i, finalment, amb els dos
mediterranis que queden (Grecia i Espanya). Amb MJMIN-t-pa, i per a o = 0.55, s’agrupen
els centrals amb els de 'oest i Dinamarca, els nordics excepte Dinamarca, i dos de mediterranis

(Espanya i Italia).

Amb MAPAR-t-min i per a d = 0.1, s’agrupen els paisos centrals juntament amb el Regne
Unit, els mediterranis, i dos de nordics. Amb MAPAR-nm i a nivell 8, s’observa quelcom de

semblant: s’agrupen els centrals amb el Regne Unit, dos de nordics, i els mediterranis.

"MAPARG-t-min i MAPARG-t-pa amb « = 0.55 s’assemblen molt.
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Amb MAPARG-t-min i per a d = 0.3, s’agrupen els centrals -llevat de Belgica- amb els me-
diterranis i dos de l'oest; en canvi, amb MAPARG-t-pa i per a a = 0.55, s’observa una més
gran diferenciacio: s’agrupen els paisos mediterranis, els centrals sense Belgica pero amb Por-
tugal, els nordics sense Dinamarca, dos paisos de 1'oest (Irlanda i el Regne Unit), i Belgica amb

Dinamarca.

Amb MJPA-t-pa i per a a = 0.15, s’agrupen els nordics amb un de I'oest (Regne Unit), i dos

de centrals (Holanda i Austria) amb Irlanda; els altres formen simplets.






Capitol 7

Conclusions

1. Tot i el nombre indeterminat de t-normes, és possible d’ordenar les més usuals, aixi com
les families de Hamacher, Yager, Dombi i Dubois & Prade, per tal de poder ordenar les

corresponents t-transitivitats.

2. La t-norma més rellevant que verifica el principi del terg exclos és la del producte acotat.
Es poden generar families de t-normes que verifiquin aquest principi a partir dels genera-
dors additius. La seva importancia radica en el fet que sén essencials per a la reflexivitat
de les mesures de semblanca generalitzades; en cas contrari, cal efectuar un procés de

reflexivitzacié de la mesura de semblanca.

3. La construccié d'un model mixt de relacié borrosa obtinguda a partir de valors que
provenen exclusivament de I'avaluacio dels experts, i valors provinents -amb la participacié
dels experts- de variables estadistiques, és molt eficient per sistematitzar el calcul de les
matrius de les relacions borroses. En cap cas es perd el valor subjectiu dels calculs,
donat que els experts decideixen quines son les variables estadistiques que intervenen en

el procés, la seva importancia relativa i la ponderaci6 entre les dues parts.
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4. El recorregut de la funcié caracteristica diferencia el caracter borrés d’un conjunt del d'un

conjunt ordinari; és, per tant, una diferenciacié conjuntista, logica. Les mesures de sem-
blanca generalitzades, introduides al capitol 3, permeten de fer una extensié conjuntista
de les mesures de semblanca crisp. Les propietats que verifiquen -funcionalitat, monotonia
i independencia- les fan molt aptes per mesurar la semblanca entre subconjunts borrosos.
Aquestes mesures son relacions borroses de proximitat si la t-norma utilitzada verifica
el principi del terc exclos i per a restriccions molt generals dels parametres que les defi-
neixen. Son, per tant, mesures de semblanca facilment aplicables. En un estat previ de
generalitzacio, també sén molt rellevants altres mesures que defineixen relacions borroses
de proximitat: la mesura de Jackard classica amb la t-norma del minim de Zadeh, i la

mesura classica d’aparellament, que equival a la utilitzacié de la distancia de Hamming.

Es pot estendre el concepte de mesura de semblanca per a valors discrets a mesures de
semblanca per a valors continus, la qual cosa déna lloc a superficies de semblanca. En
aquest cas també és possible assignar un nombre entre 0 i 1 per al valor de la mesura

entre els dos subconjunts borrosos.

Com és sabut, la clausura transitiva amb la t-norma del minim de Zadeh doéna lloc a una
particié unica del conjunt referencial per a cada valor de semblanga; 1'inic inconvenient
és que a vegades no aconsegueix fer particions prou fines. En aquest cas, una altra via
adequada consisteix en aplicar el metode de Miin-Shen Yang i Hsing-Mei Shih, que, a
partir de la clausura transitiva amb la t-norma del producte acotat, també aconsegueix
una particio, encara que amb 'inconvenient de no ser tinica fixat el valor de certesa. Nos-
altres proposem una tercera possibilitat: Un cop obtingut un clister, modificar la relacié
borrosa -per tant, també canviara la matriu de semblanga- per tornar a calcular quins
clisters estan a semblanca maxima (distancia minima). Aquest procés perd la unicitat,
aixi com també el fet que els diferents valors de semblanca en els quals son agrupats els

diversos clisters no es poden ordenar entre ells ja que fan referencia a conjunts diferents.
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Tot i aixi, els seus resultats son esperancadors i homogenitzen tota la metodologia.

7. La teoria d’afinitats per a relacions binaries es pot estendre a relacions n-aries. Tots els

10.

conceptes i teoremes es poden generalitzar a les relacions n-aries: connexions, tancament
de Moore, tancats dels tancaments de Moore, clausures i el teorema d’isomorfisme. Per
aconseguir el reticle de Galois només cal determinar quina és la naturalesa dels conjunts
que es volen agrupar. Si alguna de les variables no es vol tenir en compte, es pot fer
la projeccio i continuar el procés. Tampoc presenta cap inconvenient afegir alguna nova

variable mitjancant el procés d’extensio.

. Aplicant la teoria de les afinitats al conjunt de les comarques gironines, agrupades en

funcié de diverses caracteristiques de la modernitat en el treball, s’arriba a la conclusio
que el Girones i el Pla de I’Estany reuneixen totes les caracteristiques excepte una i, per
tant, en aquest sentit sén les més desenvolupades. El Baix Emporda i La Selva se’ls
uneixen si deixem de tenir present, respectivament, la mobilitat poblacional i el capital
huma. Finalment, I’Alt Emporda, la Garrotxa i el Ripolles només s’agrupen amb d’altres
comarques si reduim a dos el nombre de caracteristiques. De forma secundaria, podem
afirmar que les dues comarques de 'Emporda son les tiiniques que es caracteritzen per la
diversitat demografica; i que la participacié de la dona és notable, ja que forma part de

totes les agrupacions.

Les xarxes neuronals del tipus back-propagation sén una eina prou recomanable per a
I’aproximacié de funcions per tal de fer prediccions de variables estadistiques. Amb un
nombre suficient de valors, un cop la xarxa ha estat entrenada, I’error comes a ’aplicar-la

a valors coneguts no sol excedir valors acceptables.

Les diferents mesures de semblanca amb la t-norma del minim de Zadeh donen lloc a
resultats forca semblants. En canvi, i com era previsible, a ['utilitzar la t-norma del

producte acotat, els valors de semblanca séon molt més petits. Emprar t-normes més
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petites que la del producte acotat no té gaire sentit ja que es perd la propietat de la

desigualtat triangular.

Un cop acceptats els avantatges i els inconvenients dels diferents tipus de clusteritzacié
borrosa als paisos de la Uni6 Europea, es pot concloure que no hi ha contradiccions entre
ells. Els resultats obtinguts a través dels diversos metodes no condueixen a resultats

incongruents.

En general, els resultats indiquen una gran semblanca entre els paisos centrals; entre els
mediterranis, encara que en menor grau donat que a vegades no s’agrupen i formen sim-
plets; i entre els paisos nordics, malgrat que Dinamarca es comporta amb més flexibilitat
que Suecia i Finlandia. Els paisos de 'oest sén els que s’agrupen en menor mesura, ja
que a vegades ho fan entre ells, a vegades amb els centrals i -fins i tot- a vegades paisos

com Portugal o Irlanda s’agrupen amb alguns paisos mediterranis.

Encara que per fer una analisi cronologica només disposem de tres clusters, corresponents
a 1995, 1999 i 2003, sembla que les previsions indiquen que Portugal, Italia, Dinamarca,
Irlanda i el Regne Unit son els paisos més erratics, en el sentit que formen agrupacions

amb conjunts més diversos de paisos.



Capitol 8

Annexos

Aquests annexos contenen tot el coneixement empiric necessari per al calcul dels clusters de les
variables borroses que ens descriuen els paisos de la Unié Europea, aixi com dels dendogrames
en els casos en que sigui possible. No s’hi han inclos els calculs pormenoritzats de forma

exhaustiva, és a dir, hi ha el resultat final per a cadascun dels casos.

El primer annex conté tota la informacié sobre les variables estadistiques dels anys 1995 i 1999,
aixi com les seves extrapolacions per a I'any 2003. Les dades per a la resta d’anys es poden

consultar als anuaris estadistics (v. [21] - [24], [86]-[89)]).

En el segon, hi trobem la subdivisio per a cadascuna d’aquestes variables un cop avaluats els

indexs de l'expertesa. Aquests intervals sén els que acabaran per definir les relacions borroses.

Finalment, en el darrer annex, hi ha totes les matrius de les clausures transitives utilitzades en

el procés de classificacié.
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8.1 Dades estadistiques

La taula 8.1 ens déna informacié sobre el nombre de dades estadistiques utilitzades per a cada
variable, i el seu caracter -positiu o negatiu- en el sentit d’incrementar o disminuir el valor
de possibilitat quan augmenta el valor de la variable estadistica. Posteriorment, les taules
compreses entre 8.2 i 8.31 ens proporcionen el valor de cada variable per a cada pais i la seva
prediccié per a I'any 2003, indicant quin ha estat el procés de prediccio i una cota de ’error

comes. En total, un cop fetes les prediccions, s’han utilitzat 3203 valors estadistics.

Taula 8.1: Nombre de dades i caracter de les variables

Xi | Xo | Xg | Xy | X5 | Xo | Xo | Xg | Xo | Xio

nombre de dades | 4 4 11 4 5 10 11 10 3 3

caracter + + + + + + + - - _

Xll X12 X13 Xl4 X15 X16 Xl7 X18 X19 XZO

nombre de dades | 5 6 9 11 11 11 10 4 11 4

caracter + + - - - - + + . +

X21 X22 X23 X24 X25 X26 X27 X28 X29 XBO

nombre de dades | 4 4 4 11 6 6 11 11 6 6

caracter + |+ ]+ |+
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Taula 8.2: Valors de la variable X; i metode de prediccid

X1=% de despesa publica dedicada a ’educacid

95 | 99(*) | 03(*) | metode d’extrapolacié | MSE

B 5.7 | 6.2 6.6 ST(TL) R? = 0.741 -

DK 83 | 89 9.6 ST(TL) R* = 0.786 -

D 4.7 |1 4.9 5.0 R? =0.524 -

2

T(TL

EL 3.7 1 39 4.7

2

E 5.0 | 5.8 6.6 ST(TL) R* = 0.786 -

(TL)
(TL)
(TL)
T(TL) R? = 0.626 -
(TL)
(TL)

F 5.9 | 64 6.7 ST(TL) R* = 0.643 -

IRL | 63| 56 | 55 XN(4,3,3,1) <107°
I 49 | 4.6 | 4.3 XN(4,3,3,1) <1070
NL || 53 | 49 | 47 XN(4,3,3,1) <1070

A 5.5 5.4 5.2 ST(TL) R? = 0.741 -

P 54 | 6.6 7.7 ST(TL) R? = 0.741 -

FIN 76 | 9.0 10.4

w2

S 8.0 | 8.8 9.4 ST(TL) R? = 0.741 -

(TL)
(TL)
T(TL) R? = 0.741 -
(TL)
(TL)

UK 2.5 | 9.9 6.3 ST(TL) R? = 0.741 -

Maxim || 8.3 9 10.4 - -

Minim | 3.7 3.9 4.3 - -

a 4.6 5.1 6.1 - -

b 0.66 | 0.73 | 0.87 - -
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Taula 8.3: Valors de la variable X5 i metode de prediccio

Xo=Ratio bruta de matriculacié a '’eduacacié primaria, secundaria i universitaria

95 | 99 | 03* | metode d’extrapolacid MSE

B 86 | 109 | 134 (TL) R* = 0.979 -

ST(TL)
DK || 89| 97 | 97 | ST(TL) R* = 0.607 -
ST(TL)

D | 81| 94 | 106 (TL) R = 0.992 -

EL | 82| 81 | 81 XN(4,3,3,1) <1075

E 90 | 95 | 100 | ST(TL) R? = 0.981 -

F 89 | 94 | 99 ST(TL) R%* = 0.988 -

I 73| 84 | 97 ST(TL) R* = 0.891 -

TL) R? = 0.971 -

(TL)
(TL)
IRL || 88 | 91 | 94 | ST(TL) R? =0.714 -
(TL)
NL | 91 |102|113| ST(TL)

A | 87|90 | 88 XN(4,3,3,1) <107

P 81 | 96 | 112 | ST(TL) R? = 0.967 -

@8]
=
H
=
%
I
)
o
[@p)
D

FIN 97 | 103 | 109

S 82 | 101 | 125 | ST(TL

UK 86 | 106 | 129 | ST(TL) R? = 0.939 -

Maxim || 97 | 109 | 134 - -

Minim || 73 | 81 | 81 - -

a 24 | 28 | 53 - -

b 341 4 |76 - -
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Taula 8.4: Valors de la variable X3 i metode de prediccio

X3=Demandes de titols per milié6 de persones actives

95 99 03* | metode d’extrapolacié | MSE | MAPE

B | 2276 |273.9|377.1 | ST(TL) R? =0.845 - -

DK || 223.8 | 250.9 | 348.9 | ST(TL) R? = 0.967 - -

D | 355.0493.1 | 518 ST(SES) 2736.6 | 9.75
EL | 102 | 14.8 | 18.8 | ST(TL) R* = 0.754 - -
E 30.6 | 42.6 | 60.9 | ST(TL) R? = 0.902 - -
F || 223.1 | 257.5 | 282.7 | ST(TL) R? = 0.509 - -
IRL | 92.5 | 124.1 | 158.2 | ST(TL) R? = 0.907 - -
I 116.5 | 143.3 | 177.4 | ST(TL) R? = 0.824 - -
NL || 247.7 | 311.0 | 369.7 | ST(TL) R? = 0.497 - -
A | 2101 256.0 | 279.4 ST(EXP) 541.7 | 7.79
p 33 | 59 | 7.1 | ST(TL) R*=0.728 - -
FIN | 367.6 | 454.9 | 632.8 | ST(TL) R? = 0.890 - -
S | 3914|4792 | 742.6 | ST(TL) R? = 0.862 - -
UK | 162.3|189.3 | 209.6 | ST(TL) R? = 0.548 - -

Maxim || 391.4 | 493.1 | 742.6 - - -

Minim 3.3 5.9 7.1 - - -

a 388.1 | 487.2 | 735.5 - - -

b 129.4 | 162.4 | 245.2 - - -
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Taula 8.5: Valors de la variable X, i metode de prediccid
X,=Nombre mitja de llengiies estrangeres estudiades per alumne de secundaria
95% | 99 | 03* | metode d’extrapolacid MSE

B 1.7 122 3.1 ST(TL) R? = 0.696 -
DK 1.6 |24 3 ST(TL) R* = 0.853 -
D 1.3 |14 16 ST(TL) R?* = 0.800 -
EL 1.7 | 1.2] 07 ST(TL) R* = 0.800 -
E 1 1.1 1.2 ST(TL) R?* = 0.600 -
F 1.6 | 1.9 2.3 ST(TL) R* = 0.600 -
IRL 1.1 109 0.8 ST(TL) R? = 0.600 -

I 1.3 | 1.1 09 ST(TL) R? = 0.800 -
NL 1.9 | 1.5 09 ST(TL) R? = 0.600 -
A 1 | 17| 26 ST(TL) R? = 0.800 -
P 1.2 | 1.3 1.3 XN(4,3,3,1) <107°
FIN 23 1291 35 ST(TL) R? = 0.882 -

S 1.7 122 29 ST(TL) R? = 0.600 -
UK 14 |15 1.3 XN(4,3,3,1) <107°

Maxim | 2.3 | 2.9 | 3.5 - -
Minim 1 1091 0.7 - -
a 1.3 | 2 | 28 - -

b 0.26 | 0.4 | 0.56 - -
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Taula 8.6: Valors de la variable X5 i metode de prediccio

X5:fndex de desenvolupament huma donat pel PNUD

95 99 03* metode d’extrapolacid
B 0.925 | 0.935 | 0.952 ST(TL) R* = 0.900
DK 0.905 | 0.921 | 0.932 ST(TL) R* = 0.0.935
D 0.905 | 0.921 | 0.932 ST(TL) R?> = 0.739
EL 0.867 | 0.881 | 0.891 ST(TL) R? = 0.943
E 0.893 | 0.908 | 0.921 ST(TL) R? = 0.954
F 0.913 | 0.924 | 0.937 ST(TL) R? = 0.964
IRL 0.891 | 0.916 | 0.940 ST(TL) R? = 0.995
I 0.895 | 0.909 | 0.923 S
NL 0.921 | 0.931 | 0.945 ST(TL) R? = 0.949

A 0.908 | 0.921 | 0.929 T(TL) R? = 0.845

w2

P 0.853 | 0.874 | 0.899 T(TL) R* = 0.977

w2

FIN 0.907 | 0.925 | 0.936 T(TL) R? = 0.970

w2

S 0.924 | 0.936 | 0.954 ST(TL) R? = 0.922

(TL)
(TL)
(TL)
(TL)
(TL)
T(TL) R? = 0.991
(TL)
(TL)
(TL)
(TL)
(TL)
(TL)

UK 0.914 | 0.923 | 0.949 ST(TL) R? = 0.922

Maxim || 0.925 | 0.936 | 0.954 -

Minim || 0.853 | 0.874 | 0.891 -

a 0.072 | 0.062 | 0.063 -

b 0.024 | 0.021 | 0.021 -
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Taula 8.7: Valors de la variable X4 i metode de prediccio

Annexos

X¢=% del PNB dedicat a la salut
95 99 03 | metode d’extrapolaci6 | MSE | MAPE | EE
B 87 | 88 |9.58| ST(TL) R?>=0.771 - - ,
DK 82 | 84 |[8.14 XN(6,3,1) <1076 1.2
D 10.2 | 10.9* | 11.8 | ST(TL) R? = 0.855 - - -
EL 89 | 9.1% | 9.8 ST(TL) R? = 0.544 - - ,
E 7.0 | 7.0% | 7.02 XN(12,6,1) <1076 - 9.03
F 96 | 94 | 9.9 ST(TL) R?* = 0.515 - - i,
IRL 73 | 6.8 | 6.8 XN(8,4,1) <1076 - 10.21
I 79 | 82 |822 XN(6,3,1) <1076 - 4.37
NL 6.3 | 87 | 87 XN(6,3,1) <1076 - 2.16
A 85 | 82 | 9.0 ST(TL) R? = 0.537 - - i,
P 76 | 8.0 | 87 ST(TL) R? = 0.819 - - i,
FIN 75 | 6.8 | 6.0 ST(TL) R? = 0.697 - - -
S 81 | 80* | 7.7 ST(TL) R? = 0.606 - - .
UK 69 | 69 | 69 XN(6,3,1) <1076 - 12.97
Maxim || 10.2 | 10.9 | 11.8 - - - ;
Minim || 6.3 | 6.8 6.0 - - - i,
a 39 | 41 | 58 - - - ,
b 0.35| 0.37 | 0.53 - - . ,
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Taula 8.8: Valors de la variable X; i metode de prediccid
X,=Esperanca de vida en néixer
95 99 03* | metode d’extrapolacié
B 76.8 | 77.6 | 78.5 ST(TL) R* = 0.956
DK 75.25 | 76.6 | 77.05 | ST(TL) R? = 0.853
D 76.5 | 77.7 | 78.82 | ST(TL) R*=0.990
EL 77.65 | 78.05 | 78.70 | ST(TL) R* = 0.884
E 779 | 789 | 79.78 | ST(TL) R* = 0.988
F 77.9 | 78.65 | 79.61 | ST(TL) R* = 0.986
IRL 75.65 | 76.50 | 77.06 | ST(TL) R? = 0.957
| 78.1 | 78.95 | 79.93 | ST(TL) R? = 0.965
NL 775 | 77.9 | 78.25 | ST(TL) R? = 0.778
A 76.85 | 78.05 | 79.13 | ST(TL) R* = 0.989
P 74.9 | 75.55 | 76.33 | ST(TL) R?* = 0.887
FIN 76.5 | 774 | 785 ST(TL) R? = 0.976
S 78.8 | 79.5 | 80.47 | ST(TL) R* =0.973
UK 76.6 | 77.4 | 7821 | ST(TL) R* = 0.962
Maxim | 78.8 | 79.5 | 80.47 -
Minim | 74.9 | 75.55 | 76.33 -
a 3.9 | 395 | 414 -
b 0.355 | 0.359 | 0.376 -
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Taula 8.9: Valors de la variable Xg i metode de prediccid

Annexos

Xg=Nombre mitja de cigarretes disponibles al mercat, per persona

95 99 03* | metode d’extrapolacié MSE EE
B 1585 | 1206 | 859 ST(TL) R? = 0.596 - -
DK 1702 | 1605 | 1656 XN(8,4,1) 6 x 1073 2.95
D || 1654 | 1687 | 1695 XN(8,4,1) 88 x 1073 | 2.36
EL 2937 | 2853 | 2890 XN(10,5,1) 2.8 x 1073 2.62
E 1989 | 2284 | 2086 XN(10,5,1) 102 10.87
F 1519 | 1427 | 1216 ST(TL) R? = 0.962 - -
IRL 1680 | 1733 | 1744 XN(10,5,1) 1.8 x 1073 2.64
I 1531 | 1625 | 1583 XN(10,5,1) 9.9 x 1074 3.25
NL | 1075 | 1058 | 887 | ST(TL) R? = 0.672 ; ;
A 1568 | 1919 | 1741 XN(10,5,1) 9.6 x 1073 | 15.26
P 1638 | 1653 | 1651 XN(12,6,6,1) 1.3 x 1074 1.94
FIN | 1016 | 934 | 553 | ST(TL) R? = 0.866 . .
S 920 | 644 | 336 | ST(TL) R? = 0.901 ; ;
UK | 1552 | 1400 | 1259 | ST(TL) R? = 0.831 ; ;
Maxim | 2937 | 2853 | 2890 - - -
Minim || 920 644 336 - - -
a 2017 | 2209 | 2554 - - -
b 672.3 | 736.3 | 851.3 - - -
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Taula 8.10: Valors de la variable Xy i metode de prediccid

Xg=Taxa d’accidents de treball amb més de tres dies d’absencia

95% | 99* | 03* metode d’extrapolacid
B 4925 | 5149 | 5373 ST(TL) R* = 0.75
DK 2365 | 3371 | 4377 ST(TL) R* =0.75
D 5028 | 4944 | 4860 ST(TL) R* = 0.75
EL 4376 | 2658 | 920 ST(TL) R* = 0.75
E 6618 | 7164 | 7710 ST(TL) R* =0.75
F 5053 | 4893 | 4733 ST(TL) R? = 0.75
IRL | 1545 | 1411 | 1277 ST(TL) R? = 0.75
I 4097 | 4107 | 4117 ST(TL) R? = 0.75
NL || 4304 | 3812 | 3230 ST(TL) R? = 0.75
A | 5453 | 2895 | 397 ST(TL) R? = 0.75
P || 8163 | 4973 | 1783 ST(TL) R? = 0.75
FIN | 3210 | 3480 | 3750 ST(TL) R? = 0.75
S 047 | 1405 | 1863 ST(TL) R? = 0.75
UK | 1659 | 1483 | 1307 ST(TL) R? = 0.75
Maxim || 8163 | 7164 | 7710 -
Minim || 947 | 1405 | 397 -
a 7216 | 5759 | 7313 -
b 801.8 | 639.9 | 812.6 -
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Taula 8.11: Valors de la variable Xjy i metode de prediccid

X10=% de persones que tenen almenys tres problemes a la vivenda

95 | 99*% | 03* | metode d’extrapolacid MSE

B 16 12 9 ST(TL) R? = 0.942 -

(TL)

DK 8 | 14 | 20 | ST(TL) R =0.942 -

D 10 | 16 | 21 | ST(TL) R? = 0.519 -
(

EL | 24 | 44 | 59 | ST(TL) R? = 0.703 -

E 25 | 33 | 99 XN(3,2,1) <107
F 20 | 16 | 11 | ST(TL) R? =0.973 -
IRL | 10 | 29 | 44 | ST(TL) R? = 0.834 -
I 19 | 34 | 45 | ST(TL) R? = 0.729 -
NL || 14 | 2 | 0 | ST(TL) R? =0.893 -
A 12 | 17 | 21 | ST(TL) R? = 0.942 -
(TL)

P 38 | 33 | 28 ST(TL) R* = 0.923 -

FIN | 20 | 18 | 23 XN(3,2,1) <1076

S 10 | 10 | 20 XN(3,2,1) <1076

UK || 22| 6 | 0 | ST(TL) R?=0.942 -

Maxim 38 44 99 - -

Minim 8 2 0 - -

a 30 42 | 99 - -

b 2731382 9 - -
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Taula 8.12: Valors de la variable X7, i metode de prediccio

X11=PNB per capita

95 99 03* | metode d’extrapolacié | MSE

B 16428 | 25443 | 28603 | ST(TL) R? = 0.799 -

DK 22247 | 25869 | 27240 | ST(TL) R? = 0.918 -

D 20275 | 23742 | 26624 | ST(TL) R? = 0.921 -

EL 5020 | 15414 | 19388 | ST(TL) R? = 0.766 -

B 9141 | 18079 | 21435 | ST(TL) R? = 0.783 -

IRL 13134 | 25918 | 30111 | ST(TL) R? = 0.847 -

I 15392 | 22172 | 24756 | ST(TL) R? = 0.813 -

NL 17325 | 24215 | 26353 | ST(TL) R? = 0.830 -

A 18109 | 25089 | 27364 | ST(TL) R* = 0.831 -

(TL)
(TL)
(TL)
(TL)
(TL)
F || 18069 | 22897 | 24645 | ST(TL) R? = 0.779 -
(TL)
(TL)
(TL)
(TL)
(TL)

P 5175 | 16064 | 20681 | ST(TL) R* = 0.757 -

FIN 18460 | 23096 | 26840 XN(4,3,3,1) <107

S 19521 | 22636 | 24620 XN(4,3,3,1) <107¢

UK 13445 | 22093 | 25666 | ST(TL) R* = 0.776 -

Maxim || 22247 | 25918 | 30111 - -

Minim || 5020 | 15414 | 19388 - -

a 17227 | 10504 | 10723 - -

b 1566.1 | 954.9 | 974.8 - -
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Taula 8.13: Valors de la variable X5 i metode de prediccio

X19=% d’escombraries reciclades

95 | 99*% | 03* | metode d’extrapolacié | MSE
B 52 | 56.5 | 62 | ST(TL) R? = 0.695 :
DK | 56 |65.1|72.7| ST(TL) R?=0.743 ;
D 71 | 88.3 | 100 | ST(TL) R? = 0.991 ;
EL | 28 |31.9|36.1| ST(TL)R?=0.924 .
E 36.5 | 49.8 | 43.3 XN(8,4,1) <1076
F 44 | 504|558 | ST(TL) R? = 0.845 :
IRL 23 | 27.1 | 32 ST(TL) R* = 0.919 -
I 40.5 | 29.2 | 26.0 XN(8,4,1) <106
NL || 74.5|83.2]929| ST(TL) R? = 0.971 ;
A 71 | 84.6 | 97.2| ST(TL) R? = 0.925 ;
P ||39.5|43.1|47.9| ST(TL) R? = 0.732 ;
FIN | 44 |52.9|59.5 | ST(TL) R? = 0.765 ;
S 60 | 79.7|96.4 | ST(TL) R? = 0.936 ;
UK 31 | 37.3 424 | ST(TL) R* =0.929 -
Maxim | 74.5 | 88.3 | 100 - -
Minim 23 | 27.1| 26 - -
a 51.5 | 61.2 | 74 - -
b 4.68 | 5.56 | 6.73 - -
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Taula 8.14: Valors de la variable X;3 i metode de prediccid

Xi3=Emissions de C'O, (tones per habitant)

95 | 99* | 03* | metode d’extrapolacid MSE EE

B 12.4 | 12.9 | 13.4 | ST(TL) R?=0.772 - -

(TL)
DK | 11.6 | 13.7 | 15.1 | ST(TL) R* = 0.567 - -
(TL)
(TL)

D | 11.1]107] 10 | ST(TL) R? =0.597 - -
EL | 86| 88 | 9 | ST(TL) R? = 0.842 - -
E 6.5 | 6.10 | 6.11 XN(8,4,1) <107% | 4.02
F 66 | 68 | 5 XN(8,4,1) 1.1x 1072 | 2.25

IRL 9.6 | 9.9 | 10.2 | ST(TL) R*=0.828 - -

I 7.7 | 8.1 9 XN(8,4,1) <107 6.05

NL || 11.5 | 11.9 | 12,5 | ST(TL) R? = 0.813 - -

A 79 | 82 | 6.1 XN(8,4,1) 1.1 x107% | 6.48

(TL) R? = 0.574 - -

FIN 11.9 | 129 | 15

ST(TL)

XN(12,6,6,1) 6.4 x 1073 | 10.18

S 66 | 71 | 7.5 | ST(TL) R? = 0.692 - -
ST(TL)

UK 94 | 94 9 (TL) R? = 0.510 - -

Maxim || 12.4 | 13.7 | 15 - - -

Minim || 5.2 | 5.3 5 - - -

b 0.8 093] 1.11 - - -
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Taula 8.15: Valors de la variable X4 i metode de prediccio

Annexos

Xy=Taxa d’atur
95 99 | 03 | metode d’extrapolacié MSE MAPE | EE
B 99 | 8.8 | 9.2 XN(12,6,6,1) 6.2x1074 | - 3.91
DK 72 | 5.2 | 35 ST(TL) R%? = 0.708 - - -
D 8.2 | 86 | 11.2 XN(12,6,6,1) <1076 _ 8.67
EL 9.2 | 11.6 | 13.1 | ST(TL) R?* = 0.961 - - -
E 2291159 | 14 XN(12,6,6,1) <1076 - 6.23
F 11.7 | 11.2 | 10.6 XN(12,6,6,1) <1076 ; 4.03
IRL 123 | 5.6 | 2.6 ST(TL) R* = 0.816 - - -
I 11.6 | 11.3 | 13 | ST(D(4)) (R? = 0.558) 0.53 6.19 -
NL | 69 | 34 | 3.2 | ST(D(4)) (R*=0.510) | 0.75 14.27 | -
A 39 | 39 | 3.7 XN(12,6,6,1) <1076 - 2.69
P 73 | 45 | 4.1 XN(12,6,6,1) <1076 _ 2.01
FIN | 154 ]102|13.1 XN(12,6,6,6,1) <106 ; 15.86
S 88 | 7.2 | 5.6 XN(12,6,6,1) <106 - 2496
UK | 87| 6.1 | 55 XN(12,6,6,1) <107 _ 8.41
Maxim || 22.9 | 15.9 | 14 - - - -
Minim || 3.9 | 34 | 2.6 - - - -
a 19 | 125|114 - - - -
b 2711179 | 1.63 - - - -
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Taula 8.16: Valors de la variable X;5 i metode de prediccid

X15=% de persones ocupades a temps parcial

95 99 | 03* | metode d’extrapolacié | MSE | MAPE | EE

B 13.6 | 19.8 | 21.4 | ST(TL) R? = 0.840 - - -

DK || 21.6 |20.8 | 21.5 | ST(D(5)) (R? =0.496) | 0.15 | 1.50 | -

D 16.3 | 19.0 | 20.7 | ST(TL) R? = 0.913 - - ;

EL 48 | 6.1 | 4.6 XN(12,6,6,1) <1076 | - 10.82

B 7.5 | 83 |10.1 ST(TL

F 15.6 | 17.219.8 | ST(TL

NL 37.3 1394 436 | ST

A 139 |1 16.8 | 19.0| ST

P 7.5 | 11.0 | 13.3 | ST(D(5

(R =0.907) | 0.147 | 4.02 -
(

FIN 11.8 | 12.2 | 12.3 | ST(D(3)) (R* = 0.495) | 0.041 1.62 -

S | 25.1%|238|21.9| ST(TL) R? = 0.866 - - -

)
)
)
(
(TL)
(TL)
IRL | 121 |16.7|19.6 | ST(TL) R? = 0.909 - ; ;
(TL)
(TL)
(TL)
)
)
)
)

=vlll =y

UK 24.1 | 24.8 1 26.4 | ST(TL) R* = 0.894 - - -

Maxim || 37.3 | 39.4 | 43.6 - - - -

Minim 4.8 6.1 | 4.6 - - - -

a 32.5 [ 333 39 - - - -

b 10.83 | 11.1 | 13 - - - -
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Taula 8.17: Valors de la variable X34 i metode de prediccid

Annexos

Xjg=Taxa d’atur per a joves menors de 25 anys
95 | 99 | 03* | metode d’extrapolacié MSE | MAPE | EE
B 23.9 | 23.7| 3.7 XN(12,6,6,1) 6 x 1074 - 20.11
DK 106 | 9.6 | 6.5 ST(TL) R% = 0.656 - - -
D 88 | 9.1 | 80 XN(12,6,6,1) <1076 - 7.10
EL 28.5 | 31.3 | 34.9 | ST(D(5)) (R* = 0.815) - - -
E 42.5 1 29.5 | 26.2 XN(12,6,6,1) <107 - 7.02
F 27.6 | 24.0 | 20.0 XN(12,6,6,1) <1076 - 5.26
IRL 195 ] 84 | 5.1 ST(TL) R? = 0.567 - - -
I 33.7 1 32.6 | 29.6 | ST(SES) (R* = 0.521) 1.16 3.09 -
NL 120 7.1 | 54 XN(12,6,6,1) <1076 - 6.97
A 56 | 5.4 | 5.3 XN(12,6,6,1) <1076 - 6.04
P 16.6 | 9.0 | 89 XN(12,6,6,1) <1076 - 23.79
FIN 29.7 1214|214 XN(12,6,6,1) <1076 - 5.40
S 19.0 | 13.6 | 11.2 XN(12,6,6,1) <1076 - 22.91
UK 159 | 13.2 | 12,5 XN(12,6,6,1) <1076 - 4.74
Maxim || 42.5 | 32.6 | 34.9 - - - -
Minim || 5.6 | 54 | 3.7 - - - -
a 36.9 | 24.1 | 31.2 - - - -
b 7.38 | 4.82 | 6.24 - - - -
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Taula 8.18: Valors de la variable X;7 i metode de prediccid

Xi17=Despeses totals en proteccio social per habitant
95 99* 03* | metode d’extrapolacio | MSE | MAPE | EE
B 5867 | 6619 | 7381 ST(TL) R% = 0.80 - - ,
DK 8494 | 9601 | 11182 ST(TL) R* = 0.921 - - i,
D 6655 | 7140 | 8532 ST(TL) R? = 0.912 - - i,
EL 19.15 | 2555 | 3085 ST(TL) R* = 0.941 - - ,
E 2478 | 2809 | 3085 | ST(D(5)) (R? =0.637) | 11160 3.5 -
F 6267 | 6924 | 8147 ST(TL) R* = 0.960 - - -
IRL 2767 | 3570 | 4232 ST(TL) R%* = 0.983 - - .
| 3606 | 4898 | 5056 | ST(D(5)) R* =0.562 | 43309 4.7 -
NL 6340 | 6665 | 7529 ST(TL) R? = 0.896 - - -
A 6526 | 7347 | 8596 ST(TL) R? = 0.899 - - -
P 1730 | 2395 | 3030 ST(TL) R?> = 0.977 - - -
FIN 6158 | 6193 | 6207 XN(12,6,6,1) <107 - 2.64
S 7316 | 8042 | 8037 XN(12,6,6,1) <1076 - 6.80
UK 4111 | 5398 | 6441 | ST(D(4)) (R* =0.869) | 61848 5.4 -
Maxim || 8494 | 9601 | 11182 - - - ;
Minim || 1730 | 2395 | 3030 - - - ;
a 6764 | 7206 | 8152 - - - ;
b 966.3 | 1029.4 | 1164.6 - - - ;
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Taula 8.19: Valors de la variable X35 i metode de prediccid

X18=% del PNB dedicat a ajuda al desenvolupament

95%* 99 03* | metode d’extrapolacié | MSE

B 0.34 | 0.30 | 0.35 XN(4,3,3,1) <1076

DK | 1.02 | 1.01 | 1.11 XN(4,3,3,1) <107

D 0.34 | 0.26 | 0.16 ST(TL) R? = 0.808 -

EL | 0.13 | 0.15 | 0.18 | ST(TL) R = 0.600 -

E 0.13 | 0.23 | 0.24 XN(4,3,3,1) <10-¢

F 0.51 | 0.39 | 0.25 ST(TL) R? = 0.948 -

IRL || 0.26 | 0.31 | 0.32 XN(4,3,3,1) <10¢

I 0.51 | 0.15 | 0.51 XN(4,3,3,1) <10-¢

NL | 0.82 | 0.79 | 0.76 | ST(TL) R* = 0.891 -

A 0.25 | 0.26 | 0.35 XN(4,3,3,1) <1078

p 0.21 | 0.26 | 0.32 | ST(TL) R*=0.700 -

FIN | 0.33 | 033 | 0.31 XN(4,3,3,1) <107

S 0.89 | 0.70 | 0.49 | ST(TL) R? = 0.962 -

UK | 029 | 023 | 020 | ST(TL) R? =0.563 -

Maxim || 1.02 | 1.01 | 1.11 - -

Minim || 0.13 | 0.15 | 0.16 - -

a 0.89 | 0.86 | 0.95 - -

b 0.297 | 0.287 | 0.317 - -
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Taula 8.20: Valors de la variable X3¢ i metode de prediccid

Xj9=Comparaci6 del nivells d’atur entre homes i dones
95 99 03* | metode d’extrapolacio MSE MAPE | EE
B 1.68 | 1.4 | 0.99 | ST(D(5)) (R*=0.74) 0.023 7.27 -
DK 1.53 | 1.33 | 1.26 XN(12,6,6,1) <1076 - 11.65
D 1.35 | 1.11 | 0.88 ST(TL) R* = 0.921 - - -
EL 227 235 2.13 ST(TL) R? = 0.567 - - -
E 1.68 | 2.05 | 2.1 XN(12,6,6,1) <1076 - 7.12
F 1.44 | 1.40 | 1.39 XN(12,6,6,1) <107¢ - 7.96
IRL 1.02 | 0.96 | 0.88 ST(TL) R? = 0.869 - - -
I 1.82 | 1.79 | 1.60 ST(TL) R? = 0.753 - - -
NL 1.51 | 1.92 | 1.62 XN(12,6,6,1) 3 x 1072 - 11.66
A 1.61 | 1.38 | 1.23 ST(TL) R? = 0.802 - - -
P 1.26 | 1.33 | 1.34 XN(12,6,6,1) 7.4 %1073 - 7.1
FIN 0.96 | 1.1 | 1.36 | ST(D(5)) (R?> =0.923) | 0.00198 4.3 -
S 0.80 | 0.99 | 0.86 XN(12,6,6,1) 1072 - 14.84
UK 0.69 | 0.79 | 0.73 XN(12,6,6,1) 3.1x1073 - 8.92
Maxim | 2.27 | 2.35 | 2.13 - - - -
Minim || 0.69 | 0.79 | 0.73 - - - -
a 1.58 | 1.56 | 1.4 - - - -
b 0.527 | 0.52 | 0.467 - - - -
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Taula 8.21: Valors de la variable X5y i metode de prediccid

Xo0=Comparacid, entre els percentatges d’homes i dones,
que composen la ratio bruta de matriculacié

combinada a I’educacié primaria, secundaria i universitaria

95 99 03* | metode d’extrapolacid MSE

B 1 1.04 | 1.08| ST(TL) R?=0.767 -
DK 1.04 | 1.07 |1.10 | ST(TL) R? = 0.966 -

D 095 | 0.98 |1.02| ST(TL) R*=0.771 -
EL 096 | 1.01 |1.06| ST(TL) R*=0.895 -

E 1.08 | 1.08 |1.13 XN(4,3,1) <107

F 1.05 | 1.03 | 1.0 | ST(TL) R? =0.771 -
IRL 1.02 | 1.04 |1.06 XN(4,3,1) <107

I 1.03 | 1.07 | 1.09 | ST(TL) R*=0.639 -
NL 095 | 0.96 |1.20 XN(4,3,1) <107
A 097 | 0.99 |1.01| ST(TL) R?=0.771 -

P 1.09 | 1.05 |1.01| ST(TL) R?*=0.584 -
FIN 1.09 | 1.09 |1.05 XN(4,3,1) <10°¢

S 1.04 | 1.13 |1.24 | ST(TL) R? =0.737 -

UK 1.01 1.12 | 1.23| ST(TL) R*=0.757 -

Maxim || 1.09 1.13 | 1.24 - -

Minim || 0.95 0.96 1.0 - -

a 0.14 0.17 | 0.24 - -

b 0.0467 | 0.0567 | 0.08 - -
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Taula 8.22: Valors de la variable X5, i metode de prediccio

Xo1=Ratio entre el PIB de la dona i el PIB mitja

95 | 99 | 03* | metode d’extrapolacié | MSE
B 33.6 | 61 | 56.6 XN(4,3,1) <1076
DK | 418822 |79.1 XN(4,3,1) <10
D | 348667514 XN(4,3,1) <10
EL || 318 61 | 72.7 XN(4,3,1) <107
E || 20.7 | 59.4 | 52.7 XN(4,3,1) <10
F|39.1]76.5 | 79.4 XN(4,3,1) <10
IRL | 26.8|55.4 | 88.9 XN(4,3,1) <106
I 31.2 | 61.5 | 63.2 XN(4,3,1) <106
NL | 341 |67.7]67.1 XN(4,3,1) <10
A | 336655693 XN(4,3,1) <10
P | 342695547 XN(4,3,1) <10
FIN | 42 | 79.7 | 80.1 XN(4,3,1) <10
S ||44.7 (809 85 XN(4,3,1) <1076
UK | 376|758 | 75.9 XN(4,3,1) <1076
Maxim || 44.7 | 82.2 | 88.9 - -
Minim | 26.8 | 55.4 | 51.4 - -
a 17.9 | 26.8 | 38.5 - -
b 3.58 | 5.36 | 7.5 - -
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Taula 8.23: Valors de la variable X9 i metode de prediccio

X9o=% de dones amb carrecs administratius i executius

95% | 99 | 03* | metode d’extrapolacid MSE

B 147 | 19 | 19.7 XN(4,3,1) <106

DK | 17.5 | 23.1|29.8 | ST(TL) R? = 0.881 -

D 239 | 26 |25.8 XN(4,3,1) <107
EL | 19.0 | 250|214 XN(4,3,1) <107
E 15.8 | 31 | 322 XN(4,3,1) 2.4 % 1076

F 57 | 16 | 27 (TL) R? = 0.879 -

ST(TL)
IRL | 14.7 | 34 |48.2| ST(TL) R? = 0.603 :
ST(TL)

I 56.4 | 49 | 44.4 (TL) R? = 0.632 -
NL || 35.2 | 23 | 226 XN(4,3,1) <106
A 22.2 | 26 | 15.8 XN(4,3,1) <1076
P 30.5 | 32 |31.2 XN(4,3,1) <106

FIN | 238 | 29 [32.6| ST(TL) R*=0.650 -

S 385 | 29 |14.1| ST(TL) R?=0.514 -

UK 33 | 33 | 33 XN(4,3,1) <10°¢

Maxim || 56.4 | 49 | 48.2 - -

Minim 2.7 16 | 14.1 - -

a 50.7 | 33 | 34.1 - -

b 10.14 | 6.6 | 6.82 - -
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Taula 8.24: Valors de la variable X553 i metode de prediccid

Xo3=% de dones professionals i tecniques

95% | 99 | 03* | metode d’extrapolacié | MSE

B 51.3 | 50 | 74.6 XN(4,3,1) <1076

DK 71.9 | 50 | 79.3 XN(4,3,1) <107

D 48.5 | 50 | 50.9 ST(TL) R?* = 0.60 -

EL 43.1 | 46 | 484 ST(TL) R? = 0.917 -

E 38.4 | 44 | 615 XN(4,3,1) < 1076

F 40.6 | 42.3 | 44.2 ST(TL) R? = 0.985 -

)
IRL | 44 | 50 | 54.6 | ST(TL) R? =0.610 -
)

I 5.4 43 | 654 ST(TL) R? = 0.594 -

NL 434 | 46 | 48.9 ST(TL) R* = 0.965 -

A 53.9 | 49 | 57.7 XN(4,3,1) <10°¢

P 52.7 | 51 | 49.3 ST(TL) R? = 0.657 -

wn
—
—
—
3
Il
©
\]
W
(@)

FIN 63.30 | 62 61

S 714 | 49 | 23.3 ST(TL

UK 434 | 45 | 46.6 ST(TL) R?* =0.734 -

Maxim || 71.9 | 62 | 79.3 - -

Minim 5.4 | 423 ] 233 - -

a 66.5 | 19.7 | 56 - -

b 22.17 | 6.57 | 18.67 - -
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Taula 8.25: Valors de la variable X4 i metode de prediccio

Xo4=% del PNB dedicat a R+D

95 99 03* | metode d’extrapolacid MSE MAPE | EE

B || 1.72] 1.98 | 2.15 | ST(TL) R* =0.933 - - -

DK 1.84 | 2.00 | 2.23 ST(TL) R* = 0.981 - - -

D |[226] 244 | 2.40 XN(12,6,6,6,1) 18x 1073 | - |3.97

EL 0.49 | 0.58* | 0.67 ST(TL) R* = 0.820 - - -

E |[081] 0.89 | 0.90 XN(12,6,6,6,1) 9.5 x 1076 _ 12.6

F || 231|219 | 2.08 | ST(TL) R* = 0.870 - - -

IRL | 1.35| 1.66 | 2.01 | ST(TL) R? =0.935 - - -

I 1.00 | 1.04 | 0.82 | ST(TL) R? = 0.786 - - -

NL | 1.99 | 1.95% | 1.95 XN(12,6,6,6,1) <1078 _ .

A 1.56 | 1.83 | 1.97 ST(TL

P 0.57 | 0.76 | 0.79 ST(TL) R* = 0.653 - - -

FIN 229 | 3.19 | 3.54 ST(TL

S 3.46 | 3.80 | 44 ST(TL) R* =0.973 - . -

UK || 1.99 | 1.87 | 1.70 | ST(D(5)) (R =0.87) | 0.0011 140 | -

Maxim || 3.46 | 3.80 | 4.4 - - - .

Minim || 0.49 | 0.58 | 0.67 - - - .

a 297 | 3.22 | 3.73 - - - -

b 0.27 1 0.293 | 0.339 - - - .
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Taula 8.26: Valors de la variable Xs5 i metode de prediccid

X95=% de llocs de treball de serveis de forta concentracié de coneixement
95 99 03* | metode d’extrapolacié | MSE MAPE
B 32.86 | 36.72 | 39.21 | ST(D(3)) (R?* =0.931) | 0.069 0.64
DK 38.96 | 41.56 | 44.16 | ST(D(3)) (R* =0.921) | 0.026 0.335
D 26.88 | 29.92 | 32.55 | ST(D(3)) (R* =0.987) | 0.013 0.35
EL 20.10 | 22.13 | 23.54 | ST(D(3)) (R* =0.941) | 0.012 0.43
E 21.98 | 24.03 | 25.89 | ST(D(3)) (R* =0.802) | 0.099 1.25
F 33.42 | 34.66 | 35.61 | ST(TL) R? = 0.946 - -
IRL 29.19 | 31.19 | 32.42 | ST(D(3)) (R* = 0.817) | 0.139 0.91
| 24.01 | 26.21 | 28.45 | ST(D(3)) (R* = 0.991) | 0.0065 0.27
NL 36.65 | 39.05 | 40.92 | ST(D(3)) (R*=0.889) | 0.111 0.76
A 25.63 | 27.96 | 30.02 | ST(TL) R? = 0.839 - -
P 21.68 | 18.85 | 16.98 | ST(D(3)) (R* =0.623) | 0.46 2.61
FIN || 37.27 | 37.41 | 37.92 XN(12,6,6,6,1) <1076 -
S 44.22 | 45.38 | 46.45 | ST(D(3)) (R?=0.576) | 0.20 0.81
UK 36.76 | 39.31 | 41.48 | ST(TL) R? = 0.986 - -
Maxim || 44.22 | 45.38 | 46.45 - - -
Minim | 20.10 | 18.85 | 16.98 - - -
a 24.12 | 26.53 | 29.47 - - -
b 4.824 | 5.306 | 5.894 - - -
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Taula 8.27: Valors de la variable X4 i metode de prediccid

Annexos

X26=% de llocs de treball en manufactures d’alta i mitjana tecnologia
95 99 03* | metode d’extrapolacid MSE MAPE
B 778 | 7.20 | 6.44 ST(TL) R? = 0.974 - -
DK 7.37 | 6.39 | 5.76 ST(TL) R* = 0.601 - -
D 10.99 | 10.87 | 11.04 XN(12,6,6,6,1) 8 x 1073 -
EL 2.23 | 2.21 | 2.36 XN(12,6,6,1) <1076 -
E 5.27 | 546 | 5.62 XN(12,6,6,6,1) <1076 -
F 720 | 7.24 | 6.85 XN(12,6,6,1) <1076 -
IRL 6.60 | 7.31 | 7.12 XN(12,6,6,1) <1076 -
I 746 | 7.62 | 8.08 XN(12,6,6,1) <1076 -
NL 5.01 | 4.66 | 4.20 ST(TL) R?> = 0.777 - -
A 6.69 | 6.62 | 6.65 XN(12,6,6,1) <1076 -

P 4.05 | 3.57 | 3.13 | ST(D(2)) (R?> =0.573) | 0.018 3.28
FIN 6.68 | 7.23 | 7.46 | ST(D(2)) (R?> =0.525) | 0.013 1.30
S 7.60 | 826 | 7.72 XN(12,6,6,1) <1076 -

UK 7.64 | 761 | 6.79 XN(12,6,6,1) <1076 -
Maxim | 10.99 | 10.87 | 11.04 - - ;
Minim || 2.23 | 2.21 | 2.36 - - ;

a 8.76 | 8.66 | 8.68 - - ,
b 0.973 | 0.962 | 0.964 - - ,
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Taula 8.28: Valors de la variable X7 i metode de prediccid

Xor=Patents d’alta tecnologia per milié de persones actives
95 99 03* metode d’extrapolacié MSE MAPE | EE

B 26.3 | 49.7 54.3 ST(TL) R? = 0.858 - - -
DK 25.7 | 53.9 60 ST(D(5)) (R? = 0.849) 22.10 19.7 -
D 28.4 | 732 91.9 | ST(D(3)) (R?* = 0.886) 29.7 14.1 -

EL 1.2 2.1 1.14 XN(12,6,6,6,1) 3x 107! - 26.65
E 2.7 7.4 11.2 | ST(EXP) (R? = 0.745) 0.46 17.67 -
F 29.5 | 55.5 | 57.65 | ST(EXP) (R? = 0.675) 24.9 11.35 -
IRL 17.0| 33.6 | 46.36 | ST(EXP) (R?* = 0.743) 11.5 21.6 -
I 10.2 | 14.0 | 16.81 | ST(D(3)) (R? =0.971) 0.19 3.74 -
NL 43.2 | 95.4 | 101.05 | ST(EXP) (R?> =0.731) | 73.86 14.56 -
A 16.7 | 26.0 | 34.51 | ST(EXP) (R? = 0.826) 3.27 11.97 -
P 0.0 0.9 1.7 | ST(D(5)) (R* = 0.765) 0.15 8.0 -
FIN 93.0 | 234.7 | 278.1 ST(TL) R? = 0.884 - - -
S 51.8 | 148.5 | 1554 ST(TL) R? = 0.831 - - -
UK 25.0 | 46.7 | 55.53 | ST(EXP) (R?* =0.792) 10.9 10.4 -
Maxim | 93.0 | 234.7 | 278.1 - - - -
Minim | 0.0 0.9 1.7 - - - -
a 93 | 233.8 | 2764 - - - -
b 8.45 | 21.255 | 25.127 - - - -

275



276 Annexos

Taula 8.29: Valors de la variable Xsg i metode de prediccid

Xog=Consum d’energia per habitant

95 | 99 | 03* | metode d’extrapolacid MSE MAPE | EE

B 50 | 56| 58 | ST(D(5)) (R?=0.873) | 0.010 169 | -
DK || 3.9 | 3.8 |4.07 XN(12,6,6,6,1) 23x1072| - | 967
D 4.1 | 41| 418 XN(12,6,6,6,1) 34x1073| - | 1.68

EL 23 |25 2.7 ST(TL) R? = 0.817 - - -

)

E 2.6 |3.0| 3.0 | ST(D(5)) (R* =0.872) | 0.0057 2.5 -

F 41 |42 4.4 | ST(D(5)) (R* =0.553) | 0.0059 143 | -
IRL || 3.1 |3.7| 3.8 | ST(D(5)) (R*=0.903) | 0.0066 2.3 -

I 28 3.0 3.1 | ST(D(3)) (R =0.677) | 0.0033 168 | -
NL | 47 |47] 5 |ST(D(5)) (R*=0.702) | 0.001 053 | -

A 33 | 35| 3.5 | ST(D(5)) (R?=0.520) | 0.0076 | 2.19 | -

P 2.0 | 24| 2.5 | ST(D(5)) (R? =0.929) | 0.0035 217 | -
FIN | 56 | 63| 6.4 | ST(D(4)) (R2=0.511) | 0.032 284 | -

S 57 | 5.7|5.55 XN(12,6,6,6,1) 56x1073 | - | 4.06

)

UK | 3.7 |37] 40 | ST(D(5)) (R2=0.694) | 0.0017 | 092 | -

Maxim || 5.7 | 6.3 | 6.4 - - - -

Minim || 2.0 | 24| 25 - - - .

b 1.23 (1.3 ] 1.3 - - - -
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Taula 8.30: Valors de la variable X9 i metode de prediccid

X99="% d’internautes sobre el total de la poblacid

95 99 03 metode d’extrapolaci
B 1.0 | 13.7 | 36.7 ST(TL) R? = 0.825
DK 3.8 | 28.2 | 66.2 ST(TL) R? = 0.897

D 1.8 [ 19.4 | 42.7 T(TL) R? = 0.928

@)

EL 0.8 | 7.1 | 13.7 T(TL) R? = 0.889

w2

B 04 | 7.2 | 187 T(TL) R? = 0.867

w2

F 1.6 | 9.6 | 224 ST(TL) R? = 0.821
IRL 1.1 [ 11.9 | 35.1 S
I 1.0 | 87 | 28.1 ST(TL) R? = 0.705

NL 3.9 | 19.0| 55 T(TL) R? = 0.719

w2

A 1.9 | 22.8 | 48.0 T(TL) R* = 0.953

9]

P 09 | 7.0 | 14.7 T(TL) R? = 0.974

w2

(TL)
(TL)
(TL)
(TL)
(TL)
(TL)
T(TL) R? = 0.805
(TL)
(TL)
(TL)
(TL)
(TL)
(TL)
(TL)

FIN 13.9 | 32.3 | 57.7 ST(TL) R* = 0.923
S 5.1 | 41.4 | 85.3 ST(TL) R? = 0.984
UK 1.9 | 21.0 | 47.3 ST(TL) R? = 0.919

Maxim | 13.9 | 41.4 | 85.3 -

Minim || 0.4 | 7.1 13.7 -

a 135|343 | 71.6 -

b 2.7 16.86 | 14.32 -
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Taula 8.31: Valors de la variable X3q i metode de prediccio

X30=% d’abonats a la telefonia mobil sobre el total de la poblacid

95 99 03* metode d’extrapolacid
B 23 | 31.3 | 77.0 ST(TL) R? = 0.893
DK 15.8 | 499 | 954 ST(TL) R? = 0.998

D 4.6 | 286 | 78.1 T(TL) R? = 0.813

2

EL 26 | 314 | 8.2 T(TL) R? = 0.938

2

B 24 | 31.2 83 T(TL) R? = 0.872

@5}

F 1.8 | 36.3 | 75.6 ST(TL) R* = 0.938
IRL 4.4 | 375 | 94.2 S
I 6.9 | 52.6 | 100 ST(TL) R? = 0.967

NL 3.3 | 43.8 | 97.6 T(TL) R* = 0.907

@5}

A 4.3 | 52.5 | 115.8 T(TL) R? = 0.925

5}

P 3.4 | 46.8 | 100 T(TL) R* = 0.963

w2

(TL)
(TL)
(TL)
(TL)
(TL)
(TL)
T(TL) R? = 0.917
(TL)
(TL)
(TL)
(TL)
(TL)
(TL)
(TL)

FIN 204 | 66.8 | 100 ST(TL) R* = 0.963
S 23.0 | 57.9 | 100 ST(TL) R* = 0.994
UK 9.8 | 404 | 93.7 ST(TL) R* = 0.916

Maxim | 23.0 | 66.8 | 100 -

Minim || 1.8 | 286 | 75.6 -

a 21.2 | 382 | 244 -

b 7.07 | 1273 | 8.13 -
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8.2 Construccio de les matrius de les relacions borroses

A partir dels indexs de 'expertesa s’obtenen les taules numerades entre 8.32 i 8.61, que ens

mostren les particions dels intervals [minexpX;, mazexpX;| per a cada variable X; € X (v.

2.35).

Taula 8.32: Subdivisié en intervals per a la variable X;

Xq
05 || [3.7,4.36) | [4.36,5.01) | [5.01,5.67) | [5.67,6.33)
6.33,6.99) | [6.99,7.64) | [7.64,8.3]
99 || [3.9,4.63) | [4.63,5.36) | [5.36,6.09) | [6.09,6.81)
6.81,7.54) | [7.54,8.27) | [8.27,9]
03 || [4.3,5.17) | [5.17,6.04) | [6.04,6.91) | [6.91,7.79)
[7.79,8.66) | [8.66,9.53) | [9.53,10.4]

Taula 8.33: Subdivisié en intervals per a la variable X,

X
95 || [73,76.4) | [76.4,79.9) | [79.9,83.3) | [83.3,86.7)
86.7,90.1) | [90.1,93.6) 93.6, 97]
99 || [81,85) 85, 89) 89, 93) 93,97)
(97,101) 101, 105) 105, 109]
03 || [81,88.6) | [88.6,96.1) | [96.1,103.7) | [103.7,111.3)
[111.3,118.9) | [118.9,126.4) | [126.4,134]
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Taula 8.34: Subdivisié en intervals per a la variable X3

X3
95 || [3.3,132.7) | [132.7,262.0) 262.0,391.4]
99 || [5.9,168.3) | [168.3,330.7) 330.7,493.1]
03 || [7.1,252.3) | [252.3,497.4) [497.4,742.6]

Taula 8.35: Subdivisié en intervals per a la variable X,

Xy
95 | [1,1.26) | [1.26,1.52) | [1.52,1.78) | [1.78,2.04) | [2.04,2.3]
99 | [0.9,1.3) | [1.3,1.7) | [1.7,2.1) | [2.1,25) | [2.5,2.9]
03 || [0.7,1.26) | [1.26,1.82) | [1.82,2.38) | [2.38,2.94) | [2.94,3.5]

Taula 8.36: Subdivisié en intervals per a la variable Xj

X5
95 || [0.853,0.877) | [0.877,0.901) 0.901, 0.925]
99 || [0.874,0.895) | [0.895,0.915) [0.915, 0.936]
03 || [0.891,0.912) | [0.912,0.933) 0.933,0.954)
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Taula 8.37: Subdivisié en intervals per a la variable X

Xo
95 || [6.3,6.65) | [6.65,7.01) | [7.01,7.36) | [7.36,7.72)
[7.72,8.07) | [8.07,8.43) | [8.43,8.78) | [8.78,9.13)
0.13,9.49) | [9.49,9.84) | [9.84,10.2]
99 || [6.8,7.17) | [7.17,7.55) | [7.55,7.92) | [7.92,8.29)
[8.29,8.66) | [8.66,9.04) | [0.04,9.41) | [9.41,9.78)
[9.78,10.15) | [10.15,10.53) | [10.53,10.9]
03| 1[6,6.53) | [6.53,7.05) | [7.05,7.58) | [7.58,8.11)
[8.11,8.64) | [8.64,9.16) | [9.16,9.69) | [9.69,10.22)
[10.22,10.75) | [10.75,11.27) | [11.27,11.8]

Taula 8.38: Subdivisié en intervals per a la variable X5

[77.835,78.212)

[78.212, 78.588

[78.588, 78.965

[78.965, 79.341)

X7

95 || [74.9,75.253) | [75.253,75.609) | [75.609,75.964) | [75.964,76.318)
[76.318,76.673) | [76.673,77.027) | [77.027,77.382) | [77.382, 77.736)
[77.736,78.001) | [78.091,78.445) | [78.445,78.8]
99 || [75.55,75.909) | [75.909,76.268) | [76.268,76.627) | [76.627,76.986)
[76.986,77.345) | [77.345,77.705) | [77.705,78.064) | [78.064, 78.423)
[78.423,78.782) | [78.782,79.141) | [79.141,79.5]
03 || [76.33,76.706) | [76.706,77.083) | [77.083,77.459) | [77.459,77.835)

) )

) )

[79.341,79.717

[79.717,80.094

80.094, 80.47]
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Taula 8.39: Subdivisié en intervals per a la variable Xg

X3
05 || [920,1592.3) | [1592.3,2264.7) |  [2264.7,2937]
09 || [644,1380.3) | [1380.3,2116.7) | [2116.7,2853]
03 || [336,1187.3) | [1187.3,2038.7) |  [2038.7,2890]

Taula 8.40: Subdivisié en intervals per a la variable Xg

[2834.7, 3647.2)

3647.2, 4459.8

[4459.8, 5272.3)

X
95 | [947,1748.8) | [1748.8,2550.6) | [2550.6,3352.3)
3352.3,4154.1) | [4154.1,4955.9) | [4955.9, 5757.7)
[5757.7,6559.4) | [6559.4,7361.2) | [7361.2,8163]
99 | [1405,2044.9) | [2044.9,2684.8) | [2684.8,3324.7)
[3324.7,3964.6) | [3964.6,4604.4) | [4604.4, 5244.3)
[5244.3,5884.2) | [5884.2,6524.1) | [6524.1,7164]
03 | [397,1209.6) | [1209.6,2022.1) | [2022.1,2834.7)
)
)

[5272.3,6084.9)

[6084.9, 6897.4

(6897.4, 7710]
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Taula 8.41: Subdivisié en intervals per a la variable X,

X0
95 8,10.73) [10.73,13.5) [13.5,16.2) [16.2,18.9)
[18.9,21.6) [21.6,24.4) [24.4,27.1) [27.1,29.1)
[29.1, 32.6) [32.6,35.3) [35.3, 38]
99 2,5.82) [5.82,9.64) [9.64,13.46) | [13.46,17.28)
[17.28,21.1) | [21.1,24.91) | [24.91,28.73) | [28.73,32.55)
[32.55,36.37) | [36.37,40.19) | [40.19, 44]
03 [0,9) 9, 18) [18,27) 27, 36)
36,45) [45,54) [54,63) (63,72)
[72,81) [81,90) (90, 99]
Taula 8.42: Subdivisié en intervals per a la variable X1,

Xll

95

5020, 6581.1)
[11284.4, 12850.5)

[6581.1,8152.2)
[12850.5, 14416.5
[17548.7,19114.8

[8152.2,9718.3)
[14416.5, 15982.6
[19114.8,20630.9

[9718.3,11284.4)
[15982.6, 17548.7)
20630.9, 22247

99

(15414, 16368.9)
[19233.6, 20188.5)

[16368.9,17323.8
[20188.5,21143.5

[17323.8,18278.7
[21143.5,22098.4

[18278.7,19233.6)
[22098.4, 23053.3)
24963.1, 25918]

03

(19388, 20362.8)
[23287.3,24262.1)

[20362.8,21337.6

)
)
)
)
[23053.3, 24008.2)
)
[24262.1,25236.9)

)

[27186.5, 28161.4

[21337.6,22312.5

)
)
)
)
[24008.2, 24963.1)
)
[25236.9,26211.7)

)

[28161.4,29136.2

[22312.5, 23287.3)
26211.7,27186.5)
20136.2, 30111]
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Taula 8.43: Subdivisié en intervals per a la variable X,

X12

05 | [23,27.68) |[27.68,32.36) | [32.36,37.05) | [37.05,41.73)
[41.73,46.41) | [46.41,51.09) | [51.09,55.77) | [55.77,60.45)
60.45,65.14) | [65.14,69.82) | [69.82,74.5]

99 | [27.1,32.66) | [32.66,38.23) | [38.23,43.79) | [43.79,49.35)
[49.35,54.92) | [54.92,60.48) | [60.48,66.05) | [66.05,71.61)
[71.61,77.17) | [77.17,82.74) | [82.74,88.3]

03 | [26,32.73) | [32.73,39.46) | [39.46,46.19) | [46.19,52.92)
[52.92,59.64) | [59.64,66.37) | [66.37,73.1) | [73.1,79.83)
[79.83,86.56) | [86.56,93.28) | [93.28, 100]

Taula 8.44: Subdivisié en intervals per a la variable X3

X13
95 5.2, 6) [6,6.8) [6.8,7.6)
[7.6,8.4) 8.4,9.2) [9.2,10)
[10,10.8) [10.8,11.6) [11.6,12.4]
99 | [5.3,6.23) | [6.23,7.17) [7.17,8.1)
[8.1,9.03) | [9.03,9.97) [9.97,10.9)
[10.9,11.83) | [11.83,12.77) [12.77,13.7]
03| [5,6.11) [6.11,7.22) [7.22,8.33)
8.33,9.44) | [9.44,10.55) [10.55, 11.66)
[11.66,12.77) | [12.77,13.88) [13.88, 15]
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Taula 8.45: Subdivisié en intervals per a la variable X4

X14
95 || [3.9,6.61) | [6.61,9.33) | [9.33,12.04) | [12.04,14.76)
[14.76,17.47) | [17.47,20.19) | [20.19,22.9]
99 || [3.4,5.19) | [5.19,6.97) | [6.97,8.76) | [8.76,10.54)
[10.54,12.33) | [12.33,14.11) | [14.11,15.9]
03 || [2.6,4.23) | [4.23,5.86) | [5.86,7.49) | [7.49,9.11)
9.11,10.74) | [10.74,12.37) | [12.37,14]

Taula 8.46: Subdivisié en intervals per a la variable X5

X15
95 || [4.8,15.63) | [15.63,26.47) [26.47,37.3]
99 || [6.1,17.2) | [17.2,28.3) [28.3,39.4]
03 || [4.6,17.6) | [17.6,30.6) 30.6,43.6]

Taula 8.47: Subdivisié en intervals per a la variable X4

X16
95 || [5.6,12.98) | [12.98,20.36) | [20.36,27.74) | [27.74,35.12) | [35.12,42.5]
99 | [5.4,10.84) | [10.84,16.28) | [16.28,21.72) | [21.72,27.16) | [27.16, 32.6]
03 | [3.7,9.94) | [9.94,16.18) | [16.18,22.42) | [22.42,28.66) | [28.66, 34.9]
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Taula 8.48: Subdivisié en intervals per a la variable X,

X7

95

(1730, 2696.3)

[2696.3, 3662.6
[5595.1, 6561.4

[3662.6,4628.9
[6561.4,7527.7

[4628.9, 5595.1)
[7527.7, 8494]

99

2395, 3424.4)

[3424.4,4453.9

)
)
[4453.9, 5483.3)
[7542.1,8571.6)

5483.3,6512.7)
[8571.6,9601]

03

3030, 4194.6)

)
)
)
[6512.7, 7542.1)
[4194.6, 5359.1)

)

[7688.3, 8852.9

5359.1, 6523.7)
8852.9, 10017.4)

(6523.7, 7688.3)
[10017.4, 11182]

Taula 8.49: Subdivisié en intervals per a la variable Xig

XIS
95 || [0.13,0.427) | [0.427,0.723) [0.723,1.02]
99 || [0.15,0.437) | [0.437,0.723) [0.723,1.01]
03 || [0.16,0.477) | [0.477,0.793) [0.793,1.11]

Taula 8.50: Subdivisié en intervals per a la variable Xiq

X19
95 || [0.69,1.217) | [1.217,1.743) [1.743,2.27]
99 || [0.79,1.31) | [1.31,1.83) [1.83,2.35]
03 || [0.73,1.197) | [1.197,1.663) [1.663,2.13)]
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Taula 8.51: Subdivisié en intervals per a la variable Xy

Xao
95 | 0.95,0.997) | [0.997, 1.043) 1043, 1.09]
99 | 0.96,1.017) | [1.017,1.073) [1.073, 1.13]
03 | [1,1.08) | [1.08,1.16) [1.16,1.24]

Taula 8.52: Subdivisié en intervals per a la variable Xy

Xo1
95 || [26.8,30.38) | [30.38,33.96) | [33.96,37.54) | [37.54,41.12) | [41.12,44.7]
99 || [55.4,60.76) | [60.76,66.12) | [66.12,71.48) | [71.48,76.84) | [76.84,82.2]
03 || [51.4,58.9) [58.9,66.4) [66.4,73.9) [73.9,81.4) [81.4,88.9]

Taula 8.53: Subdivisié en intervals per a la variable Xy,

X2
95 || [5.7,15.84) | [15.84,25.98) | [25.98,36.12) | [36.12,46.26) | [46.26,56.4]
99 [16,22.6) [22.6,29.2) [29.2,35.8) [35.8,42.4) [42.4,49]
03 || [14.1,20.92) | [20.92,27.74) | [27.74,34.56) | [34.56,41.38) | [41.38,48.2]
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Taula 8.54: Subdivisié en intervals per a la variable X3
X3
95 || [5.4,27.57) | [27.57,49.73) [49.73,71.9]
99 || [42.3,48.87) | [48.87,55.43) [55.43, 62]
03 || [23.3,41.97) | [41.97,60.63) [60.63,79.3]
Taula 8.55: Subdivisié en intervals per a la variable Xy
Xog
95 [0.49,0.76) [0.76,1.03) [1.03,1.3) [1.3,1.57)
[1.57,1.84) [1.84,2.11) [2.11,2.38) [2.38,2.65)
[2.65,2.92) [2.92,3.19) 3.19, 3.46]
99 || [0.58,0.873) | [0.873,1.165) | [1.165,1.458) | [1.458,1.751)
[1.751,2.044) | [2.044,2.336) | [2.336,2.629) | [2.629,2.922)
2.922,3.215) | [3.215,3.507) | [3.507,3.80]
03 || [0.67,1.009) | [1.009,1.348) | [1.348,1.687) | [1.687,2.026)
[2.026,2.365) | [2.365,2.705) | [2.705,3.044) | [3.044,3.383)
[3.383,3.722) | [3.722,4.061) | [4.061,4.4]
Taula 8.56: Subdivisié en intervals per a la variable Xo5
Xos
95 || [20.1,24.924) | [24.924,29.748) | [29.748,34.572) | [34.572,39.396) | [39.396, 44.22]
99 || [18.85,24.156) | [24.156,29.462) | [29.462,34.678) | [34.678,40.074) | [40.074, 45.38]
03 || [16.98,22.874) | [22.874,28.768) | [28.768,34.662) | [34.662,40.556) | [40.556, 46.45]
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Taula 8.57: Subdivisié en intervals per a la variable X4

X26

95 || [2.23,3.203) | [3.203,4.177) [4.177,5.15)
[5.15,6.123) | [6.123,7.097) [7.097,8.07)
8.07,9.043) | [9.043,10.017) |  [10.017,10.99)]

99 | [2.21,3.172) | [3.172,4.134) [4.134,5.007)
[5.097,6.059) | [6.059,7.021) [7.021,7.983)
[7.983,8.946) | [8.946,9.908) [9.908, 10.87]

03 | [2.36,3.324) | [3.324,4.289) [4.289, 5.253)
[5.253,6.218) | [6.218,7.182) [7.182,8.147)
[8.147,9.111) | [9.111,10.076) |  [10.076,11.04]

Taula 8.58: Subdivisié en intervals per a la variable Xy,

Xo7
95 [0,8.45) [8.45,16.909) [16.909, 25.364) [25.364, 33.818)
33.818,42.273) | [42.273,50.727) | [50.727,59.182) | [59.182,67.636)
[67.636,76.001) | [76.091,84.545) [84.545, 93]
09 | [0.9,22.155) | [22.155,43.400) | [43.409,64.664) | [64.664,85.918)
85.918,107.173) | [107.173,128.427) | [128.427, 149.682) | [149.682, 170.936)
[170.936,192.191) | [192.191,213.445) [213.445,234.7]
03 | [1.7,26.827) | [26.827,51.955) | [51.955,77.082) | [77.082,102.209)
[102.209, 127.336) | [127.336,152.464) | [152.464,177.591) | [177.591,202.718)
[202.718,227.845) | [227.845,252.973) | [252.973,278.1]
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Taula 8.59: Subdivisié en intervals per a la variable Xog

X28
95 || [2,3.23) | [3.23,4.47) [4.47,5.7]
99 | [2.4,3.7) | [3.7,5) [5,6.3]
03 || [2.5,3.8) | [3.8,5.1) [5.1,6.4]

Taula 8.60: Subdivisié en intervals per a la variable Xy

Annexos

X29
95 | [0.4,3.1) 3.1,5.8) [5.8,8.5) 8.5,11.2) | [11.2,13.9]
99 | [7.1,13.96) | [13.96,20.82) | [20.82,27.68) | [27.68,34.54) | [34.54, 41.4]
03 || [13.7,28.02) | [28.02,42.34) | [42.34,56.66) | [56.66,70.98) | [70.98, 85.3]

Taula 8.61: Subdivisié en intervals per a la variable X35

XBO
95 | [1.8,8.87) | [8.87,15.93) [15.93, 23]
99 | [28.6,41.33) | [41.33,54.07) [54.07, 66.8]
03 || [75.6,83.73) | [83.73,91.87) [91.87, 100]
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8.3 Clausures transitives

Les segiients matrius son algunes clausures transitives de les mesures obtingudes en la secci6 6.5
del capitol 6. El simbol (*) vol dir que s’ha fet la clausura transitiva per la t-norma t,,;,,, i (**)
per la t-norma tp4. Com en el cas de la construccié de les matrius de les relacions borroses i el
calcul de les diverses matrius de les mesures de semblanga, els calculs han estat efectuats amb
la implementaci6 de petits programes amb el paquet informatic Maple. Aquests programes han

estat previament validats amb matrius de clausures conegudes.

B DK D EL EF F IRL I NL A P FIN S UK

B 1 .8 8§ 7 6 9 7 7T 9 8 6 .8 8 .8
DK | 8 1 g 7 6 8 7 7T 8 8 6 .8 8 .8
D 8 8 1 T 6 8 7 7 8 9 6 .8 8 .8
EL N O O Y Y (Y A (N 7 T
E 6 6 6 6 1. 6 6 6 6 .6 .6 .6 6 .6
F 9 8 8 7T 6 1. 7T 7T 9 8 6 .8 8 .8
MJIMIN*(95) = IRL 7 o7 7 7 6 .7 1. 7 7 7 6 7 T
I a7 oo T 6 7 7 1. 7 7 .6 7 T T
NL 9 8 8 7 6 9 7T 7T 1. 8 .6 .8 8 .8
A 8 8 9 7 6 8 7 7 8 1. 6 .8 8 .8
P 6 6 6 6 6 6 6 6 6 .6 1. .6 6 .6
FINl 8 8 8 7 6 8 7 7 8 8 6 1. 8§ .8
S 8 8 8 7T 6 8 7T 7T 8 8 .6 1 .8
UK \8 8 8 7 6 8 7 7 8 8 6 8 8 1
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B DK D EL E F IRL I NL A P FIN S UK
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B DK D FEL E F IRL I NL A P FIN S UK
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B DK D EL EF F IRL I NL A P FIN S UK

.6

DK

EL

IRL

MJMIN**(95) =

NL

FIN

UK

B DK D FEFL E F IRL I NL A P FIN S UK

.6

DK

EL

IRL

MJMIN*(99) =

1

NL

FIN

UK
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B DK D EL EF F IRL I NL A P FIN S UK

7

DK

EL

IRL

MJIMIN*(03) =

NL

FIN

UK

B DK D FEL E F IRL I NL A P FIN S UK

2

DK

EL

IRL

M.JPA™(95) =

1

NL

FIN

UK
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B DK D EL E F IRL I NL A P FIN S UK

2

DK

EL

IRL
I

MJPA*(99) =

NL

FIN

UK

B DK D FEL E F IRL I NL A P FIN S UK

2

DK

EL

IRL

M.JPA™(03) =

1

NL

FIN

UK
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B DK D EL E F IRL I NL A P FIN S UK
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B DK D FL E F IRL I NL A P FIN S UK
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B DK D EL E F IRL I NL A P FIN S UK

.8
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NL
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UK

B DK D FL E F IRL I NL A P FIN S UK
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B DK D EL E F IRL I NL A P FIN S UK

.6
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NL

FIN

UK

B DK D FL E F IRL I NL A P FIN S UK

.6
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B DK D EL EF F IRL I NL A P FIN S UK

4

DK

EL

IRL
I

MAPARG**(95) =

NL

FIN

UK

B DK D FEFL E F IRL I NL A P FIN S UK

.6
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EL

IRL

MAPARG*(99) =

1
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B DK D EL E F IRL I NL A P FIN S UK
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